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摘　 要:风能、光伏等可再生能源的高比例并网成为了缓解全球能源危机的一项重要措施ꎮ 然而ꎬ可再生能源实时出

力中的间歇性和波动性给系统的安全性带来了一定的挑战ꎮ 为了在提高可再生能源利用率的同时保证系统安全性ꎬ
提出了一种基于深度强化学习 (ＤＲＬ) 算法的运行优化实时调度模型ꎮ 首先ꎬ构建了负荷预测模型实现负荷预测和

高斯混合模型拟合预测误差ꎻ其次ꎬ考虑系统各节点的约束条件ꎬ以系统运行成本和安全运行作为优化目标ꎬ建立相

应优化模型ꎻ然后ꎬ将优化问题转化为马尔可夫决策过程ꎬ并采用双延迟深度确定性策略梯度算法求解ꎻ最后ꎬ利用

ＤＲＬ 算法的环境交互机制和策略自由探索ꎬ获得联合调度策略的最优结果ꎮ 实验结果表明ꎬ所提方法具有良好的适

应性ꎬ并且可以进行在线实时调度ꎮ
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０　 引　 言

在过去的十年里ꎬ随着环境问题日益严重ꎬ智能

电网的技术突飞猛进ꎬ可再生能源在全球能源系统

基金项目:国网四川省电力公司科技项目(Ｂ７１９４７２３Ｒ００１)

中占据了越来越重要的地位[１]ꎮ 微电网中采用不

同类型的分布式发电设备和储能装置来提升新能源

的消纳比例[２－３]ꎮ 然而ꎬ可再生能源的高度间歇性

和不确定性对微电网的经济性和可靠性提出了重大

挑战ꎮ
如何选择一个良好的优化控制策略成为了当前
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微电网运行优化研究的主流ꎮ 文献[４]构建了一个

包含风光储柴在内的多目标微电网优化模型ꎬ采用

改进粒子群算法在运营成本和可再生能源消纳二者

之间获得了最优的策略ꎮ 文献[５]建立了考虑微电

网之间信息交互的双层优化模型ꎬ以实现可再生能

源的消纳与节点电压之间的平衡ꎮ 文献[６]提出了

一种基于近似动态规划的算法ꎬ将微电网运行优化

问题转化为随机混合整数非线性规划问题ꎮ 文

献[７]应用了基于有限时间一致性的分布式优化算

法来进行网络经济调度优化ꎮ 文献[８]建立了一个

能源管理系统ꎬ利用多个储能装置最大程度吸收可

再生能源ꎮ 文献[９]将可再生能源出力、电价和电

力负荷设置为随机变量ꎬ并使用基于近似动态规划

的经济调度算法减少了源荷预测不确定性对系统运

行的影响ꎮ 然而ꎬ这些方法在求解过程中未充分挖

掘历史数据中的潜在信息ꎬ面对新问题时不仅需要

重新训练且训练时间过长ꎮ
随着人工智能的崛起ꎬ基于数据驱动的强化学

习 (ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇꎬ ＲＬ)可以通过历史数据获

得经验从而实现在线优化[１０－１１]ꎮ 文献[１２]提出了

一种基于深度强化学习(ｄｅｅｐ ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇꎬ
ＤＲＬ) 的分布式能源运行优化模型ꎬ基于历史数据

训练学习后可实时获取各设备实时控制策略ꎮ 文

献[１３]针对多种可再生能源并入的特定微电网网

络构建了对应的优化模型ꎮ 文献[１４]考虑到混合

动力汽车电池寿命ꎬ提出了一种基于深度 Ｑ 网络

(ｄｅｅｐ Ｑ￣ｎｅｔｗｏｒｋꎬ ＤＱＮ)算法的行驶模式自适应策

略ꎮ 然而ꎬ上述方法在面对连续控制问题存在一定

的局限性ꎮ
针对上述问题ꎬ下面提出一种基于负荷预测辅

助的双延迟深度确定性策略梯度( ｔｗｉｎ ｄｅｌａｙｅｄ ｄｅｅｐ
ｄｅｔｅｒｍｉｎｉｓｔｉｃ ｐｏｌｉｃｙ ｇｒａｄｉｅｎｔꎬ ＴＤ３) 算法的微电网优

化策略ꎬ主要包括:
１)提出一种同时考虑微电网经济性和安全性

的负荷预测辅助多目标优化控制策略ꎻ
２)通过引入电池储能 ( ｂａｔｔｅｒｙ ｅｎｅｒｇｙ ｓｔｏｒａｇｅꎬ

ＢＥＳ)元件提升微电网消纳可再生能源的比例ꎻ
３)所提方法通过历史训练数据离线训练后可

以做出实时决策ꎮ

１　 问题建模

　 　 微电网的具体框架结构如图 １ 所示ꎬ主要包括

了主网、风力发电站、光伏发电站、电池储能站及用

电负荷ꎮ

图 １　 微电网框架结构

１.１　 优化模型

所提方法通过控制电池储能、风力发电站和光

伏发电站三者的相关出力ꎬ保证系统运行安全的同

时实现日运营成本最低ꎮ
优化目标函数为:

Ｆ ＝ ｍｉｎ∑
２４

ｔ ＝ １
Ｃｇｉｒｄꎬｔ (１)

Ｃｇｉｒｄꎬｔ ＝ ｐｔ􀅰Ｌｔ (２)
式中:Ｆ 为日运营成本ꎻＣｇｉｒｄꎬｔ为时刻 ｔ 的运营成本ꎻ
ｐｔ 为时刻 ｔ 的电价ꎻＬｔ 为时刻 ｔ 时微电网所需电量ꎮ

电池储能的容量越限惩罚和电压越限惩罚的表

达式为:

Ｃｖꎬｔ ＝
η Ｖｉꎬｔ ≤ Ｖｍｉｎ ｏｒ Ｖｉꎬｔ > Ｖｍａｘ

０ Ｖｍｉｎ ≤ Ｖｉꎬｔ ≤ Ｖｍａｘ
{ (３)

ＣＢＥＳꎬｔ ＝
χ Ｓｏｃꎬｔ < Ｓｏｃꎬｍｉｎ ｏｒ Ｓｏｃꎬｔ > Ｓｏｃꎬｍａｘ

０ Ｓｏｃꎬｍｉｎ ≤ Ｓｏｃꎬｔ ≤ Ｓｏｃꎬｍａｘ
{ (４)

式中:Ｃｖꎬｔ为时刻 ｔ 的电压惩罚成本ꎻη 为一个惩罚常

数ꎬ根据实际情况进行设定ꎻＶｉꎬｔ为时刻 ｔ 节点 ｉ 的电

压值ꎻＶｍｉｎ为电压阈值最小值ꎻＶｍａｘ为电压阈值最大

值ꎻＣＢＥＳꎬ ｔ为时刻 ｔ 电池储能的惩罚值ꎻχ 为一个常

数ꎻＳｏｃꎬ ｔ为时刻 ｔ 电池储能的容量值ꎻＳｏｃꎬｍｉｎ和 Ｓｏｃꎬｍａｘ

分别为电池储能容量的最小值和最大值ꎮ
１.２　 马尔科夫决策建模

所提方法将微电网实时优化调度问题转化为一

个马尔可夫决策ꎬ主要包含环境、智能体、动作、状
态、奖励值和转移函数ꎮ

环境:微电网网络ꎮ
智能体:用于求解的深度强化学习算法ꎮ
状态:主要包括时刻 ｔ 各节点所需电功率、光伏
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电站有功出力、风力发电站有功出力、电池储能容

量、各节点电压和当时电价ꎮ
动作:主要包括时刻 ｔ 电池储能元件有功输出、

光伏无功出力、风电无功出力和电池储能无功出力ꎮ
奖励值:智能体执行当前动作时所获得的奖励ꎬ

为运营成本、电池储能容量越限惩罚值和电压越限

惩罚值三者之和ꎮ
状态转移函数:表示从当前状态转移到下一个

状态的概率函数ꎮ
１.３　 相关约束

系统其他相关约束如式(５)—式(１０)所示ꎬ其
中式(５)—式(６)为微电网潮流计算公式ꎮ
Ｐｉꎬｔ ＝ Ｐｌｏａｄꎬｉꎬｔ － ＰＷｉｎｄꎬｔ － ＰＰＶꎬｔ － ＰＢＥＳꎬｔ － ＰＳꎬｔꎬ ｉ ∈ Ｎ

(５)
Ｑｉꎬｔ ＝ Ｑｌｏａｄꎬｉꎬｔ － ＱＳꎬｔꎬ ｉ ∈ Ｎ (６)

－ １ ≤ ＷＷｉｎｄꎬｔ ≤ １ (７)
－ １ ≤ ＷＰＶꎬｔ ≤ １ (８)
－ １ ≤ ＷＢＥＳꎬｔ ≤ １ (９)

式中:Ｐ ｉꎬｔ、Ｑｉꎬｔ分别为时刻 ｔ 节点 ｉ 需注入的有功功

率和无功功率ꎻＰ ｌｏａｄꎬｉꎬｔ、Ｑｌｏａｄꎬｉꎬｔ分别为时刻 ｔ 节点 ｉ 负
荷需求的有功功率和无功功率ꎻＰＷｉｎｄꎬｔ为时刻 ｔ 风机

输出有功功率ꎻＰＰＶꎬｔ 为时刻 ｔ 光伏输出有功功率ꎻ
ＰＢＥＳꎬｔ为时刻 ｔ ＢＥＳ 输出有功功率ꎻＰＳꎬ ｔ、ＱＳꎬ ｔ分别为

时刻 ｔ 系统所需的有功功率与无功功率ꎻＷＷｉｎｄꎬｔ为时

刻 ｔ 风机无功出力比例ꎻＷＰＶꎬｔ为时刻 ｔ 光伏无功出

力比例ꎻＷＢＥＳꎬｔ为时刻 ｔ ＢＥＳ 无功出力比例ꎮ

２　 所提方法

２.１　 预测模型

典型基于深度神经网络( ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ
ＤＮＮ)的预测模型表达式[１５]为:

ｙ′ ＝ ｈｎ ｈｎ－１ ｈｎ－２􀆺ｈ１(Ｘ)[ ]{ } (１０)
ｈｄ(􀅰) ＝ ωｄｈｄ－１ ＋ ｋｄꎬｄ ＝ １ꎬ２ꎬ􀆺ꎬｎ (１１)

式中:Ｘ 为第 １ 层输入数据集ꎻｈｎ(􀅰)为第 ｎ 层网络

的输出值ꎻｙ′为经过 ｎ 层神经网络计算后的预测值ꎻ
ωｄ 为第 ｄ 层网络的权值ꎻｋｄ 为第 ｄ 层网络的偏差ꎮ

损失函数为:

Ｅ ＝ １
ｋ ∑

ｋ

ｆ ＝ １
(ｙｆ － ｙ′ｆ) ２ (１２)

τｔ ＋１ ＝ τｔ － ο ÑＥ (１３)
式中:ｋ 为选取测试的数据量ꎻｙｆ 为第 ｆ 组数据真实

值ꎻτｔ 为 ｔ 时刻 ＤＮＮ 参数ꎻο 为学习率ꎻÑＥ 为下降

梯度ꎮ
２.２　 高斯混合模型

常用的高斯混合模型是一种数据概率分布模

型ꎬ它将具有连续性的数据分类为有限数量的叠加

高斯分布函数[１６]ꎮ

Ｐ(ｘ) ＝ ∑
Ｚ

ｚ ＝ １
ω ｚＧ(ｘ γ ｚꎬζ ｚ) (１４)

式中:ｘ 为数据集ꎻωｚ、γｚ 和 ζｚ 分别为第 ｚ 个高斯分

布的权重比、均值和斜方差ꎻＺ 为混合高斯分布中高

斯分布函数的数量ꎮ 高斯混合函数可以表示为

Ｇ(ｘ γ ｚꎬζ ｚ) ＝ １
２πＤ/ ２ ζ ｚ

􀅰ｅｘｐ[ － １
２
(ｘ － γ ｚ) Ｔ􀅰

ζ －１
ｚ (ｘ － γ ｚ)] (１５)

式中ꎬＤ 为数据的维度ꎮ
２.３　 ＴＤ３ 算法

强化学习例如 Ｑ￣ｌｅａｒｎｉｎｇ 在求解时需要遍历整

个 Ｑ 表ꎬ每次计算都需要循环一次ꎬ且取得的动作

必须是离散的ꎮ 为了提高求解速度以及应对连续性

问题ꎬＤＲＬ 的概念被提出ꎮ 所采用的 ＴＤ３ 算法在深

度确定性策略梯度(ｄｅｅｐ ｄｅｔｅｒｍｉｎｉｓｔｉｃ ｐｏｌｉｃｙ ｇｒａｄｉｅｎｔꎬ
ＤＤＰＧ)算法的基础上ꎬ增加了两个状态网络解决 Ｑ
值高估问题[１７]ꎮ
２.３.１　 评价网络

ＴＤ３ 算法的评价网络包括了两个计算 Ｑ 值的

评价函数ꎬ即 Ｑ１( ｓｔꎬａｔ θ１)和 Ｑ２( ｓｔꎬａｔ θ２)ꎬ设 ｍｔ 为

ｔ 时刻目标评价函数结果ꎬ即[１７]:
ｍｔ ＝ ｒｔ ＋ τ ｍｉｎ

ｊ ＝ １ꎬ２
Ｑ′ｊ( ｓｔ ＋１ꎬａｔ ＋１ θ′ｊ) (１６)

式中:ｒｔ 为时刻 ｔ 的奖励值ꎻτ 为折扣系数ꎻＱ′ｊ (􀅰)为
第 ｊ 个目标评价函数ꎻｓｔ＋１为时刻 ｔ＋１ 的状态ꎻａｔ＋１为

时刻 ｔ＋１ 的动作ꎻθ′ｊ为第 ｊ 个目标评价函数的参数ꎮ
评价网络损失函数为

Ｌ(θ ｊ) ＝ Ｅ ｍｔ － Ｑ ｊ( ｓｔꎬａｔ θ ｊ)[ ] ２{ } ꎬｊ ＝ １ꎬ２
(１７)

式中ꎬＥ(􀅰)为数学期望计算函数ꎮ 其梯度计算公

式为:
Ñθ ｊＪ(θ ｊ) ＝ Ｅ ｍｔ － Ｑ ｊ( ｓｔꎬａｔ θ ｊ)[ ] ２􀅰{

Ñθ ｊＱ ｊ( ｓｔꎬａｔ θ ｊ)} ꎬｊ ＝ １ꎬ２ (１８)
θ ｊꎬｔ ＋１ ＝ θ ｊꎬｔ － α Ñθ ｊＪ(θ ｊ)ꎬｊ ＝ １ꎬ２ (１９)

式中:ÑθｊＪ(θ ｊ)为评价网络下降梯度ꎻα 为评价网络

参数更新的学习率ꎬ取值较小ꎮ
２.３.２　 动作网络

动作网络中的动作函数表达式为[１８]

ａ ＝ πϑ( ｓｔ ＋１ ϑ) (２０)
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式中:πϑ(􀅰)为动作函数ꎻϑ 为动作函数的参数ꎮ
梯度可以表示为:

ÑϑＪ(ϑ) ＝ Ｅ ÑａＱ( ｓｔꎬａｔ θ)􀅰Ñϑ πϑ( ｓｔ) ＋ φ[ ]{ }

(２１)
ϑｔ ＋１ ＝ ϑｔ － β ÑϑＪ(ϑ) (２２)

式中:φ 为目标动作函数中增加的噪声ꎬ为了降低求

解中过拟合造成智能体动作的选择陷入局部最优

中ꎬ在目标动作函数中都选择增加了较小的噪声ꎻ
β 为动作函数的学习率ꎮ

目标动作函数的表达式为:
ａ′ ＝ πϑ′( ｓ′ｔ ＋１ ϑ′) ＋ φ (２３)

φ ~ ｃｌｉｐ[Ｎ(０ꎬδ)ꎬ－ ｅꎬｅ]ꎬｅ > ０ (２４)
式中:δ 为方差ꎻｅ 为取值截断位置ꎮ 式(２４)表示 φ
为一个服从正态分布中的噪声ꎮ

目标动作函数和目标评价函数的相关参数通过

设置平滑系数进行软更新ꎬ即:
θ′ｔ ＋１ ＝ ζθ ｔ － (１ － ζ)θ′ｔ (２５)
ϑ′ｔ ＋１ ＝ ζϑｔ － (１ － ζ)ϑ′ｔ (２６)

式中:θ′为目标动作函数的参数ꎻζ 为平滑系数ꎻϑ′为
目标评价函数系数ꎮ

算法详细的流程如图 ２ 所示ꎮ

３　 算例分析

算例采用的相关数据来自网上开源数据ꎮ 负荷

预测详细结果如图 ３ 所示ꎬ从图中可以看出基于

ＤＮＮ 的预测模型能够较好进行日前预测ꎮ 为更好

地验证所提 ＤＮＮ 算法的先进性ꎬ选取了线性回归算

法和支持向量回归算法作为对比实验ꎬ结果如表 １
所示ꎮ 常用的预测指标主要包括平均绝对误差

(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬＭＡＥ)和平均绝对百分百误差

(ｍｅａｎ ａｂｓｏｌｕｔｅ ｐｅｒｃｅｎｔａｇｅ ｅｒｒｏｒꎬＭＡＰＥ)ꎬ具体的计

算方式参考文献[１９]ꎮ 从表 １ 可以看出ꎬ所提 ＤＮＮ
算法在 ＭＡＥ 或 ＭＡＰＥ 上的数值都小于其他两种方

法ꎬ再次验证了所提算法的先进性ꎮ 为扩大优化模

型训练数据的不确定性ꎬ高斯混合模型基于预测误

差结果拟合新的误差数据ꎮ 将基于高斯混合模型生

成的误差结果作为噪声输入到所提控制方法的训练

集中ꎬ以此实现控制模型在优化中考虑预测的不确

定性ꎬ同时实现预测端与运行优化二者相结合ꎬ从而

获取更有效的控制策略ꎮ
高斯混合模型在不同的低维数据内都具有良好

的效果ꎬ由于每个节点的电力负荷数据都不一样ꎬ因

图 ２　 算法流程

图 ３　 负荷预测结果

表 １　 各预测方法结果对比

方法 ＭＡＥ ＭＡＰＥ / ％

线性回归算法 ０.１８ １６.７４

支持向量回归算法 ０.１１ １１.４３

所提 ＤＮＮ 算法 ０.０８ ９.４２
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此须对每个节点的负荷进行拟合ꎮ 选取部分节点的

结果进行展示ꎬ如表 ２ 所示ꎬ从表中可以看出ꎬ高斯

分布的数量取决于数据分布类型ꎬ高斯分布函数的

详细参数也不尽相同ꎮ
表 ２　 高斯混合模型相关参数

节点 权重 均值 方差

１ (０.１５５ꎬ０.８４５) (７.４×１０－４ꎬ０.００１ ３) (８.８４×１０－７ꎬ９.８１×１０－５)

３ (０.６５ꎬ０.１１ꎬ
０.２４)

(０.０１ꎬ－０.０１ꎬ
８×１０－４)

(１.５×１０－４ꎬ８×１０－５ꎬ
１×１０－４)

５ (０.６８ꎬ０.１５ꎬ
０.１７)

(－０.００３ １ꎬ－１.３８×
１０－４ꎬ－０.０１)

(３.１×１０－５ꎬ５.４×
１０－８ꎬ３.９×１０－５)

７ (０.２９ꎬ０.３２ꎬ
０.３９)

(０.００１ ７ꎬ０.０２８ꎬ
０.００７ ３)

(２.７×１０－５ꎬ５.０５×
１０－４ꎬ１.８×１０－４)

９ (０.６２ꎬ０.３８) (０.００１ ５ꎬ０.００１ ３) (８.７×１０－６ꎬ
３.４×１０－５)

１１ (０.８４ꎬ０.１４ꎬ
０.０２)

(－０.００１ ２ꎬ３.１×
１０－４ꎬ０.０２２ ４)

(２.７×１０－５ꎬ５.０５×
１０－４ꎬ１.８×１０－４)

　 　 表 ３ 给出了 ＤＤＰＧ 以及所提 ＴＤ３ 控制方法的

参数设置ꎮ 为验证所提负荷预测辅助 ＤＲＬ 方法的

有效性ꎬ选取了经典的粒子群算法( ｐａｒｔｉｃｌｅ ｓｗａｒｍ
ｏｐｔｉｍｉｚａｔｉｏｎꎬ ＰＳＯ)和 ＤＤＰＧ 作为对比算法ꎮ ＤＤＰＧ
作为确定性策略优化ꎬ在求解过程中容易产生 Ｑ 值

高估问题ꎮ
表 ３　 ＤＤＰＧ 与所提方法参数设置

参数 ＤＤＰＧ 所提方法(ＴＤ３)

记忆库容量 １２ ０００ １２ ０００

奖励值折扣因子 ０.９５ ０.９８

批处理数量 ６４ ６４

训练次数 １０ ０００ １０ ０００

软更新因子 ０.００１ ０.００１

动作网络学习率 ０.０００ １ ０.０００ ３

评价网络学习率 ０.０００ １ ０.０００ ３

　 　 ＤＤＰＧ 与所提方法训练过程奖励的详细信息如

图 ４ 所示ꎮ 从图中可以看出ꎬ奖励值在经过前期

５００ 次自由探索后会急剧下降ꎮ 这是因为探索过程

动作值都是随机赋值ꎬ在自由探索结束后选择的动

作不一定会优于自由探索阶段的动作ꎻ随着训练的

继续进行ꎬ奖励值逐渐增大ꎬ３０００ 次以后所提方法

逐渐开始收敛直到训练结束ꎮ 可以看出ꎬ所提方法

训练效果优于 ＤＤＰＧꎮ
为验证所提方法的有效性ꎬ用测试集验证最

终效果ꎮ 测试集平均成本如表 ４ 所示ꎬ从表中可

以看出基于 ＴＤ３ 算法的控制策略明显优于其他两

种算法的控制策略ꎬ其与 ＰＳＯ 对比经济性提升了

１９.３４％ꎬ相较于 ＤＤＰＧ 经济性提升了 １１.９６％ꎮ 这证

明了所提方法的有效性以及先进性ꎮ

图 ４　 训练效果

表 ４　 测试集结果对比

方法 平均成本 / (欧元􀅰ｄ－１)

ＰＳＯ ７ ３３１.９５

ＤＤＰＧ ６ ７１７.６８

ＴＤ３ ５ ９１３.７４

　 　 选取测试集中的某日进行详细的阐述ꎬ该日电

负荷需求以及电价如图 ５ 所示ꎮ 从图中可以看出:
从 ５:００ 电负荷开始增加ꎬ直至 ９:００ 达到最大值并

高负荷运转持续到 １６:００ 左右ꎬ然后开始缓缓降低ꎻ
电价从凌晨到 ８:００ 一直维持在较低的价格ꎬ９:００—
１８:００ 价格都保持比较稳定ꎬ１９:００ 电价增加到最大

值并维持到 ２１:００ꎮ 该日光伏和风电出力情况如图 ６
所示ꎮ 从图中可以看出:光伏从 ９:００ 开始吸收太阳

能转化功率ꎬ逐渐升高在 １２:００ 达到最大值ꎬ随
着太阳能的削减ꎬ光伏出力逐渐降低直至 １８:００
降为 ０ ＭＷꎻ风机在 １０:００ 前都是缓慢爬升ꎬ从
１０:００—１９:００ 一直维持最大出力ꎬ直至 １９:００ 以后

其出力开始缓慢降低ꎮ
储能元件在该日的出力结果如图 ７ 所示ꎮ 从图

中可以看出:在 ７:００ 之前ꎬ由于电价比较便宜ꎬ储能

图 ５　 测试集某日负荷需求以及电价
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图 ６　 测试集某日光伏和风电出力情况

图 ７　 测试集某日储能元件出力结果

元件不断从主网购电实现充能ꎻ８:００—１２:００ 由于

电价相较凌晨上涨较多ꎬ储能元件选择释放电能减

少从主网购电来降低运营成本ꎻ１３:００—１７:００ 电负

荷逐渐降低ꎬ电价也相应地降低一部分ꎬ而可再生能

源的出力达到了最大值ꎬ为提升可再生能源的消纳

比例和应对 １９:００ 以后电价暴涨的情况ꎬ储能元件

选择充能ꎻ在 １８:００ 开始释放自己的电能ꎬ从而降低

微电网从主网购电成本ꎮ
　 　 采用所提控制策略该日的电压值如图 ８ 所示ꎮ
图中的结果显示ꎬ所提控制策略在保证一天运营成

本最低的同时保证了系统电压位于安全阈值范围

内ꎬ即提高系统经济性的同时又保证系统的安全性ꎬ
验证了所提方法的有效性ꎮ

４　 结　 论

提升新能源的消纳比例是实现微电网经济环保

的重要举措ꎬ也是实现碳达峰、碳中和的重要途经ꎮ
上面提出了一种同时考虑微电网经济性和安全性的

图 ８　 测试集某日所提方法电压值

运行实时调度模型ꎬ降低了系统运行成本ꎮ 实验

仿真表明:１) 所提方法的性能相较 ＰＳＯ 提升了

１９.３４％ꎬ相较 ＤＤＰＧ 提升了 １１.９６％ꎬ控制效果更好ꎻ
２)所提控制策略通过历史数据训练以后可以根据

实时状态做出最优的决策ꎻ３)所提方法将预测不确

定性与运行优化模型相结合ꎬ提升了优化控制模型

应对预测不确定的泛化能力ꎮ
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