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基于注意力与双通道网络的方面级情感分析

摘要
针对方面级情感分析任务不能充分

兼顾句法全面性与语义关联性，且大多
数研究中使用的图卷积仅考虑信息自上
而下的传播，忽略了信息自下而上的聚
合等问题，本文提出了基于注意力与双
通道网络的情感分析模型．该模型在扩
展依存表示的同时使用自注意力获取具
有语义关联的信息矩阵，使用双通道网
络结合全局句法与语义关联信息，双通
道网络分别侧重于自上而下传播的语义
特征与自下而上聚合的结构特征．通道
内的图卷积输出会与信息矩阵进行交互
注意力起到残差互补的作用，然后通过
平均池化完成通道内的任务．最后将基
于语义与基于结构的决策融合得到最终
的情感分类特征．实验结果表明该模型
在三个公开数据集上的准确率与 Ｆ１ 值
均有提升．
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０　 引言

　 　 自然语言处理（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）旨在对文本数

据进行分析处理．情感分析作为 ＮＬＰ 中的一项任务，可以通过对文本

分析得到用户想要表达的情感［１］ ．方面级情感分析（Ａｓｐｅｃｔ⁃Ｂａｓｅｄ Ｓｅｎ⁃
ｔｉｍｅｎｔ Ａｎａｌｙｓｉｓ，ＡＢＳＡ）作为情感分析中的细粒度任务，可以针对语料

中的特定方面分析出每句话的情感极性．随着数据量的激增，对文本

进行情感分析可以反映出大众对互联网服务、产品分析、企业改进等

方面的一些重要意见．
当前大多数 ＡＢＳＡ 任务通过句法的改进或语义信息的获取，研究

其对于情感分析任务的影响．其中句法信息大多通过依存树获取文本

中的结构．一般地，研究者会基于依存树进行修剪，通过改进句法结构

用以提高情感分类的结果．此外，文本之间存在语义关联，通过挖掘深

层次的语义信息也能取得不错效果．以往的研究表明无论从句法结构

的角度或是语义信息的角度都能够很好地完成情感分类任务．但是大

多数研究没有考虑到语义信息之间的关联性，并将其同时与句法结

构结合，因此本文在扩展句法结构的同时获取到语义间的关联信息，
可以完成两者的结合．

使用图卷积网络（Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ，ＧＣＮ）可以将句法结

构与语义关联信息相结合，用以完成情感分类任务．图卷积对于特征

提取具有一定的优势，但是大多数研究仅自上而下传播考虑信息的

语义特征，缺少自下而上传播聚集信息的结构特征．文献［２］在社交媒

体谣言检测中结合两种传播方式，同时考虑因果与结构特征得到很

好的结果，所以如何将因果特征与结构特征同时提取的方式融入

ＡＢＳＡ 任务之中是亟待解决的一个问题．有研究者使用多个网络通道

处理不同的信息，通过融合多个通道的特征用以完成各自任务，如文

献［３］在情感分析任务中使用两种不同输入信息的卷积网络以获取

不同的特征信息，然后通过信息间的交互得出最终表示．于是本文考

虑将自上而下传播的语义信息与自下而上聚合的结构信息分别作为

两种网络，提出基于注意力与双通道网络的方面级情感分析模型，即
双通道卷积模型（Ｔｗｏ Ｃｈａｎｎｅｌ Ｃｏｎｖｏｌｕｔｉｏｎ Ｍｏｄｅｌ，简称 ＴＣＣＭ 模型）．
实验结果表明，ＴＣＣＭ 模型在 Ｌａｐｔｏｐ、Ｒｅｓｔａｕｒａｎｔ 与 Ｔｗｉｔｔｅｒ 三个公开数

据集上的准确率与 Ｆ１ 值均有一定提升．
本文主要贡献如下：　 　 　 　



　 　 １）考虑到依存树生成的节点表示需要包含更全

面的句法，本文扩展了依存表示，使依存信息中可以

包含更全面的句法信息．同时将编码后的信息通过

自注意力完成语义信息的关联，经过自注意力机制

处理的信息可以看作有边的加权有向图，用以表示

语义信息相关性，以达到兼顾句法全面性与语义关

联性的目的．
２）双通道网络分别为自上而下传播的语义特征

网络与自下而上聚合的结构特征网络，每个通道内

都含有图卷积、交互注意力与平均池化．双通道网络

会得到基于语义特征与结构特征的两种决策，将两

种决策融合即为最终的情感特征．

１　 相关工作

句法依存树可以提取句子结构中的语法信息，
许多研究对于依存树的修剪或句法结构的改善提出

了各自的见解，例如：文献［４］通过多种解析，生成不

同句法结构的依存树，并将其组合成一张有向图网

络进行训练；文献［５］构建一种以方面词为根节点的

依存树，与关系图注意力网络结合实现了情感预测；
文献［６］赋予依存树位置信息，以此构建带有位置与

权重信息的矩阵，结合图卷积得到带有位置信息的

表示；文献［７］使用软剪策略修剪依存树，通过实验

验证了软剪依存树有助于效果提升．这些方法虽然

通过改善句法结构或修剪依存树取得了不错的效

果，但是难免会丢失部分有用的句法信息，从而造成

句法信息的缺失．本文同时考虑句法信息的全面性

与语义信息的关联性，在句法结构方面进行了简单

扩展，使之成为包含更全面句法信息的依存表示．
注意力机制（简称注意力）可以赋予句子中每

一个单词不同的权重，用以代表单词的重要性．它可

以专注于特定的输入，改善情感分析任务中的性能，
例如：文献［８］提取上下文中表示长距离情感特征的

实验，采用的是多重注意力机制；文献［９］采用多层

注意力机制将上下文单词信息分配不同的权重，最
后一层注意力的结果即为输出的分类特征；文献

［１０］使用交互注意力机制判断单词的不同影响力，
说明注意力对于关键信息的筛选提取存在着正向增

益．本文则使用自注意力进行语义信息关联，通过权

重分配出关联性较大的语义信息，并与全面句法相

结合，最终达到同时兼顾句法结构改进与语义信息

关联的目的．
图卷积网络可以进行特征的提取，将句子中的

句法与语义融入情感分析中．文献［１１］将双向图卷

积应用在关系抽取任务上，证明了正反两个方向的

卷积可以更好地捕获邻居节点间的信息；文献［２］将
双向图卷积应用在社交媒体检测中，使用从父节点

向子节点散布的自上而下的传播方式表示因果特征

的提取，从子节点向父节点聚合的自下而上的聚合

方式表示结构信息的提取，最后通过合并得到出色

的效果．本文考虑将这两种传播方式运用在 ＡＢＳＡ 任

务中，用以分别获取丰富的语义或结构特征．
近年来有研究者尝试通过多个通道网络的特征

融合取得进一步的效果提升．文献［２］在社交媒体检

测中使用两种网络分别代表两种不一样的传播，最
终以融合的方式得出分类表示；文献［３］在情感分析

任务中使用两种不同输入图卷积网络，以差分正则

化等方式的融合也取得了不错的效果．因此，多网络

融合也是一个值得考虑的点．将多网络通道与两种

传播方式相结合得出基于语义特征的决策与基于结

构特征的决策，经过融合即为本文基于注意力的双

通道模型．

２　 模型概述

本文的 ＴＣＣＭ 模型框架主要包含词嵌入、双向

长短期记忆 （Ｂｉ⁃Ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ，
ＢｉＬＳＴＭ） 层、语义关联层、双通道网络模块、融合层、
分类层，其中每个通道网络中又包含图卷积层、交互

注意力层、平均池化层．具体结构如图 １ 所示．
２􀆰 １　 词嵌入与扩展的依存表示

本文使用文献［１２］的方法对初始语料进行词嵌

入．指定一句话由 ｋ 个单词组成，可以表示为｛ｗ１，
ｗ２，…，ｗｎ

ｘ，…，ｗｎ＋Ｌ
ｘ ，…，ｗｋ－１，ｗｋ｝ ． 其中｛ｗｎ

ｘ，…，ｗｎ＋Ｌ
ｘ ｝

表示含有 Ｌ个方面词．句中的｛ｗ１，ｗ２，…，ｗｋ－１，ｗｋ｝ 表

示基于方面词的上下文单词．对初始语料进行映射

后得到词嵌入矩阵，其形式为 Ａ ∈ ＲＨ×ｄｈ，其中 Ｈ 代

表词汇表大小，ｄｈ 代表词嵌入的维度．
利用自然语言处理工具包将初始语料处理生成

句法依存树，以此构建句法依存树的邻接矩阵 Ｗ 作

为句法结构． 在依存表示中的节点添加自循环如

Ｗａａ ＝１．若节点之间存在依存关系则Ｗａｂ ＝ １，若节点

之间不存在依存关系则 Ｗａｂ ＝ ０．为了获得全面句法

信息从而构建扩展的依存表示 Ｑａｂ ． 其中与原始句法

结构不同的点在于使用的初始矩阵为全 １ 矩阵，而
非全 ０ 矩阵．本文认为句子中所有单词之间本存在

相应联系，单从置 ０ 与置 １ 的角度出发会割舍一些

３４
学报（自然科学版），２０２３，１５（１）：４２⁃５０
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图 １　 ＴＣＣＭ 模型结构

Ｆｉｇ􀆰 １　 ＴＣＣＭ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

句法信息．在全 １ 的初始矩阵上进一步更新节点关

系，可以使得每个词之间存在关联的同时也能很好

获取相应的节点关系，从而结构方面包含更全面的

句法信息．将依存信息进行扩展是为与语义关联信

息结合，兼顾句法信息全面性与语义信息关联性才

是本文的目的．

２􀆰 ２　 ＢｉＬＳＴＭ
本文使用 ＢｉＬＳＴＭ 进行编码．传统的 ＬＳＴＭ 仅能

单向处理信息，而 ＢｉＬＳＴＭ 可从正反两个方向对词向

量进行处理，将正向 ＬＳＴＭ 与反向 ＬＳＴＭ 的输出合并

得到含有上下文信息的隐层表示．ＬＳＴＭ 的计算公式

如下：
ｄｔ ＝ σ（Ｗｄ·［ｈｔ －１，ｖｔ］ ＋ ｂｄ）， （１）
ｅｔ ＝ σ（Ｗｅ·［ｈｔ －１，ｖｔ］ ＋ ｂｅ）， （２）
ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｖｔ］ ＋ ｂｏ）， （３）
􀭴ｃ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｖｔ］ ＋ ｂｃ）， （４）
ｃｔ ＝ ｄｔ∗ｃｔ －１ ＋ ｅｔ∗􀭴ｃ， （５）
ｈｔ ＝ ｏｔ∗ｔａｎｈ（ｃｔ）， （６）

式中： ｄｔ，ｅｔ，ｏｔ 分别代表遗忘门、 输入门、 输出门；
Ｗｄ，Ｗｅ，Ｗｏ，Ｗｃ 表示权重矩阵；ｂｄ，ｂｅ，ｂｏ，ｂｃ 为偏置

值；σ，ｔａｎｈ分别表示 ｓｉｇｍｏｉｄ激活函数与双曲正切函

数；ｃｔ －１，ｃｔ 分别表示 ｔ － １，ｔ 时刻记忆细胞状态．本文

使用两层 ＢｉＬＳＴＭ，计算方法如下：

ｈｔ
→ ＝ ＬＳＴＭ→（ｈ２

ｔ －１
→

，ｓｔ）， （７）

ｈｔ
←＝ ＬＳＴＭ← （ｈ２

ｔ －１
←

，ｓｔ）， （８）

ｈｔ ＝ ［ｈｔ
→，ｈｔ

←］， （９）
其中： ｈｔ 表示拼接两层正反向 ＬＳＴＭ 后的输出；ｓｔ 表
示 ｔ 时刻输入．记 ＢｉＬＳＴＭ 对上下文编码后得到的隐

层表示为 ＨＳ，如式（１０） 所示：
ＨＳ ＝ Ｈ１，…，Ｈｎ

ｘ，…，Ｈｎ＋Ｌ
ｘ ，…，Ｈｋ}{ ， （１０）

式中 ＨＳ 为经过 ＢｉＬＳＴＭ 编码后的隐层表示，其中

Ｈｎ
ｘ，…，Ｈｎ＋Ｌ

ｘ{ } 为方面词， Ｈ１，…，Ｈｋ{ } 为基于方面词

的上下文单词．

２􀆰 ３　 语义关联

对于编码后的信息一般没有分配信息间的权

重，无法根据权重判断语义信息间的关联程度，所以

本文使用自注意力机制完成语义信息的关联．自注

意力机制处理后的信息可以看作有边的加权有向

图，可用以表示语义信息的关联性．具体计算方式

如下：
Ｑ１ ＝ ＨＳ·（ＨＳ） Ｔ， （１１）

ｖ１ｔ ＝
ｅｘｐ（Ｑ１）

∑
ｎ

ｉ ＝ １
ｅｘｐ（Ｑ１）

， （１２）

４４
杨春霞，等．基于注意力与双通道网络的方面级情感分析．

ＹＡＮＧ Ｃｈｕｎｘｉａ，ｅｔ ａｌ．Ａｓｐｅｃｔ ｌｅｖｅｌ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｂａｓｅｄ ｏｎ ａｔｔｅｎｔｉｏｎ ａｎｄ ｄｕａｌ ｃｈａｎｎｅｌ ｎｅｔｗｏｒｋ．



μ １ ＝ ∑
ｎ

ｔ ＝ １
ｖ１ｔ ＨＳ， （１３）

其中 Ｑ１ 表示上下文中单词对方面词的相关性，ｖ１ｔ 表
示方面词对上下文的注意力权重，μ １ 表示经过自注

意力后的权重信息表示．

２􀆰 ４　 双通道网络

２􀆰 ４􀆰 １　 图卷积

图卷积网络可以从图的层面完成邻域信息提

取．大多数情感分析任务的研究中自上而下传播考

虑了信息的语义特征，缺少自下而上聚合信息的结

构特征，于是本文使用双通道图卷积网络融合两种

信息传递的方式，分别得到基于语义特征与结构特

征的信息表示．通道 １ 与通道 ２ 中同时包含了图卷积

层、交互注意力层、平均池化层．不同点在于通道 １
中使用如图 ２ 左图所示卷积方式，从父节点向子节

点散布的自上而下的传播方式表示着语义特征的提

取，通道 ２ 中使用如图 ２ 右图所示卷积方式，从子节

点向父节点聚合的自下而上的聚合方式表示着结构

信息的提取，这样双通道可以分别得到基于语义特

征的情感决策与基于结构特征的情感决策，使之可

以在求和平均层中融合两种决策的情感选择．

图 ２　 两种图卷积方式

Ｆｉｇ􀆰 ２　 Ｔｗｏ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎ ｍｅｔｈｏｄｓ

通道 １ 和通道 ２ 的图卷积具体计算方式分别如

式（１４）和式（１５）所示：

μ ｉ
→ ＝ ρ ∑

ｎ

ｊ ＝ １
ＱａｂＷｉμ １ ＋ ｂｉ( ) ， （１４）

μ ｉ
← ＝ ρ ∑

ｎ

ｊ ＝ １
ＱＴ

ａｂＷｉμ １ ＋ ｂｉ( ) ， （１５）

式中 μ １ 为权重信息，Ｗｉ 代表权重矩阵，ｂｉ 代表偏置

值，ρ 代表 ＲｅＬｕ 激活函数，Ｑａｂ 为依存表示，ＱＴ
ａｂ为转

置的依存表示，μ ｉ
→

为基于语义特征的图卷积输出，μ ｉ
←

为基于结构特征的图卷积输出．
２􀆰 ４􀆰 ２　 交互注意力

双通道图卷积网络中为了避免图卷积后产生的

信息缺失，本文使用交互注意力机制进行互补．使用

图卷积的输出与语义信息进行交互注意力，可以缓

解经过图卷积神经网络后产生的梯度消失问题，起
到类似于残差网络的作用．具体计算方法如下：

Ｑ２ ＝ Ｈｓ·（μ ｉ
→） Ｔ， （１６）

Ｑ３ ＝ Ｈｓ·（μ ｉ
←） Ｔ， （１７）

ｖ２ｔ ＝
ｅｘｐ（Ｑ２）

∑
ｎ

ｉ ＝ １
ｅｘｐ（Ｑ２）

， （１８）

ｖ３ｔ ＝
ｅｘｐ（Ｑ３）

∑
ｎ

ｉ ＝ １
ｅｘｐ（Ｑ３）

， （１９）

μ ２ ＝ ∑
ｎ

ｔ ＝ １
ｖ２ｔ μ １， （２０）

μ ３ ＝ ∑
ｎ

ｔ ＝ １
ｖ３ｔ μ １， （２１）

其中： Ｑ２，Ｑ３ 分别表示通道１与通道２中图卷积与经

过自注意力后信息表示的相关性；ｖ２ｔ ，ｖ３ｔ 分别表示结

合了隐层输出的双通道图卷积的注意力权重；μ ２，μ ３

分别表示通道 １ 与通道 ２ 中图卷积经过交互注意力

后的信息表示．
２􀆰 ４􀆰 ３　 平均池化

双通道分别在经过图卷积与注意力的处理后方

面词中包含了上下文信息的句法特征与语义关联信

息，于是本文采取置 ０ 的方法，分别选取 μ ２，μ ３ 中的

方面词作为输入，将非方面词置为 ０，方面词即为原

有表示．具体方法如下：
μ ２ ＝ ０，μ ３ ＝ ０，１ ≤ ｉ ＜ ｎ，ｎ ＋ ｌ ＜ ｔ ≤ ｎ， （２２）

其中： μ ２ ＝ ０，μ ３ ＝ ０为被置为 ０的非方面词；ｎ与 ｎ ＋
１ 为方面词的索引．接着将 μ ２，μ ３ 中的方面词分别平

均池化，用以提取方面词表示中的特征，具体方法

如下：
μ ｓ

２ ＝ ｆ（｛μＨｎ，μＨｎ＋１，…，μＨｎ＋Ｌ｝）， （２３）
μ ｓ

３ ＝ ｆ（｛μＨｎ，μＨｎ＋１，…，μＨｎ＋Ｌ｝）， （２４）
其中： ｆ（·） 表示将方面词经过平均池化函数；｛μＨｎ，
μＨｎ＋１，…，μＨｎ＋Ｌ｝ 为只含有方面词的表示；μ ｓ

２，μ ｓ
３分别

表示带有通道 １ 中语义特征信息的方面词表示与带

有通道 ２ 中结构特征信息的方面词表示．

２􀆰 ５　 融合层

将双通道中带有各自特征信息的方面词表示进

行求和平均，得到同时包含语义特征信息与结构特

征信息的决策：
μ ｓ ＝ （μ ｓ

２ ＋ μ ｓ
３） ／ ２， （２５）

式中 μ ｓ 为融合两种决策的最终表示．

５４
学报（自然科学版），２０２３，１５（１）：４２⁃５０

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（１）：４２⁃５０



２􀆰 ６　 分类层

将融合两种决策的方面词表示 μ ｓ 送入 Ｓｏｆｔｍａｘ
函数中，得到用以情感分类的概率，通过损失函数

（Ｌ） 不断优化模型参数：

Ｌ ＝ － ∑
Ｃ

ｉ
∑

Ｚ

ｊ
ｙ ｊ
ｉ ｌｏｇｙ″， （２６）

式中 ｉ 为数据样本的索引，ｊ 为情感类别索引，Ｃ 为样

本总数，Ｚ 为情感类别数，ｙ ｊ
ｉ为情感极性，ｙ″ 为预测的

情感极性．

３　 实验

３􀆰 １　 实验环境

本文的实验平台如表 １ 所示．

表 １　 实验平台

Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐｌａｔｆｏｒｍ

系统 Ｗｉｎｄｏｗｓ １０

ＣＰＵ Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ７－９７５０Ｈ

显卡 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ １６６０ Ｔｉ ｗｉｔｈ Ｍａｘ－Ｑ Ｄｅｓｉｇｎ

存储 ８􀆰 ０ ＧＢ

语言 Ｐｙｔｈｏｎ ３􀆰 ８

平台 Ｐｙｔｏｒｃｈ １􀆰 ６􀆰 ０

工具 Ｐｙｃｈａｒｍ ２０２０

３􀆰 ２　 数据集

本文选取了 Ｌａｐｔｏｐ、Ｒｅｓｔａｕｒａｎｔ 与 Ｔｗｉｔｔｅｒ 评论三

个公开的数据集．Ｌａｐｔｏｐ、Ｒｅｓｔａｕｒａｎｔ 选自国际语义评

测大会 ＳｅｍＥｖａｌ⁃２０１４ Ｔａｓｋ（ｈｔｔｐｓ：∥ａｃｌａｎｔｈｏｌｏｇｙ．ｏｒｇ ／
Ｓ１４⁃２００４ ／ ）中的任务 ４．Ｔｗｉｔｔｅｒ 选自 ＡＣＬ⁃２０１４（ｈｔｔｐｓ：
∥ａｃｌａｎｔｈｏｌｏｇｙ． ｏｒｇ ／ Ｐ１４⁃２００９ ／ ） ．三个数据集中包含

消极、中性和积极三种不同情感极性，具体数据分布

个数如表 ２ 所示．

表 ２　 数据集数据分布情况

Ｔａｂｌｅ ２　 Ｄａｔａ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｒｅｅ ｄａｔａ ｓｅｔｓ

情感极性 Ｌａｐｔｏｐ Ｒｅｓｔａｕｒａｎｔ Ｔｗｉｔｔｅｒ

积极 ９７６ ２ １６４ １ ５６１

训练集 中性 ４５５ ６３７ ３ １２７

消极 ８５１ ８０７ １ ５６０

积极 ３３７ ７２７ １７３

测试集 中性 １６７ １９６ ３４６

消极 １２８ １９６ １７３

３􀆰 ３　 实验参数与评价指标

３􀆰 ３􀆰 １　 参数设置

本文使用 ３００ 维的词向量进行初始化，使用两

层 ＢｉＬＳＴＭ、一层 ＧＣＮ，在 Ｌａｐｔｏｐ 与 Ｒｅｓｔａｕｒａｎｔ 数据

集上使用 Ａｄａｍ 优化器进行优化，在 Ｔｗｉｔｔｅｒ 数据集

上采用 Ａｄａｍａｘ 优化器进行优化．为了防止过拟合采

用了 ｄｒｏｐｏｕｔ．具体参数设置如表 ３ 所示．

表 ３　 参数设置

Ｔａｂｌｅ ３　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

参数设置 值

Ｅｍｂｅｄｉｎｇ＿ｄｉｍ ３００

Ｂａｔｃｈ ｓｉｚｅ ３２

Ｌｅａｒｎｉｎｇ ｒａｔｅ ０􀆰 ０１

Ｎｕｍ＿ｅｐｏｃｈ ３０

ｉｎｐｕｔ＿ｄｒｏｐｏｕｔ ０􀆰 ７

ｇｃｎ＿ｄｒｏｐｏｕｔ ０􀆰 ７

ｇｃｎ＿ｈｉｄｄｅｎ＿ｄｉｍ ２００

ｒｎｎ＿ｈｉｄｄｅｎ １００

３􀆰 ３􀆰 ２　 评价指标

本文采用准确率（Ａｃｃｕｒａｃｙ，Ａ）和 ＭａｃｒｏＦ１ 值为

评价指标，具体公式如下：

Ｐ＝ ＴＰ
ＴＰ＋ＦＰ

， （２７）

Ｒ＝ ＴＰ
ＴＰ＋ＦＮ

， （２８）

ＭａｃｒｏＰ ＝ １
ｎ∑

ｎ

ｉ ＝ １
Ｐ ｉ， （２９）

ＭａｃｒｏＲ ＝ １
ｎ∑

ｎ

ｉ ＝ １
Ｒ ｉ， （３０）

ＭａｃｒｏＦ１＝ ２×ＭａｃｒｏＰ×ＭａｃｒｏＲ
ＭａｃｒｏＰ＋ＭａｃｒｏＲ

， （３１）

Ａ ＝ Ｔ
Ｎ
， （３２）

其中 Ｐ 表示精确率，Ｒ 表示召回率，ｎ 表示类别数，
ＴＰ 表示正样本预测为正，ＦＰ 表示正样本预测为负，
ＦＮ 表示负样本预测为负，ＴＮ 表示负样本预测为正，
ＭａｃｒｏＦ１（简称 Ｆ１）表示各个类别 Ｆ１ 的平均值，Ｔ 为

正样本数，Ｎ 为总样本数．

３􀆰 ４　 对比实验

本文选用以下模型作为对比，且在相同实验环

境下运行，结果具体如表 ４ 所示．
１）ＩＡＮ［１３］：同时建模方面词与上下文信息，可以

使得方面词与上下文信息用注意力交互融合．
２）ＡＯＡ［１４］：使用长短期记忆神经网络同时对方

面词和文本建模，以此关注句中重要内容．

６４
杨春霞，等．基于注意力与双通道网络的方面级情感分析．

ＹＡＮＧ Ｃｈｕｎｘｉａ，ｅｔ ａｌ．Ａｓｐｅｃｔ ｌｅｖｅｌ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｂａｓｅｄ ｏｎ ａｔｔｅｎｔｉｏｎ ａｎｄ ｄｕａｌ ｃｈａｎｎｅｌ ｎｅｔｗｏｒｋ．



３）ＡＥＮ⁃Ｇｌｏｖｅ［１５］：使用含有注意力机制的编码

器对目标和上下文信息建模，可以挖掘出词嵌入中

的交互式语义信息．
４）Ｒ⁃ＧＡＴ（Ｓｔａｎｆｏｒｄ） ［５］：通过修剪依存树，重塑

了一个以方面为基础的依存树，使用关系图注意力

编码树结构．
５）ＡＳＧＣＮ［１６］：使用图卷积网络处理依存关系，

利用句间句法依存结构来解决长期依存问题．
６）Ｒｅｐｗａｌｋ［１７］：提出一种新型神经网络，使用多

路径语法图，并在图上进行随机游走策略．
７）ＣＤＴ［１８］：提出卷积依赖模型，识别句中特定

方面的词语情感，将依存树与图卷积融合进行表征

学习．
本文选取的对比模型可以分为含有注意力机制

与图神经网络两类，其中 ＩＡＮ、ＡＯＡ、ＡＥＮ⁃Ｇｌｏｖｅ 主要

利用注意力机制完成分类任务， Ｒ⁃ＧＡＴ、ＡＳＧＣＮ、
Ｒｅｐｗａｌｋ、ＣＤＴ 均使用依存树获取语法信息并利用图

神经网络完成分类任务，但是这些模型中仅包含单

一通道．所有模型均不使用预训练语言模型．

３􀆰 ５　 对比实验分析

由表 ４ 可知，使用注意力机制或图神经网络的

模型都有着不错的效果，但本文同时结合注意力与

双通道网络的 ＴＣＣＭ 模型效果更好．相比于使用单

通道的模型，双通道网络通过两种不同的信息传递

方式更好地获取到侧重于语义特征或结构特征两种

信息，对情感分析任务的提升有着一定的帮助．相比

于使用注意力的模型，使用自注意力可以获取语义

信息的关联性并与扩展的句法结构搭配作为图卷积

的输入，兼顾了两种信息的 ＴＣＣＭ 模型自然可以取

得更好的分类效果．

表 ４　 不同模型的实验结果

Ｔａｂｌｅ ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ％

模型
Ｌａｐｔｏｐ Ｒｅｓｔａｕｒａｎｔ Ｔｗｉｔｔｅｒ

Ａ Ｆ１ Ａ Ｆ１ Ａ Ｆ１

ＩＡＮ ７２􀆰 ０５ ６７􀆰 ３８ ７９􀆰 ２６ ７０􀆰 ０９ ７２􀆰 ５０ ７０􀆰 ８１

ＡＯＡ ７２􀆰 ８８ ６７􀆰 ４８ ８０􀆰 ５３ ６９􀆰 ８４ ７２􀆰 ２５ ６９􀆰 ９６

ＡＥＮ⁃Ｇｌｏｖｅ ７３􀆰 ５１ ６９􀆰 ０４ ８０􀆰 ９８ ７２􀆰 １４ ７２􀆰 ８３ ６９􀆰 ８１

Ｒ⁃ＧＡＴ ７３􀆰 ５５ ６９􀆰 ３２ ７９􀆰 ５５ ７０􀆰 ００ ７１􀆰 ６５ ６９􀆰 ８０

ＡＳＧＣＮ ７６􀆰 ０１ ７１􀆰 ４４ ８１􀆰 １６ ７２􀆰 １４ ７２􀆰 ３９ ７０􀆰 ８０

Ｒｅｐｗａｌｋ ７６􀆰 ８０ ７３􀆰 ５９ ８２􀆰 ３２ ７３􀆰 ８７ ７３􀆰 ８４ ７２􀆰 ３２

ＣＤＴ ７６􀆰 ５６ ７２􀆰 ３４ ８１􀆰 ４６ ７３􀆰 ５９ ７４􀆰 ３７ ７２􀆰 ７９

ＴＣＣＭ ７７􀆰 ６５ ７３􀆰 ８１ ８２􀆰 ６４ ７４􀆰 ９２ ７５􀆰 ８７ ７３􀆰 ４９

３􀆰 ６　 模型分析实验

３􀆰 ６􀆰 １　 扩展依存表示的有效性

为了说明扩展依存表示的有效性，本文建立了

ＷＥＤＲ（Ｗｉｔｈｏｕｔ Ｅｘｔｅｎｄｅｄ Ｄｅｐｅｎｄｅｎｃｙ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ）
模型代表消融扩展依存表示的模型，并在三个数据

集上进行了对比实验，实验结果如表 ５ 所示，实验中

保留了注意力与双通道图卷积网络．

表 ５　 扩展依存表示的有效性

Ｔａｂｌｅ ５　 Ｖａｌｉｄｉｔｙ ｏｆ ｅｘｔｅｎｄｅｄ ｄｅｐｅｎｄｅｎｃｙ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ
％

模型
Ｌａｐｔｏｐ Ｒｅｓｔａｕｒａｎｔ Ｔｗｉｔｔｅｒ

Ａ Ｆ１ Ａ Ｆ１ Ａ Ｆ１

ＷＥＤＲ ７３􀆰 ２２ ６８􀆰 １１ ８０􀆰 ４９ ６８􀆰 ９９ ７３􀆰 ８０ ７２􀆰 ０３

ＴＣＣＭ ７７􀆰 ６５ ７３􀆰 ８１ ８２􀆰 ６４ ７４􀆰 ９２ ７５􀆰 ８７ ７３􀆰 ４９

从表 ５ 可以看出 ＷＥＤＲ 和 ＴＣＣＭ 准确率和 Ｆ１
值相差较多，主要原因是本文模型将扩展依存表示

与注意力相结合，以兼顾全面句法信息与语义信息

间的关联性为目的，而消融了依存表示后的 ＷＥＤＲ
模型在无法包含更全面句法信息的前提下使用自注

意力会导致信息的丢失以及梯度的弥散．实验结果

表明本文模型可以包含更全面的句法信息，并与注

意力机制的结合能够更好地完成任务．
３􀆰 ６􀆰 ２　 双通道网络的有效性

为了证明使用双通道网络的有效性，本文构建

了 ＳＦＣＮ（Ｓｅｍａｎｔｉｃ Ｆｅａｔｕｒｅ Ｃｈａｎｎｅｌ Ｎｅｔｗｏｒｋ）模型代

表语义特征通道网络，即只考虑语义特征的信息决

策，ＳＣＣＮ（Ｓｔｒｕｃｔｕｒａｌ Ｆｅａｔｕｒｅ Ｃｈａｎｎｅｌ Ｎｅｔｗｏｒｋ）模型代

表结构特征通道网络，即只考虑结构特征的信息决

策，两种模型都保留了扩展的依存表示与注意力

机制．
由表 ６ 可知，无论是消融了结构特征的 ＳＦＣＮ 模

型还是消融了语义特征的 ＳＣＣＮ 模型效果都略低于

双通道的 ＴＣＣＭ 模型，说明双通道图卷积网络可以

通过语义特征以及结构特征两个方面更好地进行信

息获取．因为父节点向子节点散布的传播偏向于语

表 ６　 单通道消融

Ｔａｂｌｅ ６　 Ｓｉｎｇｌｅ ｃｈａｎｎｅｌ ａｂｌａｔｉｏｎ ％

模型
Ｌａｐｔｏｐ Ｒｅｓｔａｕｒａｎｔ Ｔｗｉｔｔｅｒ

Ａ Ｆ１ Ａ Ｆ１ Ａ Ｆ１

ＳＦＣＮ ７５􀆰 ８３ ７１􀆰 ３４ ８１􀆰 ６５ ７２􀆰 ２７ ７４􀆰 ５１ ７３􀆰 ０８

ＳＣＣＮ ７６􀆰 １９ ７２􀆰 ５５ ８１􀆰 ７４ ７２􀆰 ５３ ７４􀆰 ０９ ７１􀆰 ８３

ＴＣＣＭ ７７􀆰 ６５ ７３􀆰 ８１ ８２􀆰 ６４ ７４􀆰 ９２ ７５􀆰 ８７ ７３􀆰 ４９

７４
学报（自然科学版），２０２３，１５（１）：４２⁃５０

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（１）：４２⁃５０



义特征的提取，子节点向父节点聚合的方式偏向于

结构信息的提取，通过两个角度的决策融合可以更

好地完成情感分类任务，证明了本文融合双通道网

络决策的可行性，双通道的融合可以使得分类结果

有着一定提升．
３􀆰 ６􀆰 ３　 注意力的有效性

为了验证注意力机制的有效性，建立了 ＮＡＭ
（Ｎｏ Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ）、ＮＳＡＭ（Ｎｏ Ｓｅｌｆ Ａｔｔｅｎｔｉｏｎ
Ｍｅｃｈａｎｉｓｍ）、ＮＩＡＭ （Ｎｏ Ｉｎｔｅｒａｃｔｉｖｅ Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａ⁃
ｎｉｓｍ）模型分别代表消融注意力、消融自注意力、消
融交互注意力的模型．注意力消融如表 ７ 所示．实验

结果表明注意力的存在是有一定效果的，两种注意

力机制的结合可以很好完成语义信息的关联，以及

弥补信息的丢失．其次在实验中分别对自注意力与

交互注意力进行消融，以准确率为指标研究单个注

意力在三个数据集上对于模型的影响，结果如图 ３
所示．实验结果表明结合两种注意力的 ＴＣＣＭ 模型

的准确率高于只保留交互注意力的 ＮＳＡＭ 模型和只

保留了自注意力的 ＮＩＡＭ 模型．所以自注意力和交互

注意力均有存在的必要性．自注意力可以更好选择

关注对情感分类任务重要的信息，获取语义信息间

的关联性；经过图卷积处理的数据存在一定程度的

信息丢失，而交互注意力在双通道网络中起到残差

互补的作用，将图卷积的输出与权重信息进行二次

交互，用以解决经过图卷积层后造成的信息缺失．
综上所述，采用单一注意力机制的模型效果低

于同时结合两种注意力的模型，从而证明本文中使

用了两种注意力机制的 ＴＣＣＭ 模型比单一注意力模

型更优越．

表 ７　 注意力的有效性

Ｔａｂｌｅ ７　 Ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｏｆ ａｔｔｅｎｔｉｏｎ ％

模型
Ｌａｐｔｏｐ Ｒｅｓｔａｕｒａｎｔ Ｔｗｉｔｔｅｒ

Ａ Ｆ１ Ａ Ｆ１ Ａ Ｆ１

ＮＡＭ ７６􀆰 ０９ ７２􀆰 ５８ ８１􀆰 ６５ ７２􀆰 ０８ ７４􀆰 ０９ ７２􀆰 ２７

ＴＣＣＭ ７７􀆰 ６５ ７３􀆰 ８１ ８２􀆰 ６４ ７４􀆰 ９２ ７５􀆰 ８７ ７３􀆰 ４９

４　 结束语

为了解决兼顾句法信息全面性与语义信息关联

性的问题，同时为了将两种信息传递方式融合至情

感分析任务中，本文提出了 ＴＣＣＭ 模型，使之可以在

考虑全面句法结构信息时得到语义信息的关联程

度．其中扩展的依存表示包含更全面的句法信息，自

图 ３　 注意力机制消融

Ｆｉｇ􀆰 ３　 Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ａｂｌａｔｉｏｎ

注意力可以获取语义关联性，双通道图卷积网络通

过两个通道实现两种不同的信息决策，通道中的交

互注意力避免经过图卷积层后产生信息缺失问题．
最后融合双通道的决策并用 Ｓｏｆｔｍａｘ 完成情感分类．
通过三个公开数据集上的实验结果，证明该模型的

有效性和可行性．此外，对于每部分的消融实验也能

证明各个模块安排的合理性．下一步的工作可以考

虑如何将语义分析与句法结构分析分开进行，从而

实现更精准的语义与句法交互，也可以考虑在任务

中使用预训练语言模型以提高分类效果．

数据申明

本文使用 Ｇｌｏｖｅ 词向量模型对初试语料进行词

嵌入，可在 ＤＯＩ：１０􀆰 ３１１５ ／ ｖ１ ／ Ｄ１４⁃１１６２，ＵＲＬ：ｈｔｔｐｓ：
∥ａｃｌａｎｔｈｏｌｏｇｙ． ｏｒｇ ／ Ｄ１４⁃１１６２ 进行查阅． Ｌａｐｔｏｐ、Ｒｅｓ⁃
ｔａｕｒａｎｔ 数据集选自国际语义评测大会 ＳｅｍＥｖａｌ⁃２０１４
Ｔａｓｋ 中的任务 ４，可在 ＤＯＩ：１０􀆰 ３１１５ ／ ｖ１ ／ Ｓ１４⁃２００４，
ＵＲＬ：ｈｔｔｐｓ：∥ ａｃｌａｎｔｈｏｌｏｇｙ． ｏｒｇ ／ Ｓ１４⁃２００４ 进行查阅．
Ｔｗｉｔｔｅｒ 数据集选自 ＡＣＬ⁃２０１４，可在 ＤＯＩ：１０􀆰 ３１１５ ／
ｖ１ ／ Ｐ１４⁃２００９， ＵＲＬ： ｈｔｔｐｓ： ∥ ａｃｌａｎｔｈｏｌｏｇｙ． ｏｒｇ ／ Ｐ１４⁃
２００９ 进行查阅．其余实验数据均在本文实验环境下

运行得出．
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