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基于OS-ELM和Bootstrap方法的超短期风电功率预测
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摘要:提出了一种基于在线序贯极限学习机(OS-ELM)的超短期风电功率预测方法。利用 OS-
ELM学习速度快、泛化能力强的优点,将批处理和逐次迭代相结合,不断更新训练数据和网络结

构,实现了对数值天气预报风速的快速实时修正和风电机组输出功率的快速预测。随后,采用计算

机自助(Bootstrap)法构造伪样本,给出了预测功率的置信区间评估。实例和研究结果表明,该预

测方法与反向传播(BP)网络、支持向量机(SVM)方法相比,在计算时间上更能满足在线应用需求,
而且预测精度相当,有较好的应用前景。
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0 引言

随着风电装机容量的迅猛增长,由于风电的高

度波动性和随机性,大规模风电并网已成为制约中

国风电发展的最大瓶颈。对风电场输出功率进行

“小时”“分钟”级超短期预测可以为实时调整电网调

度计划、安排备用容量提供依据,有利于提高系统的

安全稳定和经济运行[1]。新出台的《风电功率预测

系统功能规范》[2]对预测时间提出了明确要求:超短

期预测应能预测未来0~4h的风电输出功率,时间

分辨率不小于15min,并且每15min自动执行一

次。因此,大规模风电的逐步接入必然对风电预测

算法的鲁棒性和速度提出了更高要求。
目前,风电功率超短期/短期预测的方法大致分

为物理分析法、统计分析法以及两者结合方法[3]。
物理分析法是一种基于风变化物理过程、综合考虑

风电场地理信息及风电机组特性等信息进行分析、
建模和预测的方法,该方法无需历史数据,但对模型

精度要求较高[4]。统计分析法是一种基于历史数据

信息关联分析的趋势分析方法,该方法对历史数据

要求较高。其中常用的历史数据包括数值天气预报

(NWP)数据、实测风电输出等,常见的关联分析方

法包括时间序列法、卡尔曼滤波法、神经网络法、小
波分析法、支持向量机(SVM)以及结合几种方法的

组合预测方法等[5-9]。
传统的人工神经元网络(ANN)学习算法,如反

向传播(BP)网络和SVM 方法等,虽然具有较强的

非线性辨识能力,但也存在泛化能力不强、学习速度

慢、易陷入局部最优等缺陷。文献[10]提出一种新

型单 隐 层 前 馈 神 经 网 络 算 法,称 为 极 限 学 习 机

(extremelearningmachine,ELM),其具有学习速

度快、泛化性能优良等特点,已被应用于研究许多工

程问题求解中。在电力工程领域,ELM及其扩展算

法在实时电价预测[11]、电力系统暂态稳定在线评

估[12]等方面都取得了不错的效果。在ELM 基础

上,文献[13]提出了一种在线序贯 ELM(online
sequential-ELM,OS-ELM)算法,其特点是历史数

据分批进行训练并且支持可变化的样本数,每一轮

训练过程中训练算法仅输入当前批次数据并更新网

络权值,无需重复扫描历史数据,泛化能力更强。考

虑到实际风电预测系统中不可避免会出现数据错误

或缺失的情况,因此OS-ELM算法鲁棒性能更能满

足实际应用的需要。
另一方面,随着含有风电场的电力系统运行风

险评估与风险决策问题的研究日益增多,对预测误

差的评估和分析相比于单点预测能提供更为充分的

决策信息[14-15]。对风电预测误差进行评估可以帮助

调度部门更好地掌握风电的不确定性,从而在不同

风险水平下制定灵活的调度策略[16-17]。
本文提出一种基于 OS-ELM 算法的双神经元

网络风电预测方法,第1个神经元网络用于对NWP
风速进行修正,第2个神经元网络用于风电功率预

测,在训练过程中将批处理和逐次迭代相结合。为

了评估预测误差,本文结合OS-ELM和计算机自助

(Bootstrap)法构造伪样本计算置信区间。通过对

江苏启东某大型风电场的输出功率的超短期预测仿

真验证了预测方法的有效性。
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1 OS-ELM算法

ELM属于单隐层前馈神经网络(SLFN),对于

N 个不同的训练样本{xj,yj},有矩阵形式:
Hβ=R (1)

式中:H 为神经网络的隐含层输出矩阵;β为输出权

值矩阵;R 为网络的输出矩阵(详见附录A)。
ELM是针对SLFN的新算法,该算法随机产

生输入层和隐含层的连接权值及隐含层神经元的阀

值,且在训练过程中无须调整,只需要设置隐含层神

经元的个数,便可以获得唯一的最优解。文献[10]
已经证明全局最优输出权值可写为:

β̂=H*R (2)
式中:H*=(HTH)-1HT 为隐含层输出矩阵 H 的

Moore-Penrose广义逆。
为了更好地适应在线应用需要,增加算法对数

据的容错能力,进一步引入OS-ELM。OS-ELM 主

要包括如下2个步骤。
1)初始化阶段:输入训练样本,设定网络参数,

求得初始隐含层输出矩阵H0 和输出权值向量β0。
2)在线序贯学习阶段:在初始网络基础上,根据

最新批次的样本数据序贯更新参数H 和β,直到所

有数据学习完毕。
OS-ELM的详细模型、相关概念和算法步骤在

附录A中详细介绍。

2 基于OS-ELM的预测模型

2.1 数据预处理

本文所针对的风电场可提供的历史数据分为

2类:①由数据采集与监控(SCADA)系统获取的实

测输 出 功 率 和 测 风 塔 风 速;②由 当 地 气 象 部 门

NWP系统提供的数据,包括风速、风向、温度、气压

和湿度。所有数据的时间分辨率均为10min,即一

天拥有144个数据样本,预测的时间分辨率与此一

致。考虑式(3)向量作为OS-ELM网络输入:
x=[v vsin vcos ρ]T (3)

ρ=1.276
P-0.378

h
100Pb

1+0.00366TC

1000

(4)

式中:v,vsin/vcos分别表示风速和风向的正/余弦值;

ρ为空气密度;TC 为摄氏温度;P 为大气压;h为空

气相对湿度;Pb 为该温度下的饱和水蒸气压。所有

输入数据都需归一化到[0,1]区间内。
2.2 NWP风速修正

从风 电 场 的 历 史 数 据 来 看,NWP 风 速 与

SCADA系统实测风速整体趋势保持一致,但每一

个时刻点都存在不同程度的误差且有一定规律,类
似正态分布(如图1所示)。
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图1 NWP风速单点绝对误差
Fig.1 Single-pointabsoluteerrorofNWPwindspeed

根据常见风电机组功率输出特性曲线,在中风

速段(切入风速至额定风速),较小的风速变化会引

起明显的输出功率变化,因此本文尝试对 NWP风

速预报数据进行一定程度的修正。此处采取如图2
网络A所示的OS-ELM 结构来模拟修正风速和风

速的非线性关系,以 NWP风速vnwp和前一时刻的

实测SCADA风速vt-1作为网络的输入,相应时间

段SCADA实测风速数据为输出来训练网络。
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图2 考虑风速修正的双OS-ELM结构
Fig.2 DoubleOS-ELMstructureconsidering

wind-speedcorrection

2.3 风功率预测模型

预测模型网络结构如图2网络B所示,该时刻

的修正风速、风向正弦、风向余弦、空气密度为网络

输入,SCADA实测输出功率为输出。NWP风速修

正和风电功率预测2个 OS-ELM 结构可以组成一

个双OS-ELM网络结构,如图2所示。
针对本文的实际情况,OS-ELM 数据结构可由

图3形象地表示。
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图3 OS-ELM数据结构说明
Fig.3 ExplanationofOS-ELMdatastructure

图3中,[X1,X2,…,Xt]表示NWP等网络输
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入向量,[Y
~
1,Y

~
2,…,Y

~
t]表示输出功率预测向量,

[Y1,Y2,…,Yt]表示从SCADA系统获取的实测输

出功率向量。每一批次样本数据的数量可以不同,
可以反映不同的时间尺度。

图4给出了风电输出功率预测时序图,图中预

测时间为第2日00:00—03:50共24个点,预测启

动时刻为前一日23:50。在启动时刻从系统获取第

T-1批次数据的实测SCADA风速、功率以及第

T 批次 的 NWP预 测 数 据。第1个 网 络 根 据 第

T-1批次 的 实 测 SCADA 风 速 和 第 T 批 次 的

NWP风速可以得到第T 批次的修正风速,并成为

第2个网络的输入。第2个网络通过第T-1批次

的输入和实测功率作为最新的训练样本以更新网

络,以第T 批次的修正风速和NWP数据为输入计

算第T 批次的输出功率。

00:00 04:00���23:50

M"�K�24�%

	���
�K03:50

T� 0

0T�1� 

图4 预测时序图
Fig.4 Sequencediagramofprediction

在实际的超短期风电功率预测应用中,尽管双

OS-ELM的结构相对复杂,但考虑到OS-ELM快速

学习的特性,这种结构不会消耗大量计算资源,能很

好地适应大规模数据分析的需要。另外,风速修正

网络可独立于功率预测网络,风速修正可通过离线

修正和在线应用的方式实施。
风电功率点预测的效果通常采用均方根百分比

误差来衡量:

 eRMSE=
1
Prated

1
n∑

n

i=1

(yi-y~i)2 ×100% (5)

式中:Prated为风电场的额定容量;yi 为第i个实测

数据;y~i 为第i个预测数据;n为预测数据个数。
2.4 基于Bootstrap法的多ELM误差评估网络

Bootstrap法是由美国Stanford大学统计学家

Efron提出的利用计算机产生自助样本进行样本分

布特性统计推断的方法,可应用于对未知分布(非参

数)统计评估。Bootstrap法对样本差异的良好适应

性使其近年来应用于电价预测[11]、配电设备可靠性
评估[18]等领域。以下从数据结构、误差评估和评估

效果验证3个方面说明Bootstrap法。
2.4.1 数据结构

训练数据:基于Bootstrap法的多ELM误差评
估网络如图5(a)所示。在NB 个误差评估训练样本
{xj,yj}(j=1,2,…,NB)基础上通过Bootstrap法

产生M 组Bootstrap伪训练样本,并进一步形成

M 个多ELM误差评估网络(产生方法见下文),其
中每个ELM结构类似图5(b),每个网络训练输入

输出为一组{xj,y*
j }(j=1,2,…,NB),最后生成的

ELM网络隐函数记为r*k (x),k=1,2,…,M。
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图5 基于Bootstrap法的多ELM误差评估网络
Fig.5 MultipleBootstrap-ELMsforerrorevaluation

预测数据:应用上述网络进行预测的结构示意

图如图5所示。给定任意测试样本输入x',对于每

个网络分别计算得到M 组预测输出r*k (x')(k=1,
2,…,M)用于Bootstrap置信区间计算。
2.4.2 误差评估

Bootstrap法用于误差评估时有3个核心概念:
①残差样本;②Bootstrap训练样本;③Bootstrap置

信区间。整个误差评估流程主要分为3步:①生成

残差 样 本;②生 成 Bootstrap训 练 样 本;③计 算

Bootstrap置信区间[ZM1
,ZM2

]。
百分位数Bootstrap(percentileBootstrap,PB)

法是计算Bootstrap置信区间的常用方法,它利用

经验分位数估计Bootstrap置信区间,但存在部分

Bootstrap伪估计偏离真实值的情况。本文中,引入

修正偏差后的百分位数Bootstrap(biased-corrected
percentileBootstrap,BCPB)法来克服上述问题[19]。
相关的误差评估算法具体步骤和说明见附录B。

为了评估BCPB方法的效果,在附录C中分别

给出PB,BCPB及常用的正态分布法3种方法的预

测误差评估效果,计算在不同置信水平下同一个批

次(24个预测点)的平均置信区间宽度并加以比较。
从附录D表D1可以看到,BCPB法能得到较小的

置 信 区 间 宽 度,而 正 态 分 布 法 的 效 果 略 逊 于

Bootstrap方法。
2.4.3 评估效果验证

本文方法可以给出每个预测时刻的预测误差区

间,进一步为了总体检验预测误差区间的效果,对于

NC 个测试输入xj'(j=1,2,…,NC),引入绝对覆

盖误差(absolutecoverageerror,ACE)和预测覆盖
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宽度 (predictioncoverage width,PIW)2 个 指

标[11,20]:

 α̂=
f(r(xj'))
NC

 r(xj')∈ [ZM1,j
,ZM2,j

] (6)

eACE= α̂-α (7)

lPIW=
1
NC
∑
NC

j=1
ZM2,j-ZM1,j

(8)

式中:f(·)表示事件发生的 频 率 函 数;α̂ 为 在

NC 次测试中预测值位于Bootstrap置信区间内统

计概率;eACE用于评估Bootstrap置信区间理论值和

计算值间偏差大小,越小说明结果估计越接近实际

误差分布;lPIW给出了一组测试样本的平均置信区

间宽度,宽度越窄表示估计结果的可靠性越高。

3 算例测试和分析

算例风电场是位于江苏省启东市的某近海风电

场,共有67台额定容量为1500kW 的双馈变速风

电机组。该风电场拥有一年以上的风电场输出功率

及相关气象信息连续监测数据,以2009—2010年
(10min分辨率)的历史数据为研究对象。经过多

次模拟测试,研究中OS-ELM初始训练样本选取预

测点前一周历史数据,OS-ELM 的数据更新周期为

4h(数据滚动周期的讨论见附录D),隐层神经元节

点数设为90(测试结果见附录E);多ELM 误差评

估网络训练样本选取预测点前一周历史数据。
3.1 风速修正效果分析

为了验证风速修正的效果,同时考虑风特性的

季节性特征,从2010年4个季节中随机挑选各两组

数据,每组数据包含连续7d共1008个样本,采用

未修正风速标准ELM、修正 NWP风速后的标准

ELM和OS-ELM(激活函数类型均为“sig”)进行对

比,均方根误差(RMSE)对比结果如表1所示。

表1 各方法预测功率数据均方根误差
Table1 CorrectedNWPwindspeedRMSE

季节 组号

RMSE/%
未修正ELM
直接预测

修正NWP
ELM预测

修正NWP
OS-ELM预测

春
1 26.79 15.03 12.47
2 23.83 16.48 15.38

夏
3 11.27 7.80 7.71
4 7.61 5.35 5.08

秋
5 21.44 13.25 11.41
6 12.75 11.68 11.69

冬
7 13.05 12.23 12.18
8 6.01 6.15 6.08

从表1可见:未修正NWP风速直接采用ELM
预测时,第1,2,5组预测误差超过20%,分析发现

上述3组数据对应的风速预测误差较大;而修正后
所有误差均控制在20%以下,可见从总体上来看,
修正NWP风速对预测精度提高起了正面作用。

图6给出了第1组数据前3d的风速和功率预
测情况。可以清楚地看到,NWP风速与实际风速
偏差较大,通过修正过程偏差改善明显。对于第4,
6,8组数据,风速预测值和实际值偏差不大,风速修
正效果不明显。
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图6 第1组风速和功率预测情况
Fig.6 Windspeedandpoweroutput

predictionofthefirstgroup

3.2 算法性能比较
进一步为测试算法性能,在配置I5-3.4GHz

CPU和4GBRAM 的PC平台上对比研究了 OS-
ELM(3种不同核函数)和常用的 BP神经网络、
SVM[21]的预测效果,所有算法均经过风速修正。以
下选取2010年4月(春)、7月(夏)、10月(秋)、1月
(冬)共4个月数据进行算法测试并比较RMSE和
计算耗时两项指标,结果如表2所示。

表2 算法性能对比
Table2 Computingcomparisonofalgorithms

季节 算法 计算时间/s RMSE/%

春

OS-ELM(sig) 1.3181 16.58
OS-ELM(rbf) 2.1234 17.34
OS-ELM(sin) 1.2053 18.03

BP 17.8190 18.51
SVM 53.6920 18.18

夏

OS-ELM(sig) 1.4265 10.47
OS-ELM(rbf) 2.1561 11.86
OS-ELM(sin) 1.3197 12.28

BP 17.9140 12.53
SVM 55.7130 10.76

秋

OS-ELM(sig) 1.3179 14.57
OS-ELM(rbf) 2.1398 15.84
OS-ELM(sin) 1.1087 15.16

BP 17.7120 16.51
SVM 56.2610 16.18

冬

OS-ELM(sig) 1.3218 13.17
OS-ELM(rbf) 2.1892 13.95
OS-ELM(sin) 1.2174 12.83

BP 17.6380 13.68
SVM 54.3750 14.03
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  对比各种算法,在精度相当的情况下OS-ELM
类算法的耗时相比BP和SVM具有明显的优势,在
OS-ELM三种核函数类型中,“sin”耗时最少,而精

度则是“sig”相对较高。4组数据中春季的误差较

高,通过研究发现,对应的实际风速波动较大,相应

的NWP误差较大。
3.3 算法鲁棒性研究

为了测试算法对数据缺失的容错能力,选取

2010年7月最后7d的数据作为初始训练集,8月

和9月共61d数据作为预测测试集(每4h一批,共
计366批)。

为模拟SCADA实测数据的缺失,在每批滚动

数据中随机选取某些点并假设这些点无法获取,具
体方法如下:在每一批24个数据点中,随机选定z
个点,其中15≤z≤24。

图7给出了2个月61d的预测结果,可以看到

预测功率曲线与实际功率曲线具有基本一致的变化

趋势。图8给出了每一批次数据的预测误差和训练

样本数据量。从图8可以看到,当某一批次数据误

差较大时(如第27批次RMSE达到28.50%),经过

随后几次网络更新RMSE逐步下降。这说明本文

方法对数据缺失有一定的适应能力,但数据缺失对

风电预测功率的具体影响仍有待进一步验证。
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图7 2个月预测结果
Fig.7 Predictionresultsoftwomonths
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图8 每批次数据误差和数量
Fig.8 Chunkerrorandnumberofeachbatch

3.4 误差评估结果

选取2010年5月(春)、8月(夏)、11月(秋)、
2月(冬)共4个月的数据进行测试。对应每一时刻

预测值,有相应的预测误差带(区间),为显示方便,
在图9中给出了2个批次(48个预测时刻)在不同

置信水平下的BCPB置信区间带。可以看到,实际

风电输出功率可以较好地包络到置信区间带中。
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图9 BCPB置信区间带
Fig.9 BCPBconfidenceintervalsunderdifferentlevels

表3反映了在不同置信水平下Bootstrap误差

评估的效果,可以看出,α和α̂数值十分接近(eACE趋
近于0),表明Bootstrap置信区间能模拟实际误差

分布情况,能为含有风电场的电力系统风险决策提

供数据支持。

表3 误差区间评估
Table3 Errorintervalevaluationresults

季节 α/% α̂/% eACE/% 季节 α/% α̂/% eACE/%

春

80.00 83.65 3.65
90.00 91.83 1.83
95.00 92.89 2.11

秋

80.00 82.47 2.47
90.00 88.57 1.43
95.00 93.29 1.71

夏

80.00 82.31 2.31
90.00 90.95 0.95
95.00 93.34 1.66

冬

80.00 81.03 1.03
90.00 88.62 1.38
95.00 94.03 0.97

4 结语

本文设计了一种基于 OS-ELM 算法的超短期

风电功率预测方法。利用 OS-ELM 算法学习速度

快、泛化能力强的优点,构建了一种双 OS-ELM 网

络结构。算例验证了本文模型在不降低预测精度的

前提下,相比其他 ANN学习算法有明显的时间优

势,且对数据缺失有较好的适应能力。
同时本文采用Bootstrap法对误差区间进行评

估,经过实例验证,Bootstrap置信区间可以有效模

拟实际误差分布的情况,为考虑风电场出力不确定

性的系统风险决策提供数据支持。

附录见本刊网络版(http://aeps.sgepri.sgcc.
com.cn/aeps/ch/index.aspx)。
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