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基于W-BiLSTM的可再生能源超短期发电功率预测方法
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摘要：针对现有新能源超短期预测方法难以有效挖掘和分析数据的固有波动规律，且当时序过长

时易丢失重要信息等问题，提出了一种基于注意力（Attention）机制的小波分解-双向长短时记忆

网络（W-BiLSTM）超短期风、光发电功率预测方法。首先，利用小波分解提取输入时间序列的时

域信息和频域信息。随后，考虑双向信息流，采用双向长短时记忆网络（BiLSTM）进行预测，引入

注意力机制，通过映射加权和学习参数矩阵赋予 BiLSTM隐含状态不同的权重，有选择性地获取

更多有效信息。最后，通过实际数据进行仿真验证。仿真结果表明，所提模型与现有模型相比，具

有良好的预测性能。
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0 引言

在电网规模不断增长的背景下，能源与环境问

题同日益增长的用电需求之间的矛盾不断凸显，清

洁能源发电的比例逐步提高［1］。合理改善能源结

构，促进新能源消纳，将是电力系统研究的重要方

向。然而，以风力发电、光伏阵列为首的清洁能源发

电具有高随机性与波动性，并且电能难以大规模存

储，同时考虑到源网规划不协调等因素，对电力系统

调峰［2］和调度［3］提出了新的挑战，也在很大程度上

限制了可再生能源的消纳［4］。因此，新能源出力的

精准预测是维护电网运营供需平衡及安全稳定的重

要手段。

现有风光发电功率预测方法主要包括物理建模

方法［5-6］和统计方法［7-9］。其中，物理建模方法主要通

过建立数学模型以研究气象演变过程，并根据光电、

风电转换物理模型等进行预测，其不需要大量的样

本数据，但模型复杂、计算量大、抗干扰能力较差。

统计方法，诸如时间序列模型［10］、回归分析模型［11］

以及卡尔曼滤波模型［12］等，使用历史测量数据间的

统计关系对功率进行预测，可以有效解决预测延迟

的问题，然而其对原始数据的处理和时间序列的稳

定性要求较高，难以反映非线性因素的影响；而诸如

人工神经网络［13］、支持向量机［9］等，可以拟合复杂的

非线性关系，然而现有方法多为浅层神经网络，对输

入数据的深层特征挖掘不够，泛化能力有待提高。

深度学习技术具有受噪声干扰小、能充分挖掘

数据间的关联性等优点，为可再生能源发电功率预

测提供了强大支撑［14］。文献［15］提出了基于多对

多映射网络和堆栈降噪自编码器的多尺度风电功率

预测方法，实现对风力发电复杂的空间相关性和相

互依赖性的挖掘。文献［16］提出了基于传统门控循

环 单 元 神 经 网 络 和 卷 积 神 经 网 络（convolutional
neural network，CNN）相融合的风电功率预测方法，

提高了对变长度时间序列的信息利用和预测能力。

文献［17］提出了基于长短时记忆网络（long-short
term memory network，LSTM）和深度递归神经网

络（recurrent neural network，RNN）模型，对社区微

网的光伏输出进行了预测。文献［18］比较了基于

CNN，LSTM以及 CNN-LSTM混合模型的 3种光

伏功率预测方法，结果表明后者的预测效果最好，同

时输入时序数据的序列长短对预测精度也有一定的

影响。文献［19-20］对光伏、风电功率变量进行相关

程度评估，基于此对数据进行筛选，降低了数据的大

小以及复杂程度。然而上述预测方法只考虑了单向

的数据信息流，忽视了反向数据序列变换规律对短

时预测的影响，同时对数据的时间相关性以及周期

性考虑不足，当输入的时间序列较长时，易丢失序列

信息，模型的预测精度不高。

基于此，本文提出了基于注意力（Attention）机

制的小波分解-双向长短时记忆网络（W-BiLSTM）
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的风电、光伏发电功率预测方法，引入小波分解全面

地考虑了数据的波动性、非线性特性和时间相关性，

并且将 LSTM拆分为 2个方向，充分学习时序数据

的正反向特征，采用注意力机制，赋予网络隐藏层单

元不同的权重，加强了重要信息的影响。最后，通过

实际数据验证了所提方法的有效性。

1 基于注意力机制的W-BiLSTM模型原理

1. 1 小波分解

新能源出力的随机性、波动性较强，同时具有一

定的周期性，时间相关性较高。而小波分解［21］将传

统傅里叶变换的基函数替换成了有限长会衰减的小

波基，可以实现给定时间序列中的时域信息与频域

信息的提取，在低频具有较高的频率分辨率和较低

的时间分辨率，在高频有较低的频率分辨率和较高

的时间分辨率，具有强信号表征能力［22］，解决了傅

里叶变换时间信息丢失及非平稳信号分析困难等

问题。

设任意函数 g（t），ψ ( t )是平方可积函数，即

g ( t )∈ L2 ( R )，ψ ( t )∈ L2 ( R )，且 ψ ( t )满足允许条件：

Cψ= ∫-∞
+∞ || ψ̂ (ω ) 2

|| ω
dω<∞ （1）

式中：ψ̂ (ω )为 ψ ( t )的傅里叶变换。

则连续小波变换定义为：

Wg ( p，q )= ∫-∞
+∞
g ( t )ψ ( )t- q

p
dt p≠ 0

（2）

ψp，q ( t )=
1
p
ψ ( )t- q

p
（3）

通常称满足式（1）的可积函数 ψ ( t )为一基本小

波或小波母函数，ψp，q ( t )是由母小波经伸缩变量 p

和平移变量 q 变换后生成的连续小波，t为时间

索引。

小波变换的重构公式为：

g ( t )= C-1
ψ ∫-∞

+∞
Wg ( p，q )ψp，q ( t )

dp
|| p2
dq （4）

常 使 用 离 散 小 波 变 换（discrete wavelet
transform，DWT）处理离散信号。p和 q的离散化公

式分别取作 p=pj0和 q=kpj0q0。这样，对应的离散小

波 ψj，k ( t )可写做：

ψj，k ( t )= p-
j
2

0 ψ ( p- j0 t- kq0 ) （5）
实际中常用二进制动态采样网络，取离散化参

数 p0=2，q0=1。

DWT为：

G ( j，k )= ∑
t=-∞

∞

g ( t )ψj，k ( t ) （6）

实际上，DWT是使用滤波器组方法实现的，其

中输入信号通过低通滤波器 L（e）和高通滤波器

H（e），然后减少 2倍以确定其近似值和详细成分。

采用Mallat算法［23］，分解后的低频信号序列和

高频信号序列可表示为：

{aj= aj+ 1h1
dj= dj+ 1 l1

j= 0，1，⋯，n- 1 （7）

式中：h1和 l1分别为低通滤波系数和高通滤波系数；

n为小波分解层数。

重建算法描述如下：

aj= aj+ 1h2 + dj+ 1 l2 j= n- 1，…，1，0 （8）
式中：h2和 l2分别为 h1和 l1的对偶算子。

小波变换的过程如图 1所示。

1. 2 BiLSTM原理结构

LSTM［24］从 RNN发展而来。针对序列信息，传

统神经网络很难利用前序信息对后续事件进行分

类，而 RNN是多层感知机的进化，可以有效保留前

一步的数据信息，不断将信息进行循环操作，从而更

好地处理序列类型数据。然而，在对较长序列进行

预测的过程中，其性能往往不尽如人意。受限于

RNN结构的局限性，在反向传播计算过程中会出现

梯度消失问题，RNN只能学习过去短时间间隔的记

忆［25］。基于此，LSTM的提出一定程度上解决了学

习序列长期依赖的问题［26］。典型的 LSTM结构如

图 2所示。

图 2中：x为输入；h为赋予网络记忆能力的隐

藏状态；下标 t-1，t和 t+1代表不同的时间步长；
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图 2 典型 LSTM结构
Fig. 2 Typical structure of LSTM
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图 1 小波变换过程
Fig. 1 Wavelet transform process

W，U，V是不同层的超参数。其节点之间的连接形

成沿着序列的有向图，ht是基于前一层隐状态的输

出和当前时刻的输入计算得到的。

典型的 LSTM重复单元主要由记忆存储单元

状态（Ct）、遗忘门（ft）、输入门（it）以及输出门（ot）构

成。单元状态是 LSTM的核心，即贯穿图 2顶部的

水平线，其少分支的传送带结构设计使得信息易以

不变的方式流过整个细胞单元。遗忘门、输入门以

及输出门实现对单元状态的控制，选择性地向单元

状态添加或移除信息。

f t= σ (W f x t+ U fh t- 1 + b f ) （9）
i t= σ (W i x t+ U ih t- 1 + b i ) （10）

C͂ t= tanh (W c x t+ U ch t- 1 + b c ) （11）
C t= f t⊗ C t- 1 + i t⊗ C͂ t （12）

o t= σ (W o x t+ U oh t- 1 + bo ) （13）
h t= o t⊗ tanh (C t ) （14）

式中：W为隐藏单元的输入权重矩阵；U为输出权

重矩阵；b为偏置向量；C͂ t为候选单元状态；下标 c、
f、i、o代表记忆存储单元状态、遗忘门、输入门和输

出门；⊗表示逐点求积运算；σ ( ⋅ )为激活函数。

为增强网络的非线性，2个激活函数的函数表

示如下：

σ ( x )= 1
1+ exp (-x ) （15）

tanh ( x )= exp ( x )- exp (-x )
exp ( x )+ exp (-x ) （16）

在时间序列预测中，充分考虑时序数据的正反

向信息规律，可以有效提高预测精度。BiLSTM由

正向、逆向 2个 LSTM构成，相比于标准 LSTM中

状态传输单向的从前往后，BiLSTM同时考虑前后

数 据 的 变 化 规 律 ，展 现 出 了 更 加 优 越 的 性 能 。

BiLSTM结构示意图见附录A图A1。
可以看出，BiLSTM由前向计算与后向计算构

成。图中水平方向的指示箭头表示模型中时间序列

信息的双向流动，同时数据信息在输入层到隐藏层

到输出层竖直单向流动。

1. 3 注意力机制

注意力机制模拟了人脑注意力在特定时刻对特

定区域集中的情况，从而有选择性地获取更多有效

信息，忽略无用信息［27］。它通过对神经网络隐藏层

单元分配不同的概率权重，以突出关键信息的影响，

增强模型判断的准确性。将注意力机制引入本文方

法中，可以有效解决由于输入长时间序列所导致的

模型难以学到合理的向量表示的情况；同时针对风

电与光伏功率特性，突出二者由于数据特性差异所

造成的对不同时间点位置的注意力分布的不同，捕

捉数据间的时间相关性并选择相应的驱动数据来进

行预测。注意力结构如图 3所示，其中，at为注意力

机制对神经网络隐藏层输出的注意力概率分布值；

y为引入注意力机制后的模型输出值。

注意力机制层的权重系数计算公式可表示为：

e t= u tanh (wh t+ b ) （17）

a t=
exp ( e t )

∑
j= 1

T

exp ( e j )
（18）

s t= ∑
t= 1

T

a th t （19）

式中：et为第 t时刻由神经网络隐藏层输出向量 ht所
决定的注意力概率分布值；u和w为权重系数；b为
偏置系数；st为注意力机制在 t时刻的输出；T为输入

序列维度。

2 超短期发电功率预测

风电、光伏等清洁能源受其所处的地理位置、环

境天气条件等因素的影响严重。天气参数本身具有

强随机性，因而以风电、光伏为代表的可再生能源本

质上也具有高度的不确定性以及时间相关性。本文

提出了基于注意力机制的W-BiLSTM模型，实现对

风力机组、光伏阵列发电量的超短期预测。

2. 1 发电功率与输入气象信息关系

根据文献［28］，风电、光伏的出力直接受风速

和光照强度影响。

风电机组的有功功率 PWTG与风机参数（额定容

量、切入风速 Vci、额定风速 Vr和切出风速 Vco）和风

速 Vh 有关，可以用式（20）近似表示风电的有功

出力：
PWTG =

ì

í

î

ï
ï
ï
ï

0 0≤ V h ≤ V ci或V co < V h

P r
WTG

V h - V ci

V r - V ci
V ci < V h ≤ V r

P r
WTG V r < V h ≤ V
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图 3 注意力机制结构示意图
Fig. 3 Schematic diagram of Attention

mechanism structure
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W，U，V是不同层的超参数。其节点之间的连接形

成沿着序列的有向图，ht是基于前一层隐状态的输

出和当前时刻的输入计算得到的。

典型的 LSTM重复单元主要由记忆存储单元

状态（Ct）、遗忘门（ft）、输入门（it）以及输出门（ot）构

成。单元状态是 LSTM的核心，即贯穿图 2顶部的

水平线，其少分支的传送带结构设计使得信息易以

不变的方式流过整个细胞单元。遗忘门、输入门以

及输出门实现对单元状态的控制，选择性地向单元

状态添加或移除信息。

f t= σ (W f x t+ U fh t- 1 + b f ) （9）
i t= σ (W i x t+ U ih t- 1 + b i ) （10）

C͂ t= tanh (W c x t+ U ch t- 1 + b c ) （11）
C t= f t⊗ C t- 1 + i t⊗ C͂ t （12）

o t= σ (W o x t+ U oh t- 1 + bo ) （13）
h t= o t⊗ tanh (C t ) （14）

式中：W为隐藏单元的输入权重矩阵；U为输出权

重矩阵；b为偏置向量；C͂ t为候选单元状态；下标 c、
f、i、o代表记忆存储单元状态、遗忘门、输入门和输

出门；⊗表示逐点求积运算；σ ( ⋅ )为激活函数。

为增强网络的非线性，2个激活函数的函数表

示如下：

σ ( x )= 1
1+ exp (-x ) （15）

tanh ( x )= exp ( x )- exp (-x )
exp ( x )+ exp (-x ) （16）

在时间序列预测中，充分考虑时序数据的正反

向信息规律，可以有效提高预测精度。BiLSTM由

正向、逆向 2个 LSTM构成，相比于标准 LSTM中

状态传输单向的从前往后，BiLSTM同时考虑前后

数 据 的 变 化 规 律 ，展 现 出 了 更 加 优 越 的 性 能 。

BiLSTM结构示意图见附录A图A1。
可以看出，BiLSTM由前向计算与后向计算构

成。图中水平方向的指示箭头表示模型中时间序列

信息的双向流动，同时数据信息在输入层到隐藏层

到输出层竖直单向流动。

1. 3 注意力机制

注意力机制模拟了人脑注意力在特定时刻对特

定区域集中的情况，从而有选择性地获取更多有效

信息，忽略无用信息［27］。它通过对神经网络隐藏层

单元分配不同的概率权重，以突出关键信息的影响，

增强模型判断的准确性。将注意力机制引入本文方

法中，可以有效解决由于输入长时间序列所导致的

模型难以学到合理的向量表示的情况；同时针对风

电与光伏功率特性，突出二者由于数据特性差异所

造成的对不同时间点位置的注意力分布的不同，捕

捉数据间的时间相关性并选择相应的驱动数据来进

行预测。注意力结构如图 3所示，其中，at为注意力

机制对神经网络隐藏层输出的注意力概率分布值；

y为引入注意力机制后的模型输出值。

注意力机制层的权重系数计算公式可表示为：

e t= u tanh (wh t+ b ) （17）

a t=
exp ( e t )

∑
j= 1

T

exp ( e j )
（18）

s t= ∑
t= 1

T

a th t （19）

式中：et为第 t时刻由神经网络隐藏层输出向量 ht所
决定的注意力概率分布值；u和w为权重系数；b为
偏置系数；st为注意力机制在 t时刻的输出；T为输入

序列维度。

2 超短期发电功率预测

风电、光伏等清洁能源受其所处的地理位置、环

境天气条件等因素的影响严重。天气参数本身具有

强随机性，因而以风电、光伏为代表的可再生能源本

质上也具有高度的不确定性以及时间相关性。本文

提出了基于注意力机制的W-BiLSTM模型，实现对

风力机组、光伏阵列发电量的超短期预测。

2. 1 发电功率与输入气象信息关系

根据文献［28］，风电、光伏的出力直接受风速

和光照强度影响。

风电机组的有功功率 PWTG与风机参数（额定容

量、切入风速 Vci、额定风速 Vr和切出风速 Vco）和风

速 Vh 有关，可以用式（20）近似表示风电的有功

出力：
PWTG =

ì

í

î

ï
ï
ï
ï

0 0≤ V h ≤ V ci或V co < V h

P r
WTG

V h - V ci

V r - V ci
V ci < V h ≤ V r

P r
WTG V r < V h ≤ V

（20）

�

�

y

a1

h1 h2

a2 at�1

ht�1 ht

x1 x2 xt�1 xt

at

++
+ + +

+

图 3 注意力机制结构示意图
Fig. 3 Schematic diagram of Attention

mechanism structure

177



2021，45（8） ·学术研究·

式中：P r
PVG为光伏额定容量。

光伏输出的有功功率 PPVG 与光照强度之间的

关系可近似表示为：

PPVG = {P r
PVG

I
Im

I≤ I r

P r
PVG I> I r

（21）

式中：I为光照强度；Im为光照强度的最大值；Ir为额

定光照强度。

2. 2 预测算法流程

所提算法的整体框架见附录 B图 B1。具体步

骤如下。

1）对所得输入数据进行预处理，同时根据 2.1
节所述风速-风电功率、光强-光伏功率关系，进行

数据转换，输出风电、光伏功率。

为了消除维数的影响，消除量纲误差，加速训练

过程，将输入训练数据进行归一化，转换成标量值，

如式（22）所示。

w '= w- wmin

wmax - wmin
（22）

式中：w '为经过归一化之后的值；w为样本数据实

际值；wmax和 wmin分别为所选数据所在列的最大值

和最小值。

2）使用小波分解方法对输入时间序列数据进

行小波分解和单支重构，实现趋势信息的优化提取，

过滤波动信息，分离噪声，得到模型的最终输入

序列。

3）初始化基于注意力机制的 BiLSTM网络，将

分解后的数据集训练数据分别输入网络中，利用训

练样本对网络进行训练。以均方误差作为损失函

数，网络训练采用 Adam优化算法，对权重进行更

新，得到预测模型。

利用训练好的神经网络模型对待预测时段的分

解出来的每个子序列分别进行预测，将预测后的子

序列相加，验证预测精度，得到最终预测的风电、光

伏功率数据。

考虑到连续多步预测的误差积累问题，导致预

测的精度随着预测步数的增加而不断地降低［29］，文

章采用单点预测方式，利用前 m个时间采样点的输

入数据，对下一个时间采样点进行预测：对于当前预

测时刻 t，将 t-m至 t-1时刻的数据作为模型的输

入序列 X，当前时刻的数据作为输出 y。不断使用获

得的实际数据值对输入样本序列进行更新，从而达

到滚动预测的目的，为电网的实时优化调度与控制

等方面提供可靠的发电功率预测信息。

基于注意力机制的 BiLSTM网络见附录 B图

B2。模型包括输入层、BiLSTM隐藏层、注意力层、

全连接层以及输出层。BiLSTM层实现双向特征学

习，充分利用序列的时间关联特性；注意力层突出关

键信息的影响，增强模型判断的准确性；全连接层进

行局部特征整合。模型具有良好的特征提取和建模

能力。

1）输入层

经标准化处理后的风光功率数据，经过小波分

解与重构后，分别作为神经网络模型的输入，其维度

为 1维，考虑到风光功率序列具有明显的周期性，选

取输入序列时间步长为 24。
2）BiLSTM隐藏层

BiLSTM隐藏层可以充分学习数据之间的前向

与反向信息：按照时间步的先后关系，前向计算由

t=1至 t=T的时间顺序，计算并保存每个时刻向前

隐含层的输出，后向计算由时间 t=T至 t=1的时间

顺序，计算并保存每个时刻向后隐含层的输出；随

后，在每个时刻结合前后向的相应单元状态得到各

个时间步的最终输出值。

3）注意力层

对隐藏层单元进行选择性的学习，风、光功率由

于数据特性差异会造成对不同时间点位置的注意力

分布的不同，捕捉数据间的时间相关性进行预测。

4）输出层

使用全连接层对结果进行降维，选取非饱和激

活函数 ReLU函数作为 Dense层的激活函数，对输

出数据进行非线性映射，使得网络可以自行引入稀

疏性，提高了训练速度，得到最终的输出结果。

2. 3 评估指标

平均绝对百分比误差（MAPE）与均方根误差

（RMSE）［22］的数量级会根据功率值的数量级变化，

考虑到不同文献方法之间，由于机组额定功率等的

差异，造成评估指标值的对比难以直接反映预测精

度，为量化分析比较预测精度，消除量纲对评估指标

值的影响，选取标准化评估指标 kNMAE，kNMAPE，kNRMSE
对本文所提模型性能进行评价。其中 ytrue为经过归

一化处理之后的样本实际测量值；ypred为样本的标

准化功率预测值；N为测试样本个数。由于是对标

准化的数据进行评估，各项指标的数值没有单位。

标 准 化 绝 对 平 均 误 差（normalized mean
absolute error，NMAE）的表达式为：

kNMAE =
1
N ∑i= 1

N

|| y true - ypred （23）
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标准化平均绝对百分比误差（normalized mean
absolute percentage error，NMAPE）的表达式为：

kNMAPE =
1
N ∑i= 1

N || y true - ypred
y true

（24）

标 准 化 均 方 根 误 差（normalized root mean
squared error，NRMSE）的表达式为：

kNRMSE =
1
N ∑i= 1

N

( y true - ypred )2 （25）

3 算例仿真

3. 1 实验设计

为 了 验 证 本 文 所 提 方 法 的 有 效 性 ，选 取 了

HOMER（hybrid optimization model for electric
renewable）软件［30］自带的“Interior China”某地区光

照强度全年数据以及风速全年数据进行实验，并与

其他常用算法的建模结果进行对比分析，数据采样

间隔为 15 min。为了验证本文所提方法的普遍适用

性，取该地区 4个季度每季度的首月风速数据以及

光照强度数据，记为风速数据集 A，B，C，D，以及光

照强度数据集 E，F，G，H。为了验证本文所提方法

在数据缺失、获取困难情况下的适用性，选取数据集

A和 F为半月数据，以测试有限数据条件下的预测

精度。数据集具体信息如表 1所示。考虑到篇幅限

制，本文在 3.2节实验结果分析中，仅附上数据集 B
的风电功率预测以及数据集 E的光伏功率预测的详

细预测结果图。所有实验在 i7-7700HQ（2.8 GHz），

Windows10 64位操作系统的 PC上进行。

对比算法有基于注意力机制的 BiLSTM、基于

注意力机制的 LSTM、门控循环神经网络（gated
recurrent unit，GRU）、RNN以及 CNN。通过对比不

同算法在不同气候条件以及不同数据集大小下的精

度，以验证本文算法有效性。

模型参数如附录 C表 C1所示，小波分解选取

Daubechies（db）小波基函数进行特征提取，其具有

低通、高通滤波性质以及内在正交性，在时序数据分

析中表现良好。

3. 2 实验结果分析

3. 2. 1 注意力机制分析

为了充分说明注意力机制对模型预测的影响及

有效性，对 10月份的风电及光伏功率预测（数据集

D和 H）的不同时间步长的注意力权重分布结果进

行展示，如图 4所示。

由图 4可得出如下结论。

1）对于风电与光伏功率预测，不同输入的时间

步长对其影响力不同，由图可见，对于风功率预测，

第 20~23个时间步长对预测产生的影响较大，而对

于光伏预测，注意力层主要关注第 1~5和 18~24个
时间步长而对其他时间步长的关注度较低。注意力

机制可以关注重要时段对目标预测产生的影响，从

而提升模型对关键特征信息的提取能力。

2）对比风电与光伏功率预测的注意力权重分

布，二者之间存在一定的差异。由于风电的时序特

性存在较大的不确定性，对于长时间尺度下的历史

数据关注度不高，其注意力主要集中在距离预测点

较近的时间步上，而光伏发电的时序性更为明确，在

模型预测过程中，会更多地考虑长时间步内的数据

信息，其权重分布较风电预测更为均匀。

3. 2. 2 风电预测

风电数据集 B的测试序列数据的小波分解及单

支重构结果，以及各子序列的预测结果对比图见附

录 C图 C1。所得子序列包括低频信号序列 a4以及

高频信号序列 d1，d2，d3，d4，每个子序列的长度都与

原始序列相同，低频信号的峰谷变化反映了风功率

变化的趋势，而高频信号序列波动性较强，反映了气

候等因素的干扰。可以看出，风功率受气候影响严

重，具有高波动性、随机性及高环境因素依赖性。

图 5为所提算法以及其他对比方法的预测结果

与输入风功率数据的对比图。为评价模型与真实值

的拟合程度，对模型的预测结果与实际数据值进行

"
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�
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�K J/h �K J/h
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图 4 不同时间步长的注意力权重分布结果
Fig. 4 Attention weight distribution results of

different time steps

表 1 数据集信息
Table 1 Data set information

数据集

A

B

C

D

E

F

G

H

训练数据

1 344
2 688
2 688
2 688
2 688
1 344
2 688
2 688

测试数据

288
288
288
288
288
288
288
288

采样时间

1月 15日 00:00—1月 31日 23:45
4月 1日 00:00—5月 1日 23:45
6月 1日 00:00—7月 1日 23:45
10月 1日 00:00—10月 31日 23:45
1月 1日 00:00—1月 31日 23:45
4月 15日 00:00—5月 1日 23:45
6月 1日 00:00—7月 1日 23:45
10月 1日 00:00—10月 31日 23:45
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误差估计，得到本文所提方法与对比方法的评估指

标值对比结果如表 2所示。由表 2可知，所提方法

的各误差评价指标值均显著优于对比算法，并且算

法对数据集 A，B，C，D有优越的拟合预测能力。由

基于注意力机制的W-BiLSTM的 NMAPE可以看

出，相较于其他对比算法，其预测值偏离真实值的程

度最小，从而预测的效果最优。数据集 A，B中的各

项评估指标相较于数据集 C，D有所上升，说明在春

季、冬季的风速波动较夏季、秋季更为明显。同时，

数据集 A的样本数量相对较小，因而预测模型的评

估指标略有上升，但依然维持较低水平。

总而言之，相较于文中涉及其他算法，本文所提

出方法在不同季度下的风速预测拟合效果更好，同

时在样本数据有限情况下仍保持高精确度预测。
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图 5 B组测试集预测结果对比
Fig. 5 Forecasting result comparison of test set B

表 2 风功率预测评估指标值对比
Table 2 Evaluation index value comparison of wind power prediction

方法

基于注意力机制的W-BiLSTM

基于注意力机制的 BiLSTM

基于注意力机制的 LSTM

GRU

RNN

CNN

性能指标

NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE

不同数据集下的指标值

A

0.039 5*
0.822 4*
0.050 7*
0.090 4
1.308 4
0.120 0
0.092 2
1.372 5
0.121 0
0.0944
1.984 0
0.123 0
0.113 3
1.336 0
0.150 5
0.097 1
1.440 4
0.127 3

B

0.028 3*
0.164 1*
0.037 4*
0.104 1
0.583 4
0.131 8
0.105 6
0.587 1
0.132 7
0.106 2
0.616 7
0.136 8
0.119 1
0.595 2
0.152 0
0.104 0
0.590 5
0.132 5

C

0.017 1*
0.326 4*
0.022 6*
0.054 4
1.500 7
0.081 7
0.058 4
1.761 5
0.081 9
0.060 1
1.605 7
0.088 1
0.066 5
1.454 9
0.097 9
0.059 5
1.561 1
0.087 2

D

0.024 6*
0.307 5*
0.050 8*
0.071 1
1.411 9
0.100 9
0.073 0
1.483 9
0.109 0
0.074 5
1.629 2
0.108 0
0.074 0
1.458 9
0.103 8
0.072 0
1.462 6
0.101 6

注：*表示实验评价指标结果显著优于其他算法。
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3. 2. 3 光伏预测

由于光伏阵列只能在有光照的时候发电，光伏

发电输出更容易受到时段的影响，因而光伏发电的

功率输出受光照强度的影响具有一定的线性和周期

性。通常情况下，在 20：00到次日 05：00之间，光照

强度为 0，因而光伏功率输出为 0，在午间时段，光伏

功率输出随光照强度的增加而达到顶峰。

光伏数据集 E的测试序列数据的小波分解及单

支重构结果，以及各子序列的预测结果对比图见附

录 C图 C2。其中低频信号 a4的峰谷变化反映了光

伏功率变化的趋势，而高频信号序列反映了云层等

气候因素的干扰，光伏发电具有波动性。相比于直

接利用原始数据进行预测，小波分解可以充分提取

给定时间序列中的时域信息与频域信息，具有强信

号表征能力，从而提升了预测算法的精度。

图 6为所提算法以及其他对比方法的预测结果

与输入光伏功率数据的对比图。表 3为不同预测模

型所得的误差评估指标的对比结果。

可以看出，所提方法的各评价指标值均优于对

比算法，在不同季节下均具有良好的预测效果。其

中，数据集 F中的各项评估指标数值均高于其他数

据集，表明数据集 F的预测结果较其他数据集稍劣，

表 3 光伏功率预测评估指标值对比
Table 3 Evaluation index value comparison of photovoltaic power prediction

方法

基于注意力机制的

W-BiLSTM

基于注意力机制的

BiLSTM

基于注意力机制的

LSTM

GRU

RNN

CNN

性能指标

NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE
NMAE
NMAPE
NRMSE

不同数据集下的指标值

A

0.008 6*
0.909 9
0.012 7*
0.018 9
0.433 0
0.034 3
0.019 0
0.597 0
0.035 0
0.020 9
0.852 8
0.037 0
0.022 1
1.058 2
0.040 7
0.022 9
1.061 4
0.036 7

B

0.018 9*
0.303 3
0.026 7*
0.024 5
1.313 3
0.040 3
0.023 0
0.311 5
0.042 7
0.024 9
0.255 3
0.043 9
0.029 1
0.318 8
0.046 5
0.026 9
0.267 2
0.042 4

C

0.011 3*
0.305 1*
0.015 4*
0.023 3
0.699 1
0.039 6
0.024 0
0.334 0
0.043 7
0.025 3
0.668 1
0.043 1
0.027 5
1.908 0
0.043 6
0.028 4
0.978 5
0.043 0

D

0.013 7*
0.312 5*
0.015 6*
0.014 5
0.360 4
0.022 2
0.016 9
0.450 1
0.025 7
0.017 8
0.672 6
0.030 0
0.021 9
0.861 3
0.033 3
0.019 4
0.654 9
0.027 6

注：*表示实验评价指标结果显著优于其他算法。
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图 6 E组测试集预测结果对比
Fig. 6 Forecasting result comparison of test set E
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这是由于数据集 F样本数量少于其他数据集，预测

精度略有下降。此外，数据集 E的MAPE指标及数

据集 G中 RNN和 CNN方法的MAPE指标等，明显

高于其他数据集，究其原因在于MAPE为相对平均

误差，不同于风力发电，光伏实际数据中有一些属于

夜间零出力数据。而数据集中有部分处于交界处的

时刻的非零光强数据取值极小，造成这一时刻的预

测误差绝对值与实际值的比值很大，然而其对应平

均绝对误差（MAE）的指标仍处于较低水平，说明预

测数值与实际数值偏离程度很小，模型预测效果仍

然显著。

为评价不同天气情况下模型的预测效果，表 4
给出了 1月 29日至 1月 31日的每日基于注意力机

制 的 W-BiLSTM 方 法 光 伏 功 率 预 测 误 差 对 比

结果。

由表 4及图 6可见，1月 29日为阴天天气，光照

强度较弱，对应光伏发电功率整体偏低，波动性不

高，1月 30日、31日的光伏功率较 29日具有显著的

波动性。30日上午为晴朗天气，日照充足，下午受

云层等影响，光照强度波动强烈；31日为多云天气，

全天光伏功率波动较前一天稍低。对应表 4中的各

项评价指标排序为：29日<31日<30日，可见，对于

光照波动较弱的天气，模型的预测效果相对较好。

4 结语

本 文 提 出 了 一 种 基 于 注 意 力 机 制 的 W-

BiLSTM的超短期可再生能源功率预测方法，提高

了预测模型精度。对原始数据进行小波分解可以有

效提高建模精度，实现给定时间序列中的时域信息

与 频 域 信 息 的 提 取 ，具 有 强 信 号 表 征 能 力 。

BiLSTM适用于风速、光强的建模问题，充分挖掘数

据的时序信息，注意力机制可以加强重要信息对预

测结果的影响。实验结果表明，在不同季节以及气

象条件下，本文算法对风电、光伏出力的预测精确性

与适用性均高于文中其他对比算法。

在后续研究中，针对风、光功率预测，可以充分

考虑不同特征特点，研究在考虑多种影响因素下复

杂环境的可再生能源发电功率预测问题；针对不同

预测步数对所提方法的影响进行实验分析，为提前

预警、宏观决策和电能调度计划等方面提供指导；同

时，也可以考虑对所得数据进行预处理，改善数据质

量（如完整性、准确性、一致性等），消除数据噪声，开

展自适应误差修正等方面研究，进一步提升模型预

测效果，提高预测模型的普适性。

附录见本刊网络版（http：//www.aeps-info.com/

aeps/ch/index.aspx），扫英文摘要后二维码可以阅读

网络全文。
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W-BiLSTM Based Ultra-short-term Generation Power Prediction Method of Renewable Energy

XIE Xiaoyu1，ZHOU Junhuang2，ZHANG Yongjun1，WANG Jiang1，SU Jieying1

(1. Research Center of Smart Energy Technology, School of Electric Power,
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Abstract: The existing ultra-short-term prediction methods for renewable energy are difficult to effectively mine and analyze the
inherent fluctuation rules of data. Important information is easy to be lost when the time sequence is too long. Therefore, a power
prediction method of wind power and photovoltaic based on the wavelet bidirectional long-short term memory network (W-

BiLSTM) with Attention mechanism is proposed. Firstly, wavelet decomposition is used to extract the time domain information
and frequency domain information of the input time series. Then, considering the bi-directional information flow, the bidirectional
long-short term memory (BiLSTM) network is used for prediction. Attention mechanism is introduced, and different weights are
given to the hidden state of BiLSTM through mapping weighting and learning parameter matrix, so as to selectively obtain the
more effective information. Finally, the experiment is carried out using actual data, and the results show that the proposed model
has better prediction performance compared with the existing models.
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