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摘要:针对动态神经网络风电功率预测模型输入变量较多、模型复杂的问题,将神经网络和平均影

响值方法相结合,提出了一种基于神经网络平均影响值的超短期风电功率预测方法.此方法综合

考虑了各输入变量对输出变量(风电预测功率)的外部贡献率和内部贡献率,筛选出了对输出变量

贡献率最大的输入变量,建立了一个优化的神经网络超短期风电功率预测模型.实验结果表明,所
提模型降低了预测模型的复杂度,减少了测量噪声对预测精度的影响,得到了较好的风电功率预测

结果.
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０　引言

准确的风电功率预测是提高风电接入容量、保
证电网运行稳定性和经济性的有效手段[１Ｇ２].风电

功率预测通常分为短期预测与超短期预测.其中超

短期预测是对风电场未来数小时内的出力进行预

测,主要用于日内计划滚动,动态调节短期预测误差

引起的功率波动,有助于优化调频及旋转备用容量,
以及在线优化机组组合与经济负荷调度[３Ｇ４].超短

期预测的预测精度对电网运行安全有着重要影

响[５Ｇ６].
目前,对风电功率的超短期预测方法主要可分

为物理预测方法与统计预测方法[１,５].由于风力具

有非线性、不确定等诸多特性,物理预测的计算过程

非常复杂,且往往要依赖数值天气预报的结果,无法

适用于需要频繁给出预测结果的超短期风电功率预

测,因此超短期风电功率通常采用统计方法进行预

测[７],常见的方法包括:持续法[８]、时间序列法[９Ｇ１０]、
支持 向 量 机 法[１１Ｇ１３]、神 经 网 络(neuralnetwork,
NN)法[１４Ｇ１６]等.持续法是将最近一点的功率观测

值作为下一点的预测值,该方法具有模型简单、容易

实现的优点,但随着时间尺度的增大,预测精度会快

速下降.时间序列法则根据风电功率或风速随时间

变化的趋势外推,该方法可通过不同的需求设定不

同的外推算法,来适应系统不同的动态特性,因此预

测精度较持续法要高.但两种方法均有输入数据单

一、难以考察其他信息的问题.
支持向量机预测方法和神经网络预测方法是两

种典型的人工智能模型预测方法,它们能够通过数

据的训练,确定不同变量之间的映射关系,例如可建

立以风速与风向为输入,以风电场总功率为输出的

预测模型,还可根据输入变量对输出变量的贡献率

分析,进行变量筛选和重新组合,使预测模型的实现

具有较高的灵活性.
有研究表明[７,１７]:在历史数据较为充分的条件

下,神经网络预测方法在预测精度和泛化能力上比

支持向量机等预测方法更有优势,因此得到了更为

广泛的研究和应用.
目前的神经网络风电功率预测方法中所使用的

神经网络通常是静态神经网络,无法反映系统的动

态特性,当风速、风向发生较大变动时,预测精度会

有较大下降.为解决这个问题,本文首先给出一种

基于动态神经网络的风电功率超短期预测模型.该

预测模型采用风速和风向余弦的导数表征系统的动

态特性,采用神经网络表征系统的非线性特性,较完

整地描述了系统的动静态特性,在风速变动较大时

也具有较高的预测精度.但由于引入了输入变量的

导数,当风机数量增加时,预测模型的输入变量个数

会大量增多,使得模型变得极为复杂,不适用于大型

风电场的功率预测.
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为此本文在动态神经网络预测模型的基础上提

出了一种基于神经网络平均影响值(NNＧMIV)的变

量选择方法,通过对输入变量对输出变量的贡献率

进行排序,筛选出对预测功率贡献率较大的变量构

建新的预测模型,使构建的预测模型结构简单,并具

有较高的预测精度.

１　动态神经网络预测原理

目前,大部分的神经网络预测系统采用如下的

静态预测模型:
PWP＝fNN(V,Dcos) (１)

式中:PWP为风电场的预测功率;V 为各风机所在位

置的风速;Dcos为各风机所在位置的风向的余弦值;

fNN表示输入输出的非线性函数关系,用静态神经

网络来实现.
由式(１)可知,目前常见的神经网络预测方法的

输入变量只采用了当前的风速和风向,而没有采用

任何动态信息,因此所建立的预测模型无法反映系

统的动态特性.这样的预测模型在风速相对稳定的

时候能够较好地预测风电功率,但当风速或者风向

发生较大变化时,预测精度往往不甚理想.
为了解决这个问题,有研究者采用了动态的神

经网络来建立预测模型[１８].但该动态神经网络采

用局部反馈时延的神经网络,即采用时延和反馈表

征预测系统的动态特性,这种动态神经网络可看作

时间序列方法[９]跟神经网络结合的一种方法.文中

作者构造了一个以风速、风向等变量和它的历史序

列为输入,以预测功率为输出的神经网络,来实现对

风电功率的预测.这种动态神经网络用风速、风向

等变量的时间序列表征它们未来的变化趋势来预测

功率,实际上是将变量的导数等趋势信息隐含在时

间序列中,并通过神经网络去拟合出时间序列与未

来趋势的隐含关系,因此这种动态神经网络的物理

意义不甚清晰,动态特性难以把握,在模型训练时会

增加神经网络收敛的难度,影响预测模型的精度.
因此,本文采用如下的动态预测模型:

　　　PWP＝fNN(V,Dcos,V

,D

cos,V̈,D̈cos) (２)

式中:V


和V̈ 分别为风速的１阶和２阶导数(通过微

分器或微分运算获得);D

cos和 D̈cos分别为风向余弦

的１阶和２阶导数.
风速和风向的导数表征风速和风向的变化趋

势,包含风速和风向未来的信息,将这些信息引入风

电功率预测模型中使预测模型具有了直观的物理意

义.结构合理的静态神经网络可以以任意精度逼近

非线性函数关系.因此,理论上来说,将静态神经网

络和微分器相结合所构成的动态神经网络可以逼近

一般非线性动态系统,将其用于风电功率预测可获

得很好的预测效果.
但由于引入了输入变量的导数,使得动态神经

网络预测模型的输入变量个数比静态神经网络预测

模型增加了２倍.当动态神经网络预测模型应用于

大型风电场时,模型的输入变量个数会变得非常巨

大,使得模型变得极为复杂,大大增加了神经网络的

训练时间.增加的变量也会增加噪声引入的可能

性,出现预测精度下降的情况.
为此本文提出了一种基于 NNＧMIV的变量选

择方法,通过平均影响值方法衡量各输入变量对输

出变量的外部贡献率,通过神经网络方法衡量各输

入变量对输出变量的内部贡献率,结合两种方法,得
到较为稳定的贡献率值,可简化预测模型的结构,减
少神经网络训练的时间,并有望获得较高的预测

精度.

２　NNＧMIV变量筛选原理

２．１　平均影响值及外部贡献率

假设式(２)所示预测模型的输入变量个数是p.
令这p 个变量组成一个自变量向量,并对其进行

m 次观测,得到X＝[x１,x２,,xm]的自变量空间.
相应地,与每一个样本点所对应的因变量可以写为

Y＝[y１,y２,,ym].以m 个样本的自变量向量组

成的X 作为输入,与之对应的向量Y 作为输出,组
成训练样本集{X,Y}训练神经网络,保存训练好的

神经网络.然后对原始训练用的自变量空间作如下

变换,依次对各自变量在原值的基础上分别加、减δ
(百分数),得到如下２p(i＝１,２,,p)个新的自变

量空间:

X(１)
i ＝

x１１ x１２  x１m
x２１ x２２  x２m
⋮ ⋮  ⋮

xi１(１＋δ) xi２(１＋δ)  xim(１＋δ)
⋮ ⋮  ⋮
xp１ xp２  xpm

é

ë

ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú

(３)

X(２)
i ＝

x１１ x１２  x１m
x２１ x２２  x２m
⋮ ⋮ ⋮

xi１(１－δ) xi２(１－δ)  xim(１－δ)
⋮ ⋮ ⋮
xp１ xp２  xpm

é

ë

ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú

(４)
把构造好的新自变量空间依次作为神经网络模
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型的 输 入,经 网 络 输 出 后 得 到 变 化 样 本 点 中 第

i(i＝１,２,,p)个输入变量指标变化时与之对应

的２p个输出向量:
Y(１)
i ＝ y(１)

i１
,y(１)
i２
,,y(１)

im[ ] (５)
Y(２)
i ＝ y(２)

i１
,y(２)
i２
,,y(２)

im[ ] (６)
对式(５)和式(６)中的向量进行差运算,得到如

下每个样本点中第i个输入变量指标变化后对输出

值的影响变化值向量:IV,i＝Y(１)
i －Y(２)

i ,从而得到第

i个输入变量指标变化时m 次输出值的平均影响值

为:

IMIV,i＝∑
m

j＝１

IV,i(j)
m 　　i＝１,２,,p (７)

式中:IMIV,i为变化样本中第i个输入变量指标对输

出结果的平均影响值.IMIV,i的符号表示自变量与

因变量相关的方向,绝对值大小代表自变量对因变

量影响的相对重要性.
进一步计算得到第i个变量xi 对输出y 的贡

献率为:

αMIV,i＝
IMIV,i

∑
p

i＝１
|IMIV,i|

(８)

这种方法通过预测模型外部输入的变化计算各

输入变量对输出变量的贡献率,因此把这种贡献率

定义为外部贡献率.
２．２　神经网络及内部贡献率

文中选用的神经网络为三层前向神经网络,其
网络一般形式为:

y＝β０＋∑
q

j＝１
F ωj０＋∑

p

i＝１
ωjixi( )βj (９)

式中:xi(i＝１,２,,p)为第i个输入;βj(j＝０,
１,,q)为从隐含层到输出层的连接权值;ωji为输

入层到隐含层的连接权值.

设Zj＝ωj０＋∑
p

i＝１
ωjixi,式(９)则变为y＝β０＋

∑
q

j＝１
F(Zj)βj.在神经网络释义图[１９]的基础之上,

根据相关系数的定义和协方差的概念,计算各输入

变量的贡献率.首先,计算第i个输入xi 对隐含层

oj 的贡献值:

uji＝
cov(Zj,xi)
var(Zj)

ωji　j＝１,２,,q;i＝１,２,,p

(１０)
式中:cov和var分别表示求协方差和求方差函数.

然后,计算隐含层oj 对输出y的贡献值:

　　vj＝
cov(F(Zj),y)
var(y) βj　　j＝１,２,,q (１１)

因此,第i个输入xi 对输出y的贡献值为:

CNN,i＝∑
q

j＝１
vjuji　　i＝１,２,,p (１２)

进一步,得到xi 对输出y的贡献率为:

αNN,i＝
CNN,i

∑
p

i＝１
|CNN,i|

(１３)

这种方法通过神经网络输入对隐含层的权值的

变化和隐含层对输出权值的变化计算各输入变量对

输出变量的贡献率,因此把这种贡献率定义为内部

贡献率.
２．３　基于NNＧMIV的变量选择方法

MIV方法表征了预测模型对外部输入变化的

特性,计算得到的贡献率为外部贡献率.但仅考虑

模型外部贡献率无法保证筛选出来的输入变量最

优,因此需要其他方法来弥补,基于神经网络的内部

贡献率计算方法能很好地做到这一点.它利用输入

层对隐含层的权值的变化和隐含层对输出层权值的

变化计算各输入变量对输出变量的内部贡献率,以
避免单一使用外部贡献率造成的贡献率计算不稳

定、输入变量选择不可靠等问题.本文结合两种贡

献率计算方法,提出了基于NNＧMIV综合贡献率的

变量选择方法,其综合贡献值表达式定义为:
CNNＧMIV,i＝|αMIV,iαNN,i|＝[C１,C２,,Cp]T

(１４)
进一步,得到xi 对输出y的综合贡献率为:

αNNＧMIV,i＝
CNNＧMIV,i

∑
p

i＝１
|CNNＧMIV,i|

(１５)

将内部贡献率与外部贡献率结合可以使预测模

型的输入变量贡献率值明显增大易于选择,又可以

保证所建模型同时具有较高的外部贡献率和内部贡

献率,避免外部贡献率计算不稳定等问题.
将原输入变量xi 对输出y的综合贡献率按照

顺序排序,选择若干个贡献率大的xi 作为新的输入

变量即可构成新的预测模型.变量选择按如下原则

进行:在p个原输入变量中,如果其中的s个输入变

量的综合贡献率之和α＝∑
s

i＝１
αNNＧMIV,i≥α∗(α∗ 取接

近于１的数,如０．９,０．９５等),就可以认为这s个变量

为重要变量,应作为新的输入变量,余下的p－s个

变量因贡献率较小应被剔除.本文选取的α∗ 为

０．９５.

３　实验结果与分析

以盐城某风电场的４６台风机作为研究对象.

２４

２０１７,４１(２１) 高比例可再生能源电力系统
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图１为所有风机的坐标分布图,从图中可以看出,
４６台风机的位置呈不规则的散布,很难直接从空间

分布中分析各台风机的相关性,也很难直接确定哪

些风机的风速、风向数据对预测风电场总功率的贡

献率较大.如果直接把所有风机的数据及其导数作

为风电场功率预测模型的输入,其输入个数会非常

巨大,因此基于上一节给出的 NNＧMIV方法,对输

入变量进行筛选.

图１　风机分布图
Fig．１　Distributionofwindturbines

首先,将４６台风机的风速V、风向余弦Dcos及

其１阶、２阶导数作为输入,风电场１h的预测总功

率PWP作为输出,构造一个结构为２７６Ｇ２８０Ｇ１的三

层前向神经网络(如图２所示).为获得较准确的导

数信息,避免测量噪声对求导的影响,首先对测量数

据进行平滑滤波,并用精度较高的七点求导公式对

数据进行求导[２０],以获得较高的精度,隐含层激励

函数 取 为 “tansig”函 数,输 出 层 激 活 函 数 选 取

“purelin”.用风电场３０个典型工作日且未出现弃

风情况的历史数据(采样间隔５min,共８６４０个样

本),采用LevenbergＧMarquardt训练算法对神经网

络进行５０次训练,使训练均方误差(MSE)小于

０．００１.
对训练好的神经网络,采用神经网络方法计算

输入变量对输出变量的内部贡献率,采用平均影响

值方法计算输入变量对输出变量的外部贡献率,最
后计算出综合贡献率.

附录A表A１给出了各输入变量对预测功率输

出的综合贡献率.由表A１可得出如下结论.
１)贡献率较大的变量主要是风机的风速V,但

不是所有风机的风速对预测功率都有较大的贡献

值,表明风速信息有一定的冗余,NNＧMIV方法剔

除了这些冗余信息.例如:１２号风机位于１１号、
１３号风机中间,其冗余信息已被１１号、１３号风机包

含,因此１２号风机的贡献率计算值很小.

图２　动态神经网络预测模型
(由三层前向神经网络和微分器S构成)

Fig．２　Dynamicneuralnetworkpredictionmodel
composedof３Ｇlayerfeedforwardneuralnetwork

anddifferentiators

２)大部分风机的风速导数对预测功率的贡献率

不大,但也有部分风机的风速导数或２阶导数对输

出有较大贡献,这些风机主要位于所有风机的外围,
对风速的改变较为敏感,代表了整个风电场风速未

来的变化趋势.
３)风向本身对预测输出贡献率非常小,但风向

余弦的导数(主要是２阶导数)对预测功率有一定的

贡献率,表明风向本身与功率输出基本无关,但风向

余弦导数表示风向的变化,是一种能量转换的因素,
与功率存在一定的关系,而风向余弦的二阶导数则

对应着这种能量转换的未来变化趋势,因此对预测

功率有相对大的贡献率.
４)贡献率较大的风机一般位于风电场的外围,

能较快反映风速和风向的变化信息,与未来的风电

功率有紧密的联系.但由于本文的贡献率计算方法

是一种神经网络数据驱动的方法,因此贡献率的计

算结果还与神经网络权值的随机初始化值密切相

关.如果权值的初始化值导致某个(风机)节点数据

权重较大,则该节点的贡献率会在神经网络训练中

被强化,而权重较小的节点贡献率会被弱化,这可能

导致地位相近的两个节点的贡献率差异较大的结

果.当然这对最终的风电功率预测结果影响较小,
因为贡献率小的变量,或者与风电预测功率联系不

紧密,或者其信息已经被其他贡献率大的变量所

包含.
根据变量选择原则,选择对预测功率贡献值最

大的５６个变量作为输入,使α为０．９５３５,重新构造

一个结构为５６Ｇ６０Ｇ１的神经网络预测模型,并采用

与训练２７６Ｇ２８０Ｇ１神经网络相同的数据训练新的神

经网络,然后对２个神经网络预测模型分别进行了

３４
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风电功率预测的实验.预测实验采用训练样本集之

后未出现弃风的某个典型工作日的数据(共２８８个

预测点).图３给出了不同方法预测的对比结果.
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图３　静态神经网络模型、动态神经网络模型与
NNＧMIV模型的风电功率预测效果

Fig．３　Windpowerpredictionresultsofstaticneural
network,dynamicneuralnetworkandNNＧMIVmodels

同时,本文还构造了一个输入为４６台风机的风

速和风向余弦,神经网络结构为９２Ｇ１００Ｇ１的静态神

经网络预测模型.用训练动态神经网络和 NNＧ
MIV模型同样的数据训练静态神经网络模型,用检

验动态神经网络和 NNＧMIV模型同样的数据检验

静态神经网络模型的预测效果,其结果也在图３中

给出.
为定量比较预测结果,表１给出了预测结果的

均方根误差:

ERMSE＝
１
Prated

１
n∑

n

i＝１

(PWP,i－PW,i)２ ×１００％

(１６)
式中:Prated为风电场的额定容量;PWP,i为第i次预

测风电功率;PW,i为第i次实测风电功率;n为预测

数据个数.
为衡量在功率发生较大变化时的预测误差,

表１给 出 了 预 测 结 果 的 最 大 相 对 误 差 指 标(见
式(１７)),还给出了３种预测模型训练所需要的时

间.

EMRE＝
１
Pratedmax|PWP,i－PW,i|×１００％ (１７)

表１　３种预测方法结果比较
Table１　Resultcomparisonbetween３predictionmethods
预测模型 平均相对误差/％最大相对误差/％ 训练时间/min
NNＧMIV １０．６３ ２３．９２ ５

动态神经网络 １３．１６ ３３．９２ １２００
静态神经网络 １６．６３ ４９．５４ １５

从图３和表１可以看出:静态神经网络方法除

了在训练时间上少于动态神经网络方法外,其他指

标均比动态神经网络差;而NNＧMIV方法不但具有

最短的训练时间,最简单的结构,而且有最高的预测

精度.以上结果可以说明:①动态神经网络预测方

法通过引入导数,反映系统的动态特性,能够提高预

测精度;②风电场风机的风速、风向及其各阶导数之

中存在较多的对预测功率贡献较小或冗余的变量,
通过NNＧMIV方法能在保留９５％以上有效信息的

基础上大量减少这些贡献较小和冗余的变量,简化

预测模型,降低引入测量噪声的概率,提高了模型的

泛化能力和预测精度.

４　结语

基于动态神经网络的超短期风电功率预测方法

由于采用变量的导数来表征系统的动态特性,使预

测系统的输入中隐含了风速和风向未来的信息,能
获得较好的预测效果.但对于风机数量多的大型风

电场,直接使用该方法会导致神经网络结构复杂、训
练时间长等问题.本文提出了一种基于 NNＧMIV
的超短期风电功率预测方法,此方法将平均影响值

和神经网络方法相结合,综合考虑了各输入变量对

预测功率的外部贡献率和内部贡献率,筛选出了对

输出变量贡献率最大的５６个输入变量,建立了一个

优化的神经网络超短期风电功率预测模型.实验结

果表明,本文方法不仅能降低预测模型的复杂度,减
少训练时间,而且能降低测量噪声对预测精度的影

响,提高风电功率的预测精度.

附录 见 本 刊 网 络 版(http://www．aepsＧinfo．
com/aeps/ch/index．aspx).
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Abstract Tosolvetheproblemsofvariableredundancyandmodelcomplexityinthepredictionmodelbasedonthedynamic
neuralnetwork anultraＧshortＧtermwindpowerpredictionmethodisproposedbycombiningtheneuralnetwork NN andthe
meanimpactvalue MIV 敭Inthismethod theexternalandinternalcontributionratesoftheinputvariablestotheoutput
variables windpowerpredictionvalue aretakenintoaccount andtheinputvariablewiththelargestcontributiontothe
outputvariablesisselected敭ThenanoptimizedNNpredictionmodelforultraＧshortＧtermwindpowerpredictionisdeveloped敭
Theexperimentalresultsshowthattheproposedmodelreducesthecomplexityofthepredictionmodel mitigatestheinfluence
ofthemeasuringnoiseonthepredictionaccuracy andobtainsgoodwindpowerpredictionresults敭
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