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Abstract:  A frequent item of a data stream is a data point whose occurrence frequency is above a given threshold. 
Finding frequent item of data stream has wide applications in various fields, such as network traffic monitor, data 
stream OLAP and data stream mining, etc. In data stream model, the algorithm can only scan the data in one pass 
and the available memory space is very limited relative to the volume of a data stream, therefore it is usually unable 
to find all the accurate frequent items of a data stream. This paper proposes a novel algorithm to find ε-approximate 
frequent items of a data stream, its space complexity is O(ε−1) and the processing time for each item is O(1) in 
average. Moreover, the frequency error bound of the results returned by the proposed algorithm is ε(1−s+ε)N. 
Among all the existed approaches, this method is the best. 
Key words:  data stream; data mining; frequent item; ε-approximate 

摘  要: 数据流频繁项是指在数据流中出现频率超出指定阈值的数据项.查找数据流频繁项在网络故障监测、流
数据分析以及流数据挖掘等多个领域有着广泛的应用.在数据流模型下,算法只能一遍扫描数据,并且可用的存储空
间远远小于数据流的规模,因此,挖掘出所有准确的数据流频繁项通常是不可能的.提出一种新的挖掘数据流近似频
繁项的算法.该算法的空间复杂性为 O(ε−1),每个数据项的平均处理时间为 O(1),输出结果的频率误差界限为
ε(1−s+ε)N,在目前已有的同类算法中均为最优. 
关键词: 数据流;数据挖掘;频繁项;ε-近似 
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数据流是一个按照时间递增顺序排列的无穷序列.近年来,很多应用都涉及到数据流.例如,传感器网络中

的监测信号、互联网中传递的 IP 数据包、Web 服务器上的用户点击记录、电信公司的通话记录等等.与传统
的数据库不同,数据流中的数据是无限的,无法全部保存下来,并且数据流上的查询具有很强的实时性要求.因
此,数据流查询处理算法都是基于数据流一遍扫描(one pass)的主存算法.这些算法在内存中动态地维护数据流
的概要数据(synopsis),利用概要数据来满足用户的查询.查询结果通常是真实查询结果的近似[1]. 

数据集合的频繁项是指在数据集合中出现频率超过一定阈值的数据项.假设一个数据集合中数据项的个
数为 N,给定支持度 s∈(0,1),则所有出现次数超过 sN 的数据项被称为频繁项.挖掘数据集合的频繁项有着广泛
的应用,下面是几个取自数据库、数据挖掘和网络等领域的具体应用实例. 

Iceberg 查询[2].Iceberg 查询是一种带有 HAVIGN 条件的聚集查询,其中,HAVIGN 条件是用户指定的阈值.
例如:给定关系 R=(c1,c2,c3),下面的查询即为一个 Iceberg查询,其中,θ为用户指定的阈值. 

SELECT c1,c2,COUNT(c3) 
FROM R 
GROUP BY c1,c2 
HAVING  COUNT(c3)>=θ 
挖掘关联规则[3].在数据集合上挖掘关联规则时,首先需要计算数据集合上的频繁项集. 
网络故障监测[4].在网络故障监测的应用中,需要对流过的 IP数据包进行监视.如果某一类 IP数据包大量出

现,则可能意味着网络出现了异常.例如,当网络中目的地址相同的 IP 数据包大量出现时,则可能发生了拒绝服
务攻击(DOS攻击). 

挖掘数据流的频繁项是一个具有挑战性的问题.由于数据流具有无限性的特点,算法只能一遍扫描数据.通
过一遍扫描数据流来计算精确的频繁项,至少需要 O(M)的存储空间,M 为数据流中出现的所有不同值的集合,
可能是无穷的.于是,准确挖掘数据流中的频繁项通常是不可能的.因此,人们主要关注挖掘数据流频繁项近似
算法[5−8].挖掘数据流频繁项近似算法的特点是一遍扫描,只使用很少的存储空间,查询结果虽然是真实结果的
近似,但算法可以保证近似查询结果与真实结果之间的误差不超过用户指定的区间范围.下面,我们给出挖掘数
据流中频繁项近似算法的相关概念. 

设 s∈(0,1)和ε∈(0,1)分别是用户指定的支持度和误差度(ε远小于 s),N 是当前数据流已经到来的数据项个
数.在任意时刻,用户发出频繁项查询,如果算法保证其输出结果满足: 

(1) 所有真实频率超过 sN的数据项均被输出; 
(2) 所有真实频率低于(s−ε)N的数据项均不输出; 
(3) 算法估计的频率值与真实频率的误差小于εN, 

则称算法输出结果满足ε-近似要求.如果算法以概率 1 保证结果满足ε-近似要求,则称该算法为确定的ε-近似算
法.如果算法以概率 1−δ来保证查询结果满足ε-近似的要求(其中,δ∈(0,1)),则称该算法为(ε,δ)随机近似算法.在
评价ε-近似算法的优劣时,通常使用两个度量:算法的空间复杂度和数据流每个数据项的平均处理时间.具有最
少空间需求、处理速度最快的ε-近似算法是研究人员追求的目标.本文提出了一种确定的ε-近似算法来挖掘数
据流上的频繁项.在任意时刻,这个算法的输出结果均满足ε-近似要求.与已有的研究工作相比,本文的贡献为: 

(1) 本文算法的空间复杂度为O(ε−1).数据流每到一个数据项,算法的平均处理时间均为O(1).在已有的同
类算法中,本文算法的空间复杂度和时间复杂度最低; 

(2) 本文提出的算法无须预知数据流的值域范围,并且不受数据流数据分布的影响.算法易于实现; 
(3) 对于用户指定的误差度ε和支持度 s,本文算法在理论上可以保证算法估计的频繁项频率与真实的频

繁项频率之间的误差不超过ε(1−s+ε)N,而其他算法所保证的误差界限为εN.本文算法结果的精度 
更高. 

本文第 1 节介绍相关工作.第 2 节给出本文算法的详细描述,证明算法的正确性,分析算法空间复杂性和时
间复杂性,并给出结果误差分析.第 3 节将本文算法与其他算法进行对比,从理论和实验结果两个方面证明本文
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算法的性能.第 4节总结本文的工作. 

1   相关工作 

挖掘静态数据集合的频繁项已有很长历史,在已经取得的研究结果中[2,3,9],最好的算法[9]需要两遍扫描数

据集合,只使用 O(s−1)的存储空间.近年来,在数据流上挖掘频繁项成为一个热点的研究问题.由于多遍扫描的精
确频繁项挖掘算法不适用于数据流模型,因此,人们开始研究基于一遍扫描的频繁项挖掘近似算法,并取得一些
研究成果[5−8,10−12].这些研究成果按照所采用的技术来划分,主要有两类:Hash和抽样,下面分别加以介绍. 

一般地,基于 Hash的方法将数据流的值域映射到主存能够保存的 Hash表中,Hash表的每个桶对应一个计
数器,具有相同 Hash 值的数据项共用一个计数器.这些具有相同 Hash 值的数据项的频率使用同一计数器的值
进行估计,其估计的频率值与真实频率值之间会有一定的误差,基于 Hash的方法可以保证其估计的频率值误差
不超过一定的界限.在基于 Hash的方法中,Charikar等人提出了 Count Sketch方法[5],需要 O(k/ε2logN/δ)的存储
空间,以 1−δ的概率输出所有出现频率超过 1/(k＋1)的数据项;Cormode 等人提出了 groupTest 算法[6],算法的空
间复杂性降为 O(k(logk+log1/δ)logM);Jin 等人提出了 hCount 算法[7],hCount 算法使用 k 个相互独立的 Hash 函
数,每个 Hash 函数均将数据流的值域[0,M−1]映射到 m 个桶中,每个桶中保存一个计数器.当数据流到来一个数
据项,则用 k个 Hash函数对其哈希,更新相应的 k个计数器,然后使用 k个计数器中最小的值作为其频率的估计
结果.对于用户指定误差度ε和概率δ,hCount 算法使用 O(ε−1log(−M/logδ))的空间以 1−δ的概率满足查询结果ε-
近似的要求.基于Hash的方法均是(ε,δ)随机近似算法,其中多数算法需要知道数据流的值域范围,而数据流的值
域通常是未知的. 

抽样是另一种挖掘数据流频繁项的常用技术.Manku 和 Motwani 提出了一种确定的ε-近似算法——Lossy 
Counting算法[8].Lossy Counting算法的基本思想是:在主存中维护数据流的一个样本集合,每当数据流到来一个
数据项,若其值已经出现在样本集合中,则将相应的计数器加 1;否则,将新到的数据项以及该数据项此前在数据
流中出现频率的上界(估计值)加入到样本集合中.数据流每到来 1/ε个数据项,Lossy Counting 算法对样本集合
进行一次扫描,删除其中频率低于εN 的样本.Lossy Counting 算法的空间复杂度为 O(1/εlogεN).在同一篇文章
中,Manku和Motwani还提出了一种(ε,δ)随机近似算法——Sticky算法,该算法在O(1/εlogs−1δ−1)的空间内以 1−δ
的概率满足查询结果ε-近似的要求.Demaine 等人使用 k 个计数器,输出了出现频率超过 1/(k+1)的频繁项.但在
数据流数据分布未知的情况下,他们提出的算法不能给出输出结果频率值的误差范围[10].而本文提出的算法能
够保证输出结果的频率误差不超过(1−s+ε)N.在文献[11]中,Graham等人应用Lossy Counting算法解决了层次数
据流上的频繁项计算问题.Metwally等人解决了同时处理数据流频繁项查询和Top-k查询的问题[12].我们在表 1
中列出了目前主要的研究结果及其特点. 

Table 1  Algorithms for mining approximate frequent items of data stream 
表 1  挖掘数据流近似频繁项的算法 

Algorithm Frequency
error bound

Randomize 
or deterministic Space requirement Time 

for peritem Reference 

Lossy counting 
Sticky sampling

Count sketch 
groupTest 
hCount 

εN 
εN 
εN 
εN 
εN 

D 
R 
R 
R 
R 

O(ε−1logεn) 
O(ε−1logs−1δ−1) 
O(k/ε2log n) 
O(k(logk+log1/δ)logM)
O(ε−1log(−M/logδ)) 

O(logεn) 
O(1) 
O(k/ε2logn) 
O(logk) 
O( log(−M/logδ)) 

[8] 
[8] 
[5] 
[6] 
[7] 

本文提出了一种确定的ε-近似算法来挖掘数据流上的频繁项,算法的空间复杂度为O(ε−1),数据流每个数据
项的平均处理时间为 O(1).算法输出结果的频率误差界限为ε(1−s+ε)N. 

2   算法描述及分析 

文献[9,10]提出的方法基本一致,使用 1/s 个样本计算数据流中的频繁项.但是,他们的方法无法给出输出结
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果的频率误差,不能保证算法结果满足ε-近似的要求.本文受文献[9]算法思想的启发,提出一种计算确定ε-近似
频繁项的算法(以下记为 EC(efficient count)算法).EC算法需要用户预先指定误差度ε,而支持度 s由用户在发出
查询时给出,s可以是(ε,1)区间内的任意数值.算法固定保存数据流的 1/ε个样本,并随着数据流数据的不断到来,
以一定的原则动态地维护样本集合.在任意时刻,当用户查询支持度超过 s的频繁项时,EC算法利用样本集合给
出近似的查询结果.可以证明,EC算法满足查询结果ε-近似的要求.下面给出 EC算法的具体定义. 

2.1   算法描述 
EC 算法使用样本集合 D 保存 1/ε个样本,每个样本为一个 4 元组〈e,f,Ne,df〉,其中:e 是数据流中的一个数据

项;f和 df为两个计数器,具体含义下文中将作介绍;Ne为这个 4元组加入到样本集合 D时,数据流到来的数据项
个数.在任意时刻,令 N 表示当前数据流中到来的数据项个数. 

EC算法由 ECOUNT和 FQuery两部分组成.当数据流到来新的数据项时,ECOUNT算法负责维护样本集合
D;当用户发出频繁项查询时,FQuery算法负责输出查询结果.算法的详细描述如下所示: 

算法 1. ECOUNT. 
输入:样本集合 D,新到元组 e. 
输出:样本集合 D. 
1. N++; 
2. IF e在 D中 
3.       e对应的计数器 f++; 
4. ELSE 
5.       IF D不满 
6.             将〈e,1,N,0〉加到 D中 
7.    ELSE 
8.         WHILE D中没有 f==0的 4元组 DO 
9.     FOR D中的每个 4元组 DO 
10.       f−−;df++; 
11.     ENDFOR 
12.        ENDWHILE 
13.             删除 D中所有 f==0的 4元组,加入新的〈e,1,N,0〉 
14.       ENDIF 
15. ENDIF 
算法 2. FQuery. 
输入:样本集合 D,支持度 s. 
输出:频繁项. 
1. FOR D中每个 4元组〈e,f,Ne ,df〉 DO 
2.    IF f+df>(s−ε)N 
3.            输出〈e,f,Ne ,df〉 
4.   ENDIF 
5. ENDFOR 

ECOUNT 算法如下工作:初始时,样本集合 D 为空.当数据流到来一个数据项 e 时,若 e 已经在 D 中,则将 e
对应的 f计数器加 1;若 e不在 D中,但是 D不满,则在 D中加入一个新的 4元组〈e,1,N,0〉;若 e不在 D中,并且样
本集合 D 已满,则需要删除 D 中的一个(或几个)4 元组,ECOUNT 不断地将样本集合 D 中每个 4 元组的 f 计数
器同时减 1,与此同时,将每个 4元组的 df计数器加 1,直到集合 D中有 4元组的 f计数器等于 0为止,ECOUNT
算法删除 D 中所有 f 计数器为 0 的 4 元组,然后将新的 4 元组〈e,1,N,0〉加入到样本集合 D 中.在任意时刻,当用
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户查询支持度超过 s的频繁项时,FQuery算法输出样本集合 D中所有 f+df>(s−ε)N的 4元组,其中,f+df的值为算
法给出的数据项 e的出现频率.在下一节中,我们将证明 EC算法的正确性,并分析算法的空间和时间复杂性. 

2.2   算法正确性分析 

对于数据项 e,令£表示当前 e在数据流中出现的真实频率.令 S[i,j]表示数据流 S中第 i个与第 j个数据项之
间的所有数据项组成的数据集.令£e∈S[i,j]表示数据项 e在 S[i,j]中出现的真实频率.下面证明 EC算法的输出结果
满足ε-近似的要求,其中,引理 1的证明引自文献[9]. 

引理 1. 在当前时刻,数据流 S中没有出现在集合 D中的数据项 e,其真实频率£<εN. 
证明:∀e∈S−D,对于 e 在 S 中的每次出现,若当时 e∈D,则 ECOUNT 算法将 e 的 f 计数器加 1;若当时 e∉D,

则 ECOUNT算法将 e加入到 D中,并将其 f计数器设为 1.因此,e在 S中出现了£次,则 ECOUNT算法对其 f计
数器执行了£次加 1操作.在当前时刻,e∉D则说明ECOUNT算法对 e的 f计数器执行了£次减 1操作(否则, e∈D).
由于 ECOUNT算法只有在集合 D满的情况下才会对 f计数器执行减 1操作,因而在 e执行减 1操作的同时,样
本集合 D中其他 1/ε−1个数据项 f计数器也执行了减 1操作.故 ECOUNT算法至少执行了£×1/ε次减 1操作,则
可知£×1/ε<N,£<εN. □ 

引理 2. 对于 D中的每个 4元组〈e,f,Ne,df〉,f+df的值为数据项 e在 S[Ne,N]中出现的真实频率,即 
f+df=£ . ],[ NNSe e∈

证明:由 ECOUNT 算法的定义可知,4元组〈e,f,Ne,df〉在 Ne时刻加入到集合 D中.对于数据项 e 在 S[Ne,N]中
的每次出现,ECOUNT 算法都将 e 的 f 计数器加 1.而在此期间,ECOUNT 算法对 e 的 f 计数器执行减 1 操作的 
次数为 e的 df值.所以,f+df=£ . □ ],[ NNSe e∈

引理 3. 对于 D中的每个 4元组〈e,f,Ne,df〉,其 f+df<=£. 
证明:由引理 2可知. □ 
引理 4. 对于 D中的每个 4元组〈e,f,Ne,df〉,其 f+df>£−εN. 
证明:任给 D中的一个 4元组〈e,f,Ne,df〉,由 ECOUNT算法的定义可知:Ne为这个 4元组加入到 D时,数据流

到来的数据项个数.数据项 e 在 S 中出现的真实频率等于 e 在 S[1,Ne]中出现的真实频率加上 e 在 S[Ne,N]中出 
现的真实频率,即£=£ +£ .由引理 2 可知,f+df=£ .在 N],1[ eNSe∈ ],[ NNSe e∈

],1[ eNS e

],[ NNSe e∈ e时刻,集合 D 中没有 e 出现,由引理 1

可知,£ <εN],1[ eNSe∈ e.所以,£=£ +£ <f+df+εNe∈ ],[ NNS e∈ e.又由 Ne<=N可知,£<f+df+εN,即 f+df>£−εN. □ 

定理 1. EC算法的输出结果满足ε-近似的要求. 
证明:下面证明 EC算法输出结果满足ε-近似的 3点要求: 
(1) 所有真实频率超过 sN的数据项均输出. 
由引理 1 可知:所有真实频率超过εN 的数据项均在 D 中,则所有真实频率超过 sN 的数据项一定在 D 中.

对于每个真实频率超过 sN的数据项 e,£>sN,则£−εN>(s−ε)N.由引理 4可知,f+df>£−εN,故 f+df>(s−ε)N.FQuery算
法输出了所有 f+df>(s−ε)N的数据项,所以,真实频率超过 sN的数据项均被输出. 

(2) 所有真实频率低于(s−ε)N的数据项均不输出. 
对于 D中每个真实频率低于(s−ε)N的数据项 e,即£<(s−ε)N,由引理 3可知,f+df<£,故 f+df<(s−ε)N,由 FQuery

算法的定义可知,这样的数据项没有输出. 
(3) 算法估计的频率值与真实频率的误差小于εN. 
由引理 3和引理 4可知:£−εN<f+df<=£,其中,f+df为算法估计的频率值.  
综上,EC算法的输出结果满足ε-近似的要求.  □ 

2.3   算法复杂性分析 

下面分析 EC算法的空间和时间复杂性. 
定理 2. EC算法的空间复杂度为 O(ε−1),数据流每个数据项的平均处理时间为 O(1). 
证明:显然,EC算法的存储开销为 O(ε−1).下面分析数据流每个数据项的平均处理时间.我们使用 Hash 方法
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来存储样本集合 D,可以证明数据流每个数据项的平均处理时间为 O(1).当数据流每到来一个数据项 e时,EC算
法执行的操作有两种: 

(1) 插入操作 
插入操作又有两种可能.一种是 e 已经在样本集合 D 中,此时,需要将 e 所对应的计数器 f 加 1,则该操作的

处理时间为 O(1);另外一种可能是 e不在样本集合 D中,此时,需要在样本集合 D中加入 e,并将其计数器 f的值
置为 1,该操作的处理时间也为 O(1). 

(2) 删除操作 
并不是每个数据项的到来 EC算法均需执行删除操作,只有在新来的数据项不在样本集合D中并且D是满

的情况下,EC 算法才需要执行删除操作.这里,我们应用平摊分析的思想,先分析到目前为止,EC 算法执行删除
操作总的时间开销,然后分析平摊到每个数据项上的删除操作的时间开销.设当前数据流到来的数据项总的个

数为 N,由于每个新数据项 e的到来均会令 EC算法执行一次 e.f++操作∗,则 EC算法执行总的 f++操作的次数为
N.由 EC 算法的定义可知,EC 算法执行总的 f−−操作次数一定小于等于其执行总的 f++操作的次数.因此,EC 算
法执行 f−−和 df++操作的总次数之和小于等于 2N.执行一次 f−−(或者 df++)操作的时间开销为 O(1),故 EC算法
执行删除操作总的时间开销为 O(2N),即 O(N).平摊到数据流 N个数据项上,则每个数据项平均处理删除操作的
时间开销为 O(1). 

由上述(1),(2)可知,数据流每个数据项的平均处理时间为 O(1). □ 

2.4   算法误差分析 

在引理 4 中,我们证明了对于 D 中的每个样本〈e,f,Ne,df〉均有£−(f+df)<εNe,f+df 为 EC 算法输出的 e 在数据
流中的出现频率.因此,对于 FQuery 输出的每个数据项 e,其估计频率与真实频率的误差小于εNe,如果εNe<1,则
可断定 EC算法给出的频率就是 e在数据流中出现的真实频率. 

定理 3. 给定支持度 s,在 EC算法的输出结果中,算法给出的每个数据项 e的频率与其真实频率的误差小于
ε(1−s+ε)N. 

证明:由 FQuery的定义可知,对于 FQuery输出的每个数据项 e,均有 f+df>(s−ε)N.而 f+df为 e在 S[Ne,N]中出
现的真实频率,则必有 N−Ne>=f+df,因而 N−Ne>(s−ε)N,即 Ne<(1−s+ε)N.由引理 4 的证明可知,£−(f+df)<εNe.因此, 
£−(f+df)<ε(1−s+ε)N. □ 

由于 s远大于ε,因此,ε(1−s+ε)N<εN.目前,在已有的挖掘数据流频繁项的近似算法中,对于给定的ε,其输出结
果的频率误差范围为εN.而定理 3 说明,EC 算法输出结果的频率误差范围为ε(1−s+ε)N,算法输出结果频率值的
精度更高. 

3   实验结果及分析 

我们使用模拟数据集和真实数据集对 EC算法的性能进行了测试.在已有的研究工作中,Lossy Counting算
法是确定的ε-近似算法 ,hCount 算法在几种(ε,δ)随机近似算法中性能是最好的 .因此 ,我们也实现了 Lossy 
Counting 算法[8]和 hCount 算法[7]与本文提出的 EC 算法进行比较.算法使用 C 语言实现,实验在 PC 机上运
行,CPU主频为 3GHz,内存为 512MB. 

3.1   模拟数据集实验 

本文提出的 EC 算法不受数据分布的影响,算法的空间开销只与误差度ε有关,而 Lossy Counting 算法的空
间开销与误差度ε和数据分布均有关.因此在实验中,我们测试了在误差度和数据分布变化情况下 3 种算法的性
能.实验使用 3 个指标来衡量算法的性能:算法内存开销、算法平均处理时间和算法输出结果频率的绝对误差.

 
∗ 若 e不在样本集合 D中,则 EC算法将其加入到样本集合 D中,并将其频率值 f置为 1,仍可看作 f的值由 0变为 1,执行了一次

f++操作. 
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在模拟数据实验中,我们生成了 4 组不同参数的 zipf 分布的数据集作为实验数据.每个数据集的值域均为
[1...10000],数据集大小为 1 000 000个数据项.由于 hCount算法是(ε,δ)随机近似算法,实验中δ取值为 0.01. 

在实验 1中,我们考察了在数据分布变化的情况下 3种算法的存储开销.实验结果如图 1所示.实验中,误差
度ε分别取 0.1%和 0.2%.实验结果说明,本文提出的 EC 算法内存开销最小,而 Lossy Counting 算法的空间需求
小于 hCount算法.hCount算法和 EC算法的内存开销只与误差度ε有关,与数据分布无关.在误差度ε取值相同的
情况下,hCount算法的内存开销远大于 EC算法.在最坏情况下,Lossy Counting算法空间复杂度为ε−1logεn,但是,
这种情况并不经常出现.实验结果表明,当数据集服从 zipf 分布时,Lossy Counting 算法的内存开销要低于
hCount算法.图 1的实验结果同时说明,当误差度ε取值越小时,3种算法需要的内存空间就越大. 
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(a) ε=0.1%                                         (b) ε=0.2% 

Fig.1  The effect of varying data distribution on the algorithms’ space requirement 
图 1  变化的数据分布对算法存储开销的影响 

在实验 2中,我们考察了在数据分布变化情况下 3种算法的平均处理时间.实验结果如图 2所示.实验中,误
差度ε分别取 0.1%和 0.2%.实验结果表明,每个数据项的平均处理时间也是 EC算法最低,而 hCount算法要好于
Lossy Counting算法.hCount算法的处理时间与数据分布无关,而随着 Zipf参数的增大,Lossy Counting算法和
EC算法的处理时间均呈下降趋势.这是因为 Zipf参数越大,数据集的偏斜度就越大,Lossy Counting算法和 EC
算法执行删除操作的时间开销变小,因而平均处理时间就会降低.3 种算法的处理时间均与误差度ε有关,ε取值
越小,算法的平均处理时间越大. 
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(a) ε=0.1%                                     (b) ε=0.2% 

Fig.2  The effect of varying data distribution on the algorithms’ processing time 
图 2  变化的数据分布对算法处理时间的影响 

在实验 3 中,我们测试了 3 种算法输出结果频率的绝对误差.图 3 给出的是每种算法输出结果中最大的频
率误差.Lossy Counting算法和 EC算法输出结果频率的绝对误差很小,远远低于 hCount算法;而 Lossy Counting
算法的绝对误差略高于 EC算法.随着 Zipf参数的增大,数据集的偏斜度也增大,因而 3种算法的绝对误差变小.
实验结果表明:误差度ε取值越小,算法输出的频率值误差就越小.这与理论分析的结果是一致的. 
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(a) ε=0.1%                                          (b) ε=0.2% 

Fig.3  The effect of varying data distribution on the results’ frequency error 
图 3  变化的数据分布对算法输出结果频率误差的影响 

3.2   真实数据集实验 

在真实数据实验中,我们使用了 1998 年世界杯官方网站的访问日志作为实验数据[13].这份日志记录了在
1998年世界杯比赛期间,世界杯官方网站的所有访问请求(共计 1 352 804 107个).每个访问请求包括访问时间、
源 IP地址、访问页面的 ID等 8个属性,我们提取了其中的访问页面 ID作为实验数据.通过挖掘访问页面的频
繁项,可以了解世界杯期间哪些页面是最热的. 

由于 hCount 算法的空间开销和频率误差远大于 Lossy Counting 算法和 EC算法,因此在真实数据实验中,
我们只对 Lossy Counting算法和 EC算法进行了测试.我们提取了 200万个访问页面 ID作为实验数据.真实数
据集的实验结果说明:EC 算法的内存需求低于 Lossy Counting 算法;EC 算法的平均处理时间略低于 Lossy 
Counting算法;EC算法输出结果的频率误差也要低于 Lossy Counting算法.整体而言,EC算法的性能优于 Lossy 
Counting算法(如图 4、图 5所示). 
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Fig.4  Algorithms’ space requirement 
图 4  算法的空间开销 
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Fig.5  Algorithms’ processing time 
图 5  算法的处理时间 
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4   总  结 

挖掘数据流的频繁项是一个具有挑战性的问题.在数据流处理模型下,算法只能一遍扫描数据,并且可用的
存储空间非常有限.本文提出了一种确定的ε-近似算法——EC 算法.算法的空间开销为 O(ε−1),数据流每个数据
项的平均处理时间为 O(1).在目前已有的研究结果中,本文算法的空间复杂度和时间复杂度均为最低.理论分析
和实验结果表明,本文算法在输出结果的精度上也优于同类算法. 
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