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Abstract: Because the end-point parameters of an electric arc furnace(EAF) are affected by both quantitative fac-

tors and non-quantitative factors, we combine the grey Markov model with support-vector-machines(SVM) to produce a

grey Markov--SVM prediction model for estimating the end-point parameter values of an EAF. The effects from the non-

quantitative factors on the prediction values of end-point parameters are reflected by the grey Markov model; while the

effects from the quantitative inputs are reflected by the SVM. The GM(1,1) model that reflects non-quantitative factors is

established firstly, and then, its prediction values are revised by the Markov chain. Because the effect from the quantitative

inputs can not be reflected by the greyMarkov model, the grey Markov-model is certainly not free from prediction errors

from the quantitative inputs. These prediction errors are compensated by the SVM model with parameters optimized by

particle swarm optimization(PSO) algorithm. The final prediction values of the end-point parameters in EAF are thus ob-

tained. Meanwhile, the rolling forecasting is realized. Experiments show that the grey Markov--SVM model has the best

prediction precision in comparison with the grey SVM model or the Markov--SVM model.

Key words: end-point prediction; grey Markov model; support-vector-machines; particle swarm optimization; electric

arc furnace
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2007�, ������
�	��������

�������[5]. 	���������	


���	�
�	���������, ����

���������,������.

����GM(1,1)
����������

���
��, �����������

�, �	GM(1,1)���������, ���.

GM(1,1)�������������
���,

���������������, �
��

������

���. ����(Markov)��

�
����������	�����
��

�,�Markov�������������,
��

����(greyMarkov)��������GM(1,1)�

�������
�������������

��, �GM(1,1)�������������

�������	����, �

����

��������, 	����	������

(greyMarkov)����������������

�.

�����[6](SVM)�����������

	����.��
,�SVM��������

����������������.

�	���, ���GreyMarkov�SVM��

�,��GreyMarkov–SVM��, ��GreyMarkov�

������������	�����;

SVM����������	�����. 
�

GreyMarkov��������������

�	�����������, 	�������

�������,��GreyMarkov�������

���. 
���������
�������

SVM������,��	�����	SVM��

�����,��
������������.

2 ������EAF���������������������(The effect fac-

tors of end-point parameters of EAF)
�����������	��	�����

��, ������������, 
	���

��,��������,��EAF�����

������. ��EAF��������
��

��	�����.������
:������

�	������������������

	������	�������������

�����������		���	��. ��

���
:������������
���	



����, ��������������

�
������.
����������,
�

������	���	���	������

�������,	����������	��

����������	��.��������

	�����,��3�GreyMarkov–SVM����


�������������, �������

,	�	������.

3 ���������������������������������(End-point pa-

rameters prediction model of EAF)
3.1 ��� ��� ��� ��� ��� ��� ��� ��� ��� ���GM(1,1)(The

GM(1,1) model with non-quantitative factors)
���������, 	�	���	��


yT(i), yC(i), yP(i), i = 1, 2, · · · , n�	����


y(0)(i), ������	���		���

GM(1,1)��[7]. �������:

1)�����
:

y(0) = {y(0)(1), y(0)(2), · · · , y(0)(n)}. (1)

	y(0)(i)����,
�

y(1) = {y(1)(1), y(1)(2), · · · , y(1)(n)}. (2)

�� y(1)(k) =
k∑

i=1

y(0)(i), k = 1, 2, · · · , n.

2) ������, �����������

�:

dy(1)

dt
+ ay(1) = u, (3)

���y(1)(i)�
y(1)(i)�����.

y(1)(i + 1) = |y(1)(1) − u

a
|e−ai +

u

a
. (4)

3)	����[a u]T������,
�

[a u]T = (BTB)−1BTY. (5)

��:

B =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎣

−1
2
[y(1)(1) + y(1)(2)] 1

−1
2
[y(1)(2) + y(1)(3)] 1

...
...

−1
2
[y(1)(n − 1) + y(1)(n)] 1

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎦
,

Y = [y(0)(2) y(0)(3) · · · y(0)(n)]T.

4) ��(5)���������, �����

�����y(1)(i).
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5)���	
�y(1)(i)��(6)����
	,

��
�y(0)(i)����y(0)(i),�������

		�	���GM(1,1)�����.

y(0)(i + 1) = y(1)(i + 1) − y(1)(i). (6)

3.2 ������������������������������������������(The grey

Markov model with non-quantitative factors)

��������[8] (greyMarkov) �
��

GM(1,1)����, 	�	������
��

���,��	�����,����
n��

���,
n����������,�����

���. 
����������������	

����,����������,�������

������.�������:

1)��������,	�	����	��

��

e(i) = y(0)(i) − y(0)(i), i = 1, 2, · · · , n. (7)

��: y(0)(i)
������,	�	���	�

�, y(0)(i)
������,	�	���GM(1,1)

������.

2) ����������������y(0)(i)

��,��	�����,����
n��

�,����	�
:

⊗i = [⊗̃1i, ⊗̃2i], ⊗̃ ∈ ⊗i, i = 1, 2, · · · , n,

⊗̃1i = y(0)(i) + Ai, ⊗̃2i = y(0)(i) + Bi.
(8)

��: ⊗i–—�����; Ai, Bi—–��
���

����������.

��⊗̃1i	⊗̃2i
����, �������n�

	��Ai 	Bi���������y(0)(i)�	
�����.

3)���������

P (m) =

⎡⎢⎢⎢⎢⎣
P11(m) P12(m) . . . P1n(m)
P21(m) P22(m) . . . P2n(m)

...
...

...

Pn1(m) Pn2(m) . . . Pnn(m)

⎤⎥⎥⎥⎥⎦ . (9)

��: Pij(m) =
Mij(m)

Mi

, i = 1, 2, · · · , n. Pij(m)


��
��⊗i
�m������⊗j��,

Mij(m)

��⊗i
�m������⊗j���

����, Mi
����⊗i�������.

4)�������������������

�:

y∗=
∑|1

2
(⊗̃1i+⊗̃2i)pij|=y(0)(i)+

∑|1
2
(Ai + Bi)pij|.

(10)

������[9](Markov)�
�������

�,	�	���	�����
�����,�

������������	����, �e(i) =
y(0)(i) − ŷ, i = 1, 2, · · · , n, ��y(0)(i)
����
����	��, ŷ
�������	����

�. ���ŷ 
��, ��	�����, ��

�����������, ���������	

����,����������,�������

�������.


�������������	
�	�	

���,���	�����(RMSE),����:

RMSE =

√√√√ n∑
i=1

(x
i
− x̂i)2

n
. (11)

��: xi�	��, x̂i����, n����, RMSE	

�	����������.

�	������
����, �����

���GM(1,1)��, Markov��	greyMarkov��

�����	1	�. RT, RC, RP��	��,

	�	��������(RMSE).

� 1 3��������

Table 1 Prediction precision of three models

RMSE GM(1,1) Markov greyMarkov

RT 14.4458 1.5499 1.4306

RC 0.1097 0.0119 0.0103

RP 0.0042 0.0004 0.0003

3.3 ��������������� PSO--SVM ���������������(The

PSO--SVM modelling with quantitative factors)
���	SVM��������������

����.

�������
:

Δy(i) = y0(i) − y∗(i). (12)

��: y0(i)
��������	��, y∗(i)
�
����������������, ΔT , ΔC,

ΔP��
����	���		�����. �

�	�����[10](PSO)	���������.

3.3.1 ���  ���  ��� ��� ��� ��� ��� (Least squares

support-vector-machines)

������������, �����

, ���	LS--SVM[11]�����������

�������.�	�����������

��������:

min
ω,b,e

J∗ =
1
2
ωTω +

1
2
γ

l∑
k=1

e2
k,
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s.t.Δy(k)=ωTϕ[x(k)]+b+ek, k=1,· · ·, l. (13)

��: x(k)
�����,
����������

�		���; Δy(k)��x(k)	������
��ΔT ,	�����ΔC,	�����ΔP ; ω

	����	; ek	�
���;��γ ����

��,	����		
��������; ϕ


�����,	������	������	�.

��Lagrange��
:

L = J∗ −
l∑

k=1

αk{ωTϕ[x(k)] +

b + ek − Δy(k)}. (14)

��αk
Lagrange�. �KTT
�:⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

∂L

∂ω
= 0 ⇒ ω =

l∑
k=1

αkϕ[x(k)],

∂L

∂b
= 0 ⇒

l∑
k=1

αk = 0,

∂L

∂ek

= 0 ⇒ αk = γek,

∂L

∂αk

= 0 ⇒ ωTϕ[x(k)] + b + ek − Δy(k) = 0.

(15)

	�k = 1, 2, · · · , l�
ω	e,
�����:[
0 1T

ρ

1ρ ZZT + γ−1 1

][
b

α

]
=

[
0
γ

]
. (16)

��: 1ρ = [1 · · · 1]T, Z = [ϕ(x1) · · · ϕ(xl)]T,

γ = [Δy(1) · · · Δy(l)]T, α = [α1 · · · αl]T.

	�����α	b,
�
�����:

Δy(x) =
l∑

k=1

αkΦ(x)TΦ[x(k)] + b. (17)

�	������, ���� K[x, x(k)] =
ϕ(x)Tϕ[x(k)],��������
:

Δy(x) =
l∑

k=1

αkK[x, x(k)] + b. (18)

���	RBF���,��:

K[x, x(k)] = exp(− ‖ x − x(k) ‖2 /2σ2). (19)

	�LS--SVM��������
�,����

�γ	�
σ���	�������
�


���,

�������
����,���


	
�������.

3.3.2 ������������������������������������������(Parame-

ters optimization of SVM based on particle

swarm optimization algorithm)
�������
N ,�������	��

������
Xi,����
Vi,���	�

�	���	����
:

Vi(t + 1) = ωVi(t) + c1rand1(t)(Pibest(t) −
Xi(t)) + c2rand2(t) ×
(Pgbest(t) − Xi(t)), (20)

Xi(t + 1) = Xi(t) + Vi(t + 1). (21)

�����,��������Xi�����

�����Pibest �	���������Pgbest�

�������
�, ��	���	��


���	���������		�������

��.

3.3.3 PSO--SVM���������������������(The modelling

procedures of PSO--SVM)
������ 1 ��������90�
��,��

���	
�(12)Δy(i) = y0(i)− y∗(i)
����
�����Δy(i)��	,���60������


����X , �30������
����Xt, �

�60������	���60���������


����Y , �30������	���30��

�������
����Yt.

������ 2 ���PSO�SVM. ������

�C1	C2�����ω����iter������

��Tmax,������γ	���σ�	��


����[γ, σ], �������
20���, �

�
2. 
���������popul	�vel.

������ 3 �����X�����Y�
��


�[γ, σ]����LS--SVM,��LS--SVM��,��

����X ��LS--SVM��, 
����Ytr. �

������fitness =
n∑

i=1

(Ytr − Y )2/2. 
��

�����������ibestfit.

������ 4 �
��
�����popul�
�

����ibestpos, ����������

�min(ibestfit), �
��������gbestfit, ��

��������	�����gbestpos.

������ 5 ���������	��	�

��	��,	����	�������	,�

���	������	.

������ 6 ��	����[γ, σ]�����X��

���Y��LS--SVM, ��LS--SVM��, ���

���X��LS--SVM��, 
����Ytr1. 
�

���fitness =
n∑

i=1

(Ytr1 − Y )2/2������

�������xbestfit.

������ 7 ������,���������

�xbestfit������������ibestfit��
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�, ����������������
���

�����ibestpos.

������ 8 ��������������ibestfit

�	�����������gbestfit
�,����

������������
	��������

gbestpos.

������ 9 	����iter��������

�Tmax ,���,�����,��������

�	�����gbestpos . ����, �����

�3�����.

������ 10 ��������gbestpos�[γ, σ]��
� � �X�� � � �Y� �LS--SVM, � �LS--

SVM��. ������Xt ��LS--SVM, 
��

��Ytr2. Ytr2�
������,	�	����

����.

������ 11 
�(12)��, ��������

��(ΔT , ΔC, ΔP ) = ��������	�
�y(0)(i)−���������y∗(i), 	����

��������=������������

�Ytr2+����������y∗(i).

4 			���������(Simulation)
�	��70 t���	������90�
�

�, 	�������������. ��60�

�	������greyMarkov--SVM�����,

�30��	�������. 
������

, �	������, ���	�60����,

	�61�����, ��
��1���, ��

��61��	����	������, 	

�62�����, ����, �	��30����.

������	�������, ����

���������, �����������

�
������.

4.1 			���������������(The prediction result of experi-

ment)

���	�� GM(1,1)--SVM ���Markov--

SVM��	greyMarkov--SVM��	������

,	�	������,������1	�.

� 1 �����������

Fig. 1 Prediction result of end-point parameters of EAF

4.2 			


������������������(The contrast of prediction

result analysis)
������(RMSE)�
������, �

�����GM(1,1)--SVM���Markov--SVM�

��greyMarkov--SVM��������. ���

�����|ΔT| � 5◦C, |ΔC| � 0.035%, |ΔP| �
0.001%�, �����
����, ����

���. 	2
��GM(1,1)--SVM���Markov--

SVM���greyMarkov--SVM������


���. 	3

3�������
���.

HT�HC�HP��	��,	�	������.

	
	2�	3	�����	���, ��

����: 1) GM(1,1)--SVM�������

�, 
����, 	������greyMarkov--

SVM������������
	���.

2) greyMarkov--SVM������
Markov--
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SVM��������, 	��	GM(1, 1)��

������
�����, ������	�

��������	���
�����, ��

����	������. 3)�������


�, greyMarkov--SVM������������

	������.

� 2 3����������

Table 2 Prediction precision comparison of

three models

RMSE GM(1,1)--SVM Markov--SVM greyMarkov--SVM

RT 26.176 2.985 1.9303

RC 0.2245 0.018749 0.014843

RP 0.0074811 0.00060803 0.00058521

� 3 3���������

Table 3 Hit rate comparison of three models (%)

��� GM(1,1)--SVM Markov--SVM greyMarkov--SVM

HT 3 90 97

HC 13 93 97

HP 17 90 93

5 ������(Conclusion)
�����greyMarkov--SVM�������

����	�����	�������. ��

������, ��GM(1,1)����	Markov

���������	������,��	grey

Markov��; ����������, �	SVM

���	PSO���������, �
�
�

������.

	�	�	�, ���greyMarkov--SVM��

��������
���	�
�	���,

��������, 
����������

������	�	���.
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