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摘　要：在搜集缺陷预测数据集的时候，由于考虑了大量与代码复杂度或开发过程相关的度量元，造成数据集
内存在维数灾难的问题。借助基于搜索的软件工程思想，提出一种新颖的基于搜索的包裹式特征选择框架

ＳＢＦＳ。该框架在实现时，首先借助ＳＭＯＴＥ方法来缓解数据集内存在的类不平衡问题，随后借助基于遗传算法的
特征选择方法，基于训练集选出最优特征子集。在实证研究中，以ＮＡＳＡ数据集作为评测对象，以基于前向选择
策略的包裹式特征选择方法ＦＷ、基于后向选择策略的包裹式特征选择ＢＷ、不进行特征选择的Ｏｒｉｇｉｎ作为基准
方法。最终实证研究结果表明：ＳＢＦＳ方法在９０％的情况下，不差于 Ｏｒｉｇｉｎ法；在８２．３％的情况下，不差于 ＢＷ
法；在６９．３％的情况下，不差于ＦＷ法。除此之外，若基于决策树分类器，则应用ＳＭＯＴＥ方法后，可以在７１％的
情况下提高模型性能。而基于朴素贝叶斯和Ｌｏｇｉｓｔｉｃ回归分类器，则应用ＳＭＯＴＥ方法后，仅可以在４７％和４３％
的情况下，提高模型的预测性能。
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　引言

软件缺陷预测［１～３］是当前软件工程数据挖掘领域［４］的一

个研究热点。软件缺陷预测通过分析软件历史仓库，构建缺陷

预测模型，来预先识别出被测项目内的潜在缺陷程序模块，通

过将更多测试资源优先分配到这些程序模块，可以达到优化测

试资源分配，提高软件产品质量的目的。但在搜集缺陷预测数

据集时，若考虑多个度量元（ｍｅｔｒｉｃｓ），则容易造成数据集存在
维数灾难（ｃｕｒｓｅｏｆｄｉｍｅｎｓｉｏｎａｌｉｔｙ）问题，即数据集内会含有无
关特征和冗余特征。特征选择［５，６］是一种有效方法，可以尝试

识别并移除特征空间中的无关特征和冗余特征，最终达到降低

数据集的维数、缩小训练集的规模、缩短训练时间以及提高分

类器的性能。

特征选择方法在研究时主要存在两个难点：

ａ）特征交互问题。该问题是指特征之间存在两两交互、
三三交互甚至更高强度的交互。一方面，一个特征可能与类标

的关联度不大，但如果该特性与其他特征存在互补关系，则可

以显著提升分类器的性能，因此，移除这类特征会造成选出的

特征子集并不是最优的。另一方面，某一特征虽然与类标存在

很强的相关性，但若与其他特征放在一起时，可能会具有一定

冗余性，因此会造成分类器性能的下降。

ｂ）搜索空间大。搜索空间会随着特征数的增加呈指数级
增长（即相对于ｎ个特征，其可能的特征子集数为２ｎ个）。在
大部分情况下，搜索所有可能的子集是不可行的。

目前常见的特征选择方法可以简单分为包裹式方法和过

滤式方法。其中包裹式方法借助预先指定的分类器的预测精
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度来决定选择出的特征子集，虽然可以取得更高的预测精度，

但以增加计算开销为代价。而过滤式方法则根据数据集的特

征完成特征的选择，因此与选择的分类器无关，通用性更好且

计算开销较小，但精确度并不保证。

研究人员对软件缺陷预测特征选择方法展开了初步的探

索。Ｍｅｎｚｉｅｓ等人［７］和 Ｓｏｎｇ等人［８］提出的通用缺陷预测框架

中，均包含了包裹式特征选择方法，该方法在特征子集搜索时

考虑了两种不同的搜索策略，即前向选择策略和后向选择策

略。Ｇａｏ等人［９］针对一个大规模遗留电信软件系统，将特征选

择方法应用到缺陷预测中，并考虑了多种过滤式特征选择方

法。Ｋｉｍ等人［１０］对基于代码修改的软件缺陷预测问题展开研

究，通过分析源代码、代码修改和修改日志，抽取出大量与代码

修改相关的特征。但 Ｓｈｉｖａｊｉ等人［１１］发现：上述方法构造出的

数据集含有过多的特征（实证研究对象包含的特征数为６１２７
～４１９４２个），即存在明显的维数灾难问题。因此他们考虑了
多种不同的过滤式特征选择方法来缓解上述问题。Ｌｉｕ等
人［１２］提出了一种基于聚类分析的过滤式特征选择方法 ＦＥ
ＣＡＲ。该方法首先基于特征间的相关性将原有特征集进行聚
类分析。随后根据特征与类间的相关性从每个聚类中选出相

关性高的特征。他们［１３，１４］接着进一步提出一种两阶段数据预

处理框架，以通过同时解决维数灾难和类不平衡问题来提高缺

陷预测数据集质量。该框架同时考虑了基于聚类分析的过滤

式特征选择方法和随机欠采样的类不平衡学习方法。

与上述研究工作不同，本文拟借助基于搜索的软件工程

（ｓｅａｒｃｈｂａｓｅｄｓｏｆｔｗａｒｅｅｎｇｉｎｅｅｒｉｎｇ，ＳＢＳＥ）思想［１５］，提出一种有

效的基于搜索的包裹式缺陷预测特征选择框架 ＳＢＦＳ。ＳＢ
ＳＥ［１５］思想最早由Ｈａｒｍａｎ等人提出，并逐渐成为软件工程领域
中的一个热点研究方向。该方向借助基于搜索的方法（即元

启发式搜索算法）对软件工程中的组合优化问题进行求解。

目前ＳＢＳＥ已经成功应用于软件项目开发的各个阶段，包括需
求分析、项目规划、项目维护和逆向工程等。ＳＢＳＥ日益得到越
来越多的研究人员的关注，因为在搜索空间规模较大，甚至存

在多个相互竞争／冲突目标的情况下，ＳＢＳＥ能够提供自动化／
半自动化的解决方案。

本文提出了一种新颖的基于搜索的包裹式缺陷预测特征

选择框架ＳＢＦＳ；基于来自实际项目的缺陷预测数据集，以ＡＵＣ
作为性能评测指标，以决策树、朴素贝叶斯和Ｌｏｇｉｓｔｉｃ回归这三
种分类器作为模型的构建方法。
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框架及实现

图１是ＳＢＦＳ的整体执行过程。该方法首先基于训练集尝
试选出一个最优特征子集。随后根据选出的特征子集，对训练

集和测试集进行预处理（即仅保留选中的特征），并形成预处

理后的训练集ｔｒａｉｎ′和预处理后的测试集ｔｅｓｔ′。最后借助特定
的分类器（例如决策树），基于训练集ｔｒａｉｎ′训练出模型Ｍ，并基
于测试集ｔｅｓｔ′得到模型的预测性能。
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由于软件缺陷在被测项目内部的分布存在类不平衡问题，

即大部分缺陷都集中存在于少数程序模块之内，所以搜集到的

缺陷预测数据集存在明显的类不平衡问题，即缺陷模块（少数

类）的数量要远远少于无缺陷模块（多数类）的数量。所以在

本文提出的ＳＢＦＳ框架中考虑了类不平衡学习方法［１６］。其具

体框架如图２所示。该框架包括两个阶段，首先在第一阶段，
借助类不平衡学习方法对训练集进行预处理，随后在第二阶

段，借助基于遗传算法的特征选择方法来尝试选出最优特征子

集。该框架具有一定的扩展性，在第一阶段，可以考虑其他类

不平衡学习方法，如欠采样法、过采样法等。在第二阶段，则可

以考虑其他元启发式搜索算法，如粒子群优化、蚁群算法等。

!"#$

%&

'()*

+,)-

./012&3

45678&

9:;

45

<;

!"#!

%=

>

$ !"%!

?@A>

"


"

　
-A+-

的第一阶段

类不平衡学习［１６］是目前学术界和工业界的一个关注热

点。存在类不平衡问题的场景包括搜索引擎的点击预测、电子

商务领域的商品推荐、信用卡欺诈检测、网络攻击识别等。

已有解决方法可简单分为两类：一类是从调整数据集中的

类分布角度出发，经典方法包括随机过采样、随机欠采样和

ＳＭＯＴＥ（ｓｙｎｔｈｅｔｉｃｍｉｎｏｒｉｔｙｏｖｅｒｓａｍｐｌｉｎｇｔｅｃｈｎｉｑｕｅ）方法［１７］；另一

类从修改学习算法的角度出发，即通过修改算法的训练过程，

使得学习算法可以针对少数类取得更好的预测精度，典型方法

包括代价敏感的学习方法。本文在实现 ＳＢＦＳ的第一阶段时，
考虑了ＳＭＯＴＥ方法［１７］，该方法通过对训练集的少数类的实例

进行插值，来产生额外的少数类实例。
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的第二阶段

本文在实现ＳＢＦＳ的第二阶段时，考虑采用遗传算法这一
经典的元启发式搜索方法。针对软件缺陷预测特征选择这一

问题，其方法流程如图３所示。首先初始化种群，随后读取每
个染色体对应的特征子集，并根据适应值函数计算出每个染色

体的适应值，然后依次执行选择算子（ｓｅｌｅｃｔｉｏｎｏｐｅｒａｔｏｒ）、交叉
算子（ｃｒｏｓｓｏｖｅｒｏｐｅｒａｔｏｒ）和变异算子（ｍｕｔａｔｉｏｎｏｐｅｒａｔｏｒ）后，不
断基于上一个种群形成新的种群。若满足种群演化的终止准

则，则返回当前种群中的最优解。种群在演化时，若达到指定

的代数或种群提前收敛，则满足终止准则并停止种群演化。

在种群初始化的时候，假设种群规模为 ｐｏｐＮｕｍ（即含有
ｐｏｐＮｕｍ个染色体），其中每个染色体为ｎ比特串（假设数据集
含有ｎ个特征）。若第ｉ个比特取值为１，则表示对应的第ｉ个
特征被选择，否则比特取值为０。假设有５个特征｛ｆ１，ｆ２，ｆ３，ｆ４，
ｆ５｝，则初始种群可能为｛００１００，１００１０，１０１１０｝。其含义是该初
始种群共包括三个染色体，这三个染色体对应的特征子集分别

为｛ｆ３｝，｛ｆ１，ｆ４｝，｛ｆ１，ｆ３，ｆ４｝。本文在选择算子的设置时，每一
次会从上一个种群中选出适应值最高的染色体，并重复一份放

入下一个种群中。交叉算子在设置时，会每次从上一种群中，

随机选择两个染色体，并随机确定交叉点，然后进行交叉并形

成两个新的染色体。假设交叉算子随机选出两个染色体，分别

是００１００和０１１０１，并随机确定第三位为交叉点并完成交叉操
作，最终会形成两个新的染色体，分别是００１０１和０１１００。变异
算子在设置时，会随机选择一个染色体，并随机确定变异点，然

后进行变异（即将１变异为０，或者将０变异为１）。假设变异
算子随机选出一个染色体为０１１１０，并随机确定第三位为变异
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位，因为当前染色体的第三位取值为１，则应用变异算子后，该
值将变为０，并形成一个新的染色体为０１０１０。

!"#$%

&'()*+,-./012'

34*+,/5.6

5.678

34*+,/5.6

9:;<42

9:=>42

?@ABCD

EFGHI

!

012'

"

J

K

!

LMNO4P/01QRSP/9:TU

V

每个染色体的适应值计算过程如图４所示，首先读取染色
体对应的特征子集，然后将数据集（即图２中借助类不平衡方
法预处理后的训练集）划分为五份，其中四份构成训练集，剩

余一份构成测试集，借助选出的特征子集对训练集和测试集进

行预处理（即保留选中的特征），并基于预处理后的训练集，借

助同一分类器构建模型，并在测试集上计算出模型的 ＡＵＣ值
（３．２节中将会对 ＡＵＣ值进行介绍）。上述过程重复五次，并
确保每份数据都至少被用做测试集一次。最终计算出这五个

ＡＵＣ值的均值ＡＵＣａｖｇ，并将１－ＡＵＣａｖｇ作为染色体对应的适应
值，不难看出染色体的适应值越小，则表示其质量越高。
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除此之外，针对软件缺陷预测问题，在种群最优染色体更

新的时候，一方面考虑了染色体的适应值（即适应值越小越

好），另一方面也考虑了染色体对应的特征子集的规模，即如

果两个染色体具有相同的适应值，则更倾向于选择特征子集规

模更小的染色体。

#

　实证研究

为了评估ＳＢＦＳ的有效性，并为有效使用 ＳＢＦＳ提供指导，
本文在实证研究中，重点关注如下两个实验问题：

ＲＱ１：本文提出的ＳＢＦＳ方法是否优于其他经典的基准方法？
ＲＱ２：ＳＢＦＳ方法在第一阶段考虑了类不平衡学习方法

ＳＭＯＴＥ，是否可以提高ＳＢＦＳ方法的性能？

#


"

　实证研究中采用的数据集

本文重点考虑了软件缺陷预测研究中经常使用的 ＮＡＳＡ
数据集［７，８，１２～１４］。Ｓｈｅｐｐｅｒｄ等人［１７］发现：之前研究人员广泛使

用的ＮＡＳＡ数据集的内部存在一些噪声，并对已有实证研究中
所得出的结论的有效性产生了一定的影响。因此他们对

ＮＡＳＡ数据集进行了一些清理，并显著提升了数据集的质量。
本文选择了他们清理后的 ＮＡＳＡ数据集。ＮＡＳＡ项目的数据
集可以从ＰＲＯＭＩＳＥ数据库（ｈｔｔｐ：／／ｏｐｅｎｓｃｉｅｎｃｅ．ｕｓ／ｒｅｐｏ／）中获
取并且被广泛用于软件缺陷预测研究领域。ＮＡＳＡ数据集考
虑的度量元与代码规模、ＭｃＣａｂｅ环路复杂度以及 Ｈａｌｓｔｅａｄ复
杂度有关。表１总结了ＮＡＳＡ数据集中不同数据的统计特征，

包括数据名称、特征数、模块数、缺陷模块数以及缺陷模块所占

的比例。不难看出这些数据的特征数为３６～３９，包含的模块
数为１２５～１９８８。同时数据集存在明显的类不平衡问题，其缺
陷模块所占比例为０．０２～０．３５。

表１　ＮＡＳＡ数据集的特征统计

名称 特征数 模块数 缺陷模块数 缺陷模块所占比例

ＣＭ１ ３７ ３２７ ４２ ０．１３
ＫＣ３ ３９ １９４ ３６ ０．１９
ＭＣ１ ３８ １９８８ ４６ ０．０２
ＭＣ２ ３９ １２５ ４４ ０．３５
ＭＷ１ ３７ ２５３ ２７ ０．１１
ＰＣ１ ３７ ７０５ ６１ ０．０９
ＰＣ２ ３６ ７４５ １６ ０．０２
ＰＣ３ ３７ １０７７ １３４ ０．１２
ＰＣ４ ３７ １２８７ １７７ ０．１４
ＰＣ５ ３８ １７１１ ４７１ ０．２８
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　性能评测指标和评估流程

本文选择ＡＵＣ（ａｒｅａｕｎｄｅｒＲＯＣｃｕｒｖｅ）作为模型的性能评
测指标。由于查准率、查全率、Ｆｍｅａｓｕｒｅ等指标需要一个阈值
来区分正类和负类，而ＡＵＣ值在计算时不需要阈值的设定，所
以越来越多的研究人员倾向于选择 ＡＵＣ值作为性能评测指
标。ＡＵＣ评测指标通过计算 ＲＯＣ（ｒｅｃｅｉｖｅｒｏｐｅｒａｔｉｎｇｃｈａｒａｃｔｅｒ
ｉｓｔｉｃ）曲线下的面积来获取。其取值越大，表示模型的性能越
好。ＲＯＣ曲线的全称是受试者工作特征线。本文根据分类器
的预测结果对实例进行排序，按此顺序逐个把实例作为正类进

行预测，每次计算出两个值（真正例率和假正例率），分别以它

们作为横坐标和纵坐标来作图，就可以得到ＲＯＣ曲线。
本文在性能评估时，主要考虑的是五次２折交叉验证。其

中２折交叉验证是指将数据集Ｄ划分为两个大小相近的互斥
子集Ｄ１和Ｄ２。其中Ｄ１∪Ｄ２＝Ｄ，Ｄ１∩Ｄ２＝。Ｄ１和Ｄ２在划
分时，借助分层采样来确保这两个子集的数据分别与原有数据

集Ｄ的分布保持一致。但将数据集划分为两个子集存在很多
划分方式，为了减少因样本划分不同而引入的差别，本文将２
折交叉验证重复五次。其具体流程如图５所示。
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　实验设计

本文主要考虑三种不同的分类器：决策树法（简称 Ｊ４８）、
朴素贝叶斯法（简称 ＮＢ）和 Ｌｏｇｉｓｔｉｃ回归法（简称 ＬＲ）。这三
种方法也是目前软件缺陷预测研究中经常采用的分类方

法［７～１４］。本文基于Ｗｅｋａ软件包实现了上述分类器，并将这些
参数取值设置为缺省值。本文重点考虑了三种基准方法：ａ）
基于前向选择策略的包裹式特征选择方法（简称ＦＷ），该方法
从空集开始，每次尝试选出一个特征，并加入到特征子集中，当

新的特征子集的预测性能不如上一轮的特征子集的预测性能

时，添加过程结束；ｂ）基于后向选择策略的包裹式特征选择方
法（简称ＢＷ），该方法从考虑所有特征开始，每次尝试移除一
个特征，当新的特征子集的预测性能不如上一轮特征子集的预

测性能时，移除过程结束；ｃ）不进行特征选择（简称Ｏｒｉｇｉｎ），该
方法不作特征选择，即保留已有特征。其中前两种方法在Ｍｅ

·７０１１·第４期 陈　翔，等：ＳＢＦＳ：基于搜索的软件缺陷预测特征选择框架 　　　



　 　

ｎｚｉｅｓ等人［７］和Ｓｏｎｇ等人［８］提出的通用缺陷预测框架中均使

用过，因此具有一定的代表性。

ＳＢＦＳ和基准方法均基于Ｗｅｋａ软件包实现。ＳＢＦＳ第一阶
段中的ＳＭＯＴＥ方法的参数取值设置如下：最近邻数设置为５，
需要虚拟创造出的少数类实例的比例为１００％（假设原有数据
集中少数类实例的个数是１０，则基于上述参数，ＳＭＯＴＥ方法会
额外虚拟创造出１０个少数类实例）。ＳＢＦＳ第二阶段中的遗传
算法的参数取值设置如下：种群规模为２０，最大迭代次数为
２０，变异概率为０．７，交叉概率为０．１。
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　实证研究的结果分析

２４１　对ＲＱ１的分析
本文考虑的是五次２折交叉验证。在每一折的运行时，考

虑到遗传算法内存在的随机因素，因此会独立运行 ＳＢＦＳ方法
五次，并最终选择其中的最优值。因为在 ＳＢＳＥ研究领域中，
研究人员［１５］一般认为若能够获得更好的缺陷预测性能，多花

一些时间在特征选择阶段上是值得的。最终基于 Ｊ４８分类器
的结果如表２所示，基于 ＮＢ分类器的结果如表３所示，基于
ＬＲ分类器的结果如表４所示。由于每个数据集在不同方法下
会有１０个不同的执行结果（如图５所示），本文取其中的中位
数并列在表中。本文对其中的最优结果进行了加粗表示。

表２　基于Ｊ４８分类器的ＡＵＣ值

数据集 ＦＷ ＢＷ Ｏｒｉｇｉｎ ＳＢＦＳ
ＣＭ１ ０．５６４ ０．５７７ ０．５５９ ０．６７７
ＫＣ３ ０．６２９ ０．６５９５ ０．６４１ ０．６８３５
ＭＣ１ ０．７０４ ０．６８ ０．６１３ ０．７２９
ＭＣ２ ０．６１６ ０．５６５ ０．５９７５ ０．６９４
ＭＷ１ ０．６３ ０．５３８ ０．５９５ ０．６３３５
ＰＣ１ ０．７３５５ ０．７０６５ ０．６４６ ０．７４６５
ＰＣ２ ０．６０６ ０．６１１ ０．６０２５ ０．７３１
ＰＣ３ ０．７０９５ ０．６５４５ ０．６５６５ ０．７３５７
ＰＣ４ ０．８５１ ０．８１７ ０．７８６５ ０．８６７５
ＰＣ５ ０．７０５ ０．６６６ ０．６５２ ０．７１２

　　基于表２～４，在大部分情况下，本文提出的 ＳＢＦＳ方法要
优于前向搜索方法ＦＷ、后向搜索方法 ＢＷ和未进行特征选择
的方法Ｏｒｉｇｉｎ。随后对上述结果进行Ｗｉｎ／Ｄｒａｗ／Ｌｏｓｓ（简称Ｗ／
Ｄ／Ｌ）分析，其中比较方法是本文提出的 ＳＢＦＳ法，而被比较的
方法是ＦＷ、ＢＷ和Ｏｒｉｇｉｎ。以表２为例，ＳＢＦＳ方法与ＦＷ进行
比较时，Ｗ／Ｄ／Ｌ值为１０／０／０，其含义为在１０个数据集上，若取
中位数，ＳＢＦＳ方法均优于ＦＷ。
表３　基于ＮＢ分类器的ＡＵＣ值

数据集 ＦＷ ＢＷ Ｏｒｉｇｉｎ ＳＢＦＳ
ＣＭ１ ０．６２３５０．６３３０．６６８５０．６６２
ＫＣ３ ０．６９７ ０．７０７ ０．７３２ ０．７３２
ＭＣ１ ０．７７７０．７３６５０．７０５５０．７５５
ＭＣ２ ０．６８６ ０．７２９ ０．７２７ ０．７６１
ＭＷ１ ０．７０９ ０．７０１ ０．７１６ ０．７４１
ＰＣ１ ０．８１２０．８０６５０．７８８５０．８１２
ＰＣ２ ０．７２１５０．７１６０．７３５５０．７３９５
ＰＣ３ ０．７８６５０．８００５０．７４４５０．８０１５
ＰＣ４ ０．８５８ ０．８６６ ０．８１２ ０．８６３
ＰＣ５ ０．７２ ０．７１５ ０．７０６ ０．７１９

　　表４　基于ＬＲ的ＡＵＣ值

数据集 ＦＷ ＢＷ Ｏｒｉｇｉｎ ＳＢＦＳ
ＣＭ１ ０．６８１５０．６５５ ０．６５９０．７１０５
ＫＣ３ ０．６７７０．５９６５０．５８６５０．６７８５
ＭＣ１ ０．７５４０．６９４５０．６６４ ０．７７３
ＭＣ２ ０．７０１ ０．７０３ ０．７０８０．７４５５
ＭＷ１０．６４７５０．５５２０．５１９５０．６５５５
ＰＣ１ ０．８５４５０．８０９５０．８２９０．８５２５
ＰＣ２ ０．７７２ ０．６８６０．７０１５０．７９２５
ＰＣ３ ０．８０６０．７９５５０．７８８０．８１９５
ＰＣ４ ０．８７７ ０．８９５０．８９３５０．９０１
ＰＣ５ ０．７３３０．７４１５０．７３８０．７４４５

　　基于Ｗ／Ｄ／Ｌ分析，笔者发现：ａ）若以Ｊ４８分类器作为建模
方法，本文提出的 ＳＢＦＳ均要优于 ＦＷ、ＢＷ以及 Ｏｒｉｇｉｎ，其 Ｗ／
Ｄ／Ｌ值依次为１０／０／０，１０／０／０和１０／０／０；ｂ）若以ＮＢ分类器作
为建模方法，本文提出的ＳＢＦＳ在绝大部分情况下要优于 ＦＷ、
ＢＷ以及Ｏｒｉｇｉｎ，其Ｗ／Ｄ／Ｌ值依次为７／１／２，９／０／１和８／１／１；ｃ）
若以ＬＲ分类器作为建模方法，本文提出的 ＳＢＦＳ在绝大部分
情况下要优于 ＦＷ，均要优于 ＢＷ和 Ｏｒｉｇｉｎ，其 Ｗ／Ｄ／Ｌ值依次

为９／０／１，１０／０／０和１０／０／０。
接下来，本文基于所有数据集，将ＳＢＦＳ与ＦＷ、ＢＷ和Ｏｒｉ

ｇｉｎ进行比较。给定分类器和需要比较的某个基准方法，总共
有１００个执行结果。因为在每个数据集上均会采用五次２折
交叉验证，因此会产生１０个执行结果，同时实证研究共采用了
１０组数据。最终汇总结果如表５所示。表５中前三列是基于
不同分类器，ＳＢＦＳ与不同基准方法的Ｗ／Ｄ／Ｌ值。例如若选择
Ｊ４８分类器，则与 ＦＷ比较时，有７２次可以取得更好的预测性
能。表５中的最后一列是汇总结果，其含义是：在９０％的情况
下，ＳＢＦＳ的性能不差于Ｏｒｉｇｉｎ。在８２．３％的情况下，ＳＢＦＳ的性
能不差于ＢＷ。在６９．３％的情况下，ＳＢＦＳ的性能不差于ＦＷ。

表５　基于不同分类器，ＳＢＦＳ与基准方法的Ｗ／Ｄ／Ｌ分析

方法比较 基于Ｊ４８ 基于ＮＢ 基于ＬＲ 汇总

ＶｓＦＷ ７２／０／２８ ６３／２／３５ ７１／０／２９ ２０６／２／９２
ＶｓＢＷ ８２／１／１７ ７２／２／２６ ８９／１／１０ ２４３／４／５３
ＶｓＯｒｉｇｉｎ ８８／２／１０ ８６／０／１４ ９４／０／６ ２６８／２／３０

２４２　对ＲＱ２的分析
在ＲＱ２的分析中，本文重点分析 ＳＢＦＳ框架中，在第一阶

段考虑ＳＭＯＴＥ方法和不考虑 ＳＭＯＴＥ方法对结果的影响。其
基于每个数据集的分析结果如表６所示。结果表明：ａ）若基于
Ｊ４８分类器，考虑ＳＭＯＴＥ的 ＳＢＦＳ方法在７１％的情况下，要优
于未考虑 ＳＭＯＴＥ的 ＳＢＦＳ方法；ｂ）若基于 ＮＢ分类器，考虑
ＳＭＯＴＥ的 ＳＢＦＳ方法在５０％的情况下，要优于或等于未考虑
ＳＭＯＴＥ的 ＳＢＦＳ方法；ｃ）若基于 ＬＲ分类器，考虑 ＳＭＯＴＥ的
ＳＢＦＳ方法在４３％的情况下，要优于或等于未考虑 ＳＭＯＴＥ的
ＳＢＦＳ方法。
表６　考虑ＳＭＯＴＥ方法与未考虑ＳＭＯＴＥ方法的Ｗ／Ｄ／Ｌ分析

数据集
Ｖｓ未考虑ＳＭＯＴＥ
（基于Ｊ４８）

Ｖｓ未考虑ＳＭＯＴＥ
（基于ＮＢ）

Ｖｓ未考虑ＳＭＯＴＥ
（基于ＬＲ）

ＣＭ１ ６／０／４ ５／０／５ ３／０／７
ＫＣ３ ８／０／２ ７／０／３ ５／０／５
ＭＣ１ １０／０／０ ４／１／５ ４／０／６
ＭＣ２ ９／０／１ ４／１／５ ７／０／３
ＭＷ１ ６／０／４ ６／０／４ ４／０／６
ＰＣ１ ３／０／７ ４／０／６ ５／０／５
ＰＣ２ ９／０／１ ５／０／５ ２／０／８
ＰＣ３ ７／０／３ ４／０／６ ６／０／４
ＰＣ４ ５／０／５ ６／０／４ ５／０／５
ＰＣ５ ８／０／２ ２／１／７ ２／０／８
汇总 ７１／０／２９ ４７／３／５０ ４３／０／５７

　　基于本文的实证研究，在使用 ＳＢＦＳ时，若基于 Ｊ４８分类
器，通过考虑 ＳＭＯＴＥ方法，可以在大部分情况下，进一步提升
模型的性能。而若基于ＮＢ或ＬＲ分类器，则通过考虑 ＳＭＯＴＥ
方法，则仅在一半情况下可以提升模型的性能。在下一步研究

工作中，将继续考察更多的类不平衡学习方法（如随机欠采

样、随机过采样、代价敏感的学习方法）对ＳＢＦＳ框架的影响。

$

　结束语

本文提出并实现了一种基于搜索的包裹式缺陷预测特征

选择框架ＳＢＦＳ，基于ＮＡＳＡ数据集上的实证研究，初步验证了
ＳＢＦＳ的有效性，并为有效使用ＳＢＦＳ提供了指导。该研究工作
仍存在很多值得进一步关注的研究点，主要包括：ａ）在 ＳＢＦＳ
的实现中，可以进一步尝试使用其他元启发式搜索算法（如粒

子群优化算法、蚁群算法等），并验证其性能；ｂ）本文主要考虑
了ＮＡＳＡ数据集，在下一步工作中还需要考虑更多数据集，来
验证论文所得到的结论是否具有一般性。除此之外，还需要考

虑其他分类方法（例如支持向量机、随机森林 （下转第　　页）
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用上均优于其他方法，这些在第４章的实现中均有说明。但是
本文实验仍有不足：本文采用Ｓｉｅｍｅｎｓ经典程序集进行实验已
初步证明实验的有效性，但是实验中的程序都是单错误版本，

因此在后续工作中将进一步加入不同缺陷数量的版本，同时优

化Ｂｐｆｃ算法，使定位效果更加精确。
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（上接第　　页）等），来验证方法的有效性。（ｃ）本文主要考虑
的是包裹式特征选择方法，虽然该方法的性能较好，但也存在

计算开销大的问题，下一步需要进一步研究基于搜索的过滤式

缺陷预测特征选择框架。
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