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摘　要： 不平衡数据在实际应用中广泛存在，它们已对机器学习领域构成了一个挑战，如何有效处理不平衡数
据也成为目前的一个新的研究热点。 综述了这一新领域的研究现状，包括该领域最新研究内容、方法及成果。
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Abstract： ＩＤＳ（ ｉｍｂａｌａｎｃｅｄ ｄａｔａ ｓｅｔｓ）， ａｒｉｓｉｎｇ ｐｅｒｖａｓｉｖｅｌｙ ｉｎ ｐｒａｃｔｉｃａｌ ａｐｐｌｉｃａｔｉｏｎｓ， ｈａｖｅ ｃａｕｓｅｄ ａ ｈｕｇｅ ｃｈａｌｌｅｎｇｅ ｔｏ ｔｈｅ ｍａ唱
ｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｃｏｍｍｕｎｉｔｙ ａｎｄ ｃｏｎｓｅｑｕｅｎｔｌｙ ａｔｔｒａｃｔｅｄ ｍｏｒｅ ａｎｄ ｍｏｒｅ ａｔｔｅｎｔｉｏｎｓ．Ｔｈｅ ｐａｐｅｒ ｓｕｍｍａｒｉｚｅｄ ｔｈｅ ｓｔａｔｅ ｏｆ ｔｈｉｓ ｒｅｌａ唱
ｔｉｖｅｌｙ ｎｅｗ ｒｅｓｅａｒｃｈ ｆｉｅｌｄ， ｉｎｃｌｕｄｉｎｇ ｉｔｓ ｉｓｓｕｅｓ， ｍｅｔｈｏｄｓ ａｎｄ ｒｅｓｕｌｔｓ．
Key words： ｉｍｂａｌａｎｃｅｄ ｄａｔａ ｓｅｔｓ（ＩＤＳ）； ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ； ｐａｔｔｅｒｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

　　不平衡数据分类考虑的是各类样本数目不平衡情况下的
分类学习问题。 以二分类为例，若其中有一类（正类、多数类）
的学习样本比另一类（负类、少数类）的学习样本多得多，那么
就称这样的分类问题为 ＩＤＳ 分类问题。 ＩＤＳ 在实际应用中经
常碰到，如欺诈识别、入侵检测、医疗诊断以及文本分类等都是
典型的 ＩＤＳ问题。 传统的分类方法主要考虑的是各类学习样
本数量大致均衡的情形，其评价标准主要是基于精度的。 这使
得现有的分类方法往往不能有效地处理 ＩＤＳ，尤其是数据的不
平衡严重时（正／负类学习样本数量比可高达１００ ∶１、１ ０００ ∶１
甚至１０ ０００ ∶１）更是如此。

1　IDS 分类学习的应用
随着应用的广泛深入，人们发现 ＩＤＳ分类问题并非少见，

许多实际问题的数据是不平衡的。 早在 １９９８ 年，Ｋｕｂａｔ 等
人［１］就考虑了一个实际的 ＩＤＳ 分类问题，他们根据获得的卫
星图像，通过分类的方法对石油喷井进行计算机自动监测。 其
中数据不平衡的比例约为２２ ∶１。 此后，Ｐｈｕａ 等人［２］和 Ｐéｒｅｚ
等人［３］相继考虑了欺诈识别中的 ＩＤＳ分类问题。 文献［３］的
数据集中具有１０８ ０００个样本，只有约 ７畅４％是欺诈样本。 Ｃａ唱
ｓｔｉｌｌｏ等人［４］以及 Ｚｈｅｎｇ等人［５］研究了文本分类问题；Ｃｏｈｅｎ等
人［６］考虑了医院传染病监测问题；Ｃｈｅｎ 等人［７］讨论了 ＩＤＳ 分
类学习在药物治疗检测方面的应用；Ｙｏｏｎ 等人［８］介绍了在生

物信息学方面的应用；Ｒａｄｉｖｏｊａｃ 等人［９］则将 ＩＤＳ 分类学习应
用于无线传感器网络的入侵检测方面。 在诸多实际应用中，研
究者们均指出了数据不平衡对分类学习带来的困难和挑战，其

中最主要的方面就是分类器性能大大降低。

2　IDS 问题实质探讨
不平衡问题的实质是什么？ 各类学习样本数量的不均衡

是否一定会降低传统分类方法的性能？ 进一步地，影响分类器
性能的因素有哪些，这些因素对各种不同的分类方法的影响是
否相同？ 这些都是 ＩＤＳ给人们带来的新的思考。 Ｊａｐｋｏｗｉｃｚ 等
人［１０］通过实验的方法对 ＩＤＳ 问题进行了较为系统的研究，她
考虑了概念复杂度、训练样本规模和类间不平衡程度三个因素
对分类器性能的影响。 实验表明，除了类间不平衡程度（即类
间学习样本数量比例）这个因素外，另外两个因素也会对分类
器性能产生影响。 当概念复杂度较低时，类间不平衡程度并不
会对分类器性能产生太大的影响；此外，提高训练样本规模也
可缓解类间不平衡对分类器性能的不良影响。 文献［１０］还比
较了数据不平衡对不同分类方法的影响。 其中包括基于决策
树的 Ｃ４畅５、ＢＰ神经网络以及支持向量机（ＳＶＭ）等。 实验结果
表明，相对而言，ＳＶＭ对数据不平衡带来的影响较不敏感。 在
此基础上，Ｊｏ和 Ｊａｐｋｏｗｉｃｚ［１１］进一步比较研究了类间（ｂｅｔｗｅｅｎ唱
ｃｌａｓｓ）不平衡和小析取项（ｓｍａｌｌ ｄｉｓｊｕｎｃｔｓ）对分类学习的影响。
小析取项即类内（ｗｉｔｈｉｎ唱ｃｌａｓｓ）不平衡，从概念学习的角度来
说，它反映了同一类的若干子概念之间学习样本分布的不平衡
性。 小析取项就是那些所涵盖的学习样本数量偏少的子概念，
它们是容易被错误学习进而影响分类器整体性能的一个重要

因素。 类间和类内不平衡是 ＩＤＳ的两个不同侧面，它们可能会
同时出现，均会影响分类器的性能。 Ｐｒａｔｉ 等人［１２］ 挑选了
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ＵＣＩ［１３］的十个数据集作为实验数据，对这两种不平衡进行了实
验比较研究，此外，Ｐｒａｔｉ等人［１４］还对类不平衡和类重叠进行了

比较研究。 他们指出分类器性能的下降不能只归咎于类不平
衡的存在。 在一些类严重不平衡的分类学习中，分类器仍然具
有良好的性能。 这是因为类重叠并不严重，也就是说，类重叠
也是影响分类器性能的一个重要因素。

3　分类器的合理评价
在传统的分类学习方法中，训练精度是主要的评价指标。

然而对于 ＩＤＳ问题来说，用精度来评价分类器的性能却并不合
理。 比如在二分类中，假设正类的样本占了 ９９％。 若本文的
分类方法就是将所有的样本都归为正类，那么这个简单的分类
器就可以获得高达 ９９％的训练精度。 但是这样的分类器是没
有实用价值的。 对于一个具体的分类器，考虑如表 １所示的混
淆矩阵。 其中：Ｐｏｓ 表示正类样本；Ｎｅｇ 表示负类样本；N ＝
Ｐｏｓ＋Ｎｅｇ为全体学习样本；ＴＰ（ ｔｒｕｅ ｐｏｓｉｔｉｖｅ）和 ＴＮ（ ｔｒｕｅ ｎｅｇａ唱
ｔｉｖｅ）分别表示被正确分类的正类和负类样本；ＦＰ（ ｆａｌｓｅ ｐｏｓｉ唱
ｔｉｖｅ）和 ＦＮ（ ｆａｌｓｅ ｎｅｇａｔｉｖｅ）则分别表示被错分的正类和负类样
本。 根据这个矩阵，可以定义如下的量［１５］ ：

ＴＰ ｒａｔｅ ＝ＴＰ／Ｐｏｓ ＝ＴＰ／（ＴＰ＋ＦＮ）
ＦＰ ｒａｔｅ ＝ＦＰ／Ｎｅｇ ＝ＦＰ／（ＴＮ ＋ＦＰ）
精度 ａｃｃｕｒａｃｙ＝（ＴＰ ＋ＴＮ） ／N
查准率 ｐｒｅｃｉｓｉｏｎ ＝ＴＰ／（ＴＰ ＋ＦＰ）
查全率 ｒｅｃａｌｌ ＝ＴＰ ｒａｔｅ
显然，查全率和查准率都是越大越好，而 ＦＰ ｒａｔｅ则越小越

好。 对分类器的合理评价应该综合考虑这些指标。 接收者操
作特性（ｒｅｃｅｉｖｅｒ ｏｐｅｒａｔｉｎｇ ｃｈａｒａｃｔｅｒｉｓｔｉｃ，ＲＯＣ）考虑的是 ＴＰ ｒａｔｅ
和 ＦＰ ｒａｔｅ。 在 ＲＯＣ空间中，以 ＦＰ ｒａｔｅ为横轴、ＴＰ ｒａｔｅ为纵轴
对分类器进行定位，如图 １所示［１５］ 。

ＲＯＣ空间中的每一个点对应于一个具体的分类器。 显
然，越是位于左上角的分类器其性能越好。 在图 １ 中，D所对
应的分类器性能最理想。 对于某些分类方法（如神经网络），
通过调整阈值可以在 ＲＯＣ空间中得到一族点，连接这些点便
形成所谓的 ＲＯＣ 曲线。 若一个分类方法的 ＲＯＣ曲线总是在
另一个方法的 ＲＯＣ曲线的上方，那么前者要比后者好。 然而，
许多时候两条 ＲＯＣ曲线会有交叉，因此采用曲线下方图面积
ＡＵＣ（ａｒｅａ ｕｎｄｅｒ ＲＯＣ ｃｕｒｖｅ）作为评价标准，ＡＵＣ越大越好。 事
实上，ＡＵＣ具有统计意义［１６］ 。 假设分类决策是根据函数 f（x）
值进行的，且正确分类情形下正类样本对应的函数值大于负类
样本的函数值，那么 ＡＵＣ（ f） ＝P（ f（x ＋） ＞f（x－）），即对于随
机抽取的一个正类样本 x＋和负类样本 x －， f赋予 x ＋比 x －更

大的函数值的概率。
Ｄｒｕｍｍｏｎｄ等人［１７］将误分代价考虑进去，提出所谓的 ｃｏｓｔ

曲线。 定义如下的量：
E［ｃｏｓｔ］ ＝ＦＮ ×P（ ＋） ×C（ －｜＋） ＋ＦＰ ×P（ －） ×C（ ＋｜－）

ｍａｘ E［ｃｏｓｔ］ ＝P（ ＋） ×C（ －｜＋） ＋P（ －） ×C（ ＋｜－）

Ｎｏｒｍ（E［ ｃｏｓｔ］） ＝E［ｃｏｓｔ］ ／ｍａｘ E［ｃｏｓｔ］ ＝ＦＮ ×PC（ ＋） ＋FP ×PC（ －）

PC（ ＋） ＝P（ ＋） ×C（ －｜＋） ／［P（ ＋） ×C（ －｜＋） ＋

P（ －） ×C（ ＋｜－）］

PC（ －） ＝P（ －） ×C（ ＋｜－） ／［P（ ＋） ×C（ －｜＋） ＋

P（ －） ×C（ ＋｜－）］

其中：P（＋）和 P（－）表示两类的先验概率；C（－｜＋）和C（ ＋｜－）
分别表示误分代价；E［ｃｏｓｔ］的意义是分类器的平均误分代价；
Ｎｏｒｍ（E［ ｃｏｓｔ］）是归一化之后的平均误分代价；PC（ ＋）和
PC（ －）则可以理解成考虑了误分代价的两类先验概率。 在
ｃｏｓｔ空间中，横轴表示 PC（ ＋），纵轴则表示 ｅｒｒｏｒ ｒａｔｅ（即 Ｎｏｒｍ
（E［ｃｏｓｔ］））。 Ｄｒｕｍｍｏｎｄ等人对 ｃｏｓｔ空间和 ＲＯＣ 空间进行了
比较研究，指出两者之间存在某种对偶关系。 他们认为在 ｃｏｓｔ
空间中可以更方便地进行分类器性能的评价和比较。

ＲＯＣ以及 ｃｏｓｔ曲线将分类器性能可视化，其优点是直观
明了，但不够方便。 人们往往需要某些量化指标（如 ＡＵＣ），这
样使用起来更方便，而且也易于作为分类器优化的标准。 针对
ＩＤＳ分类问题，人们主要考虑了以下指标［８，１９］ ：

ａ）两类训练精度的几何平均（ acc ＋ ×acc －）１／２ 。 其中：
acc ＋ ＝ＴＰ／（ＴＰ＋ＦＮ）；acc － ＝ＴＮ／（ＴＮ＋ＦＰ）。

ｂ）查准率和查全率的几何平均（ｐｒｅｃｉｓｉｏｎ×ｒｅｃａｌｌ）１／２。
ｃ）Ｆ唱得分：Fβ＝（β

２ ＋１）ｐｒｅｃｉｓｉｏｎ×ｒｅｃａｌｌ／（β２ｐｒｅｃｉｓｉｏｎ＋ｒｅ唱
ｃａｌｌ）。 其中： β≥０ 是参数，常选择为 １。 显然，F０ ＝ｐｒｅｃｉｓｉｏｎ，
而 F ＋∞ ＝ｒｅｃａｌｌ。 当 ０ ＜β＜＋∞时，Fβ在 ｐｒｅｃｉｓｉｏｎ与 ｒｅｃａｌｌ 之
间进行了某种折中。

4　数据层面的处理方法
数据层面的处理是对数据进行重抽样，包括过抽样和欠抽

样两种。 其主要思想是通过合理地增加或者减少一些样本去
平衡化数据，进而降低数据不平衡对分类器带来的不良影响。
最简单的重抽样方法就是随机增加（复制）或删除部分样本，
但其效果通常不理想，人们考虑得更多的是启发式的做法。
一般说来，欠抽样主要是去掉噪声和冗余数据，而且主要

是针对多数类的样本进行。 其中：常用的技术包括 Ｔｏｍｅｋ
ｌｉｎｋ、一致子集 （ ｃｏｎｓｉｓｔｅｎｔ ｓｕｂｓｅｔ）、编辑技术 （常用的是
Ｗｉｌｓｏｎ’ｓ ｅｄｉｔｉｎｇ）以及单边选择（ ｏｎｅ唱ｓｉｄｅｄ ｓｅｌｅｃｔｉｏｎ）等［１９，２０］ 。
这些技术主要是启发式地利用（加权）欧氏距离以及 Ｋ唱近邻规
则去识别可以合理剔除的样本。 Ｂａｒａｎｄｅｌａ等人［２１］以及 Ｂａｔｉｓｔａ
等人［１９］都对上述的多种欠抽样方法进行了详细的实验比较研

究。 Ｄｅｈｍｅｓｈｋｉ等人［２２］则提出了基于规则的数据过滤技术，其
本质上也是欠抽样方法。 他们通过构造规则去发现安全区域；
然后将安全区域内的样本点剔除掉（针对多数类进行）。 他们
认为其中的道理在于安全区域内的样本对分类器的构建并无

太大作用，因此可以剔除。
与欠抽样相反，过抽样技术主要是设法增加少数类的学习

样本。 其中的代表是由 Ｃｈａｗｌａ 等人［２３］提出的 ＳＭＯＴＥ 技术。
ＳＭＯＴＥ技术的主要想法在于通过插值生成新的人造样本，而
不是简单地复制样本。 Ｈａｎ 等人［２４］在此基础上进行改进，提
出了 Ｂｏｒｄｅｒｌｉｎｅ唱ＳＭＯＴＥ技术。 其主要想法是在适当的区域内
进行插值，以保证新增加的样本是有价值的。
在实际应用中，为了获得好的效果，经常将不同的欠抽样

和过抽样技术混合使用。
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5　算法层面的处理方法
针对 ＩＤＳ问题改进原有算法或者设计更有效的新算法是

ＩＤＳ分类学习研究中最主要的组成部分。 根据笔者所掌握的
文献资料来看，目前主要集中在如下四个不同的途径：代价敏
感（ｃｏｓｔ唱ｓｅｎｓｉｔｉｖｅ）学习、支持向量机方法、单类（ ｏｎｅ唱ｃｌａｓｓ）学
习、组合（ｃｏｍｂｉｎｉｎｇ）方法等。

5畅1　Cos t唱s ens itive 学习
Ｃｏｓｔ唱ｓｅｎｓｉｔｉｖｅ学习中考虑了误分代价［２５ ～２７］ ，给定一个代

价矩阵 C。 其中，C（ i， j）表示将类标号为 j的样本误分为类 i
的代价（通常假定 C（ i，i） ＝０）。 那么 ｃｏｓｔ唱ｓｅｎｓｉｔｉｖｅ学习最小化
的条件风险［２５］如下：R（i｜x） ＝∑

j
P（ j｜x）C（ i， j）。 显然，这里的

R（ i｜x）表示将 x分为类 i的平均代价。 进而对样本 x而言，应
该选择 k＝ａｒｇ ｍｉｎ

i
R（ i｜x）作为其类别号。 在处理 ＩＤＳ问题时，

若类 j是少数类，则通常选择 C（ i， j） ＞C（ j，i）。 其中的合理之
处在于：一方面在实际问题中，误分代价通常是不相等的，如在
医疗诊断中，将一个患者误判为正常人比将一个正常人误判为
患者的代价要大；另一方面，考虑误分代价将是分类边界适当
向多数类偏移，从而能提高少数类的分类精度，这对于稀少类
的情形是有用的［２８］ 。

5畅2　支持向量机方法
根植于统计学习理论之上的 ＳＶＭ分类方法有着良好的推

广性能，目前已得到广泛的应用。 实验研究表明，相对而言，
ＳＶＭ分类器对数据的不平衡性更不敏感［１０］ 。 因此，人们考虑
对 ＳＶＭ进行适当的改进以更好地处理不平衡数据。 一种简单
的方法是将分类边界朝多数类进行适当的偏移，以使更多的少
数类样本不会被误判：枙w，Φ（x）枛 ＋b ＝０→枙w，Φ（ x）枛 ＋b ＋
Δ＝０。

另一种做法是在 Ｃ唱ＳＶＭ中对不同的类采取相同的惩罚因
子［２９，３０］ ：

ｍｉｎ f ＝‖w‖２ ／２ ＋C ＋ ∑
yi＝＋１

ξi ＋C － ∑
yj＝－１

ξj

ｓ．ｔ．yi（w ×Φ（ xi） ＋b）≥１ －ξi； ξi≥０

若正类是多数类，则通常选择C ＋＜C －。 然而，Ｗｕ等人［３１］

认为上述两种改进的作用不大，他们在 Ａｍａｒｉ 等人［３２］工作的

基础上提出核边界校准算法。 其主要思想是通过引入一个伪
保形（ｑｕａｓｉ唱ｃｏｎｆｏｒｍａｌ）函数 D（x）对原始核函数 k（x，x′）进行
变换：

k（x，x′）→ k
～
（x，x′） ＝D（ x）D（x′）k（x，x′）

实际上，比这更一般的问题是如何选择有效的核函数。
Ｃｈｅｎ等人［３３］考虑对支持向量进行裁减，通过适当牺牲多

数类的分类精度以提高少数类的精度。 Ｂｒｅｆｅｌｄ等人［１６］则直接

以 ＡＵＣ极大化为目标，提出了新的 ＳＶＭ形式的分类方法。 类
似地，Ｃａｌｌｕｔ等人［３４］以 Ｆ唱得分 Fβ为准则提出了 FβＳＶＭ。 值得
指出的是，在文献［１６，３４］所提出的方法中，虽然其最后优化
的问题形式与 ＳＶＭ相似，但其中的意义却有所不同。 它们都
是在优化适用于 ＩＤＳ 的某个评价指标（如 ＡＵＣ）基础上得到
的，因此在处理 ＩＤＳ分类问题上更具有直观意义。

5畅3　单类学习
当类间数据严重不平衡时，分类器通常都会倾向于将几乎

所有的数据判为多数类。 为了解决这个问题，人们考虑采用不

是基于区别的分类方法，而是基于识别的方法进行学习，进而
提出了单类学习。 单类学习方法的主要思想在于只利用感兴
趣的目标类的学习样本进行学习。 对于新的样本，通过比较该
样本与目标类的相似程度而识别该样本是否归属于目标类。
在单类学习中，目前研究得比较多的还是基于 ＳＶＭ 的方法。
Ｓｃｈ迸ｌｋｏｐｆ等人［３５］首先将 ＳＶＭ 用于密度估计。 考虑了如下的
单类 ＳＶＭ：

ｍｉｎ f ＝‖w‖２ ／２ ＋１／（ vl）∑
i
ξi －ρ

ｓ．ｔ．w ×Φ（xi）≥ρ－ξi； ξi≥０

这里的 xi 均是来自同一个类别的样本。 此后，人们便将单类
ＳＶＭ用于单类学习进而解决一些 ＩＤＳ 分类问题，尤其是当少
数类的学习样本非常少的情形下［３６ ～３８］ 。

5畅4　组合方法
组合方法的主要思想在于将多个分类器组合成一个分类

器，以提高分类性能。 其中，提升是被广泛使用的技术。 通过
提升，多个弱分类器可以组合成一个强分类器。 ＡｄａＢｏｏｓｔ是采
用提升技术算法的代表［３９］ 。 在该算法中，最终得到的分类器
是多个弱分类器的线性组合形式：

H（x） ＝ｓｉｇｎ（∑atHt（ x））

算法首先给出各学习样本的初始权重（分布）Dt（ i）（∑i Dt

（i） ＝１）；然后根据这些带权样本进行训练得到相应的弱分类
器 Ht（x）；接着利用所获得的 Ht（x）计算相应的组合系数：

at ＝ｌｎ［（１ ＋rt） ／（１ －rt）］； rt ＝∑
i
Dt（ i） yiHt（ xi）

其中：yi ＝±１是 xi 的类标号。 随后，对样本权重作如下调整：
Dt＋１ （ i）←Dt（ i）ｅｘｐ（ －atyiHt（xi）） ／Zt

这里的 Zt 是归一化因子，使得∑
i
Dt＋１ （ i） ＝１。 如此不断地迭

代，直到满足终止条件为止。 大量的实验证实，通过 ＡｄａＢｏｏｓｔ
提升所得的弱分类器组合具有良好的分类性能。 最近的研究
表明，其中的道理在于 ＡｄａＢｏｏｓｔ 实际上也是一种间隔极大化
的算法。 它与 ＳＶＭ具有相似之处［４０］ 。
鉴于提升技术的简单有效，不少学者将它用于处理 ＩＤＳ分

类问题。 Ｆａｎ 等人［２７］首先将误分代价嵌入 ＡｄａＢｏｏｓｔ 中得到
ＡｄａＣｏｓｔ算法。 其关键之处在于采用如下的权重调整策略：
Dt＋１（ i）←［Dt（ i） ｅｘｐ（ －atyiHt （xi）β（ i））／Zt］。 这里，β（ i）是
与误分代价有关的调整因子。 与 Ｆａｎ 等人的做法类似，Ｌｅｓｋ唱
ｏｖｅｃ和 Ｓｈａｗｅ唱Ｔａｙｌｏｒ也在权重调整中引入因子以反映类不平
衡性，提出了 ＡｄａＵＢｏｏｓｔ 算法。 进一步地，他们采用线性规划
进行提升，获得另一种被称为 ＬＰＵＢｏｏｓｔ 的算法用于处理
ＩＤＳ［４１，４２］ 。 Ｊｏｓｈｉ等人［４３］则考虑对正类和负类预测采取不同的

组合因子，其最终的分类器形式为 H（ x） ＝ｓｉｇｎ（ ∑
t ∶Ht（x） ＞０

apt Ht

（x） ＋ ∑
t ∶Ht（x） ＜０

ant Ht（x））。 这样做可以适当兼顾少数类的分类

精度，尤其适用于稀有类的情形。 他们将所得的算法称为
ＲａｒｅＢｏｏｓｔ算法。
除了在形式上改进提升算法之外，人们还将提升与抽样技

术相结合以处理 ＩＤＳ。 Ｃｈａｗｌａ 等人［４４］将过抽样技术 ＳＭＯＴＥ
与提升技术相结合，提出了 ＳＭＯＴＥＢｏｏｓｔ算法。 类似地，Ｇｕｏ等
人［４５］提出了 ＤａｔａＢｏｏｓｔ算法。 Ｌｉｕ等人［４６］和 Ｋａｎｇ等人［４７］则考

虑通过重抽样形成多个训练样本子集，然后利用 ＳＶＭ 方法进
行学习得到多个分类器，然后将这些分类器组合成最终的分
类器。
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5畅5　其他
除了上述介绍的方法之外，也有不少学者研究如何利用其

他经典的分类方法来处理不平衡数据。 其中包括神经网
络［４８，４９］ 、Ｋ唱近邻［５０］以及模糊规则［５１］等。 值得一提的是，最近
一种新颖的 ｍｉｎｉｍａｘ算法被提出用于 ＩＤＳ 分类［５２，５３］ 。 其直接
优化如下的最小最大化问题而获得分类超平面 wＴz＝b：

ｍａｘ
α，β，b，w≠０

α

ｓ．ｔ．
ｉｎｆ

x～（x，∑x）
Ｐｒ｛wＴx≥b｝≥α

ｉｎｆ
y～（y，∑y）

Ｐｒ｛wＴy≤b｝≥α

其中：x～（x，∑x）表示总体 x的均值为 x和协方差∑x，而不管
其具体分布是什么。 显然，从优化问题的形式看，ｍｉｎｉｍａｘ 算
法实质是最大化最坏情形下的预测精度。 其直观意义非常明
确，而且由于它不涉及具体的分布形式，更具有稳健性。

6　结束语
不平衡数据 ＩＤＳ在实际应用中经常碰到，它对传统的分类

方法构成了挑战。 如何有效地处理 ＩＤＳ 引起了人们的关注。
ＩＤＳ分类也成了机器学习领域的又一新的研究热点［５４，５５］ 。 目
前，对 ＩＤＳ分类学习的研究主要集中在数据重抽样技术以及算
法的改进方面。 数据重抽样技术主要包括过抽样和欠抽样两
种，它们各有优缺点；如何更合理地对数据进行重抽样是一个
值得进一步研究的课题。 在算法设计和改进方面，目前研究得
比较多的是基于 ＳＶＭ 的分类方法。 ＳＶＭ 的间隔最大化思想
可以使分类器获得更好的推广能力，而且，真正决定 ＳＶＭ分类
器的是那些只占少部分的支持向量样本。 因此，与其他方法比
较起来，ＳＶＭ方法似乎更适合处理不平衡数据。 Ｂｏｏｓｔｉｎｇ技术
与 ＳＶＭ有相似之处，其实质也是间隔最大化，因此可以尽可能
地避免过学习所带来的不良影响；再者，Ｂｏｏｓｔｉｎｇ 的适用范围
更广，它可以提升各种弱分类算法。 将 Ｂｏｏｓｔｉｎｇ用于 ＩＤＳ分类
学习具有广阔的应用前景。
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