
  

 

局部协同选择聚类的多视角社区发现研究①
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摘　要: 近年来, 随着各种网络应用平台愈演愈烈, 多种关系网络中用户之间往往存在大量相似的局部社区结构. 鉴
于传统单视角社区发现算法在划分时无法同时考虑多种因素, 本文将在多视角原理上提出一种基于局部协同选择

聚类的多视角社区发现模型, 该模型中主要解决了传统多视角聚类算法的条件限制问题 (节点, 聚类个数和充分的

属性信息) 和过度调整问题. 首先, 构建选择调节矩阵来训练各视角中的共同部分节点集, 并集成其共同节点的社

团结构, 然后, 构建局部优化矩阵将共同节点结构做为训练集, 利用核岭回归 (KRR)原理完成各视角中孤立节点的

划分, 最后通过 UCI数据集和 DBLP数据集来分别验证聚类精度和算法适用性.
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Abstract: In recent year, with the development of various network platforms, there are always a lot of similar local
community structures between users in different networks. In consideration of some single-view community detection

algorithms cannot find the multi-factor community structures, in this paper we present a Multi-view Local collaborative

Selecting Clustering model (called co-MLSC). This model can solve many constraints problems (like nodes, clusters, and

sufficient information) and over adjustment problems. Firstly, the model can build a choice regulate matrix that can train

the common part of the node set, and converge its common structure. Then we also build a local optimization matrix that

regards the node structure as a training set, and uses the KRR algorithm to complete the division of isolated nodes.

Finally, we use the UCI and DBLP data sets to demonstrate the effectiveness and applicability of our algorithm.
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1   引言

如今, 随着大量网络应用平台的产生, 用户会根据

自身的不同特点 (社会角色)来选择不同的应用平台并

与他人进行交互和信息资源的共享, 所以, 同一个用户

可以在多种平台上处于不同的关系网络结构中, 这样

的网络结构也被称为多维关系网络, 每个维度代表一

种不同的关系视角[1], 例如, 不同学术期刊论文可以构

建不同的作者协作网络, 在某些期刊中两个同社团的

作者 (研究领域相同), 在其他期刊中也认为应该在同

一个社团; 又如, 两个用户在某些社交平台是好友关系,
在其他社交平台中则认为这两个用户是好友的可能性

很高, 所以利用不同关系网络的信息来发觉某个应用

中隐藏的社团结构并进行有利的信息整合是现代信息

挖掘的主要方向.
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在传统的单视角社区发现算法中, 我们可以将人

物关系整合到图的拓扑结构中, 用户代表图中的节点,

边表示用户间的交互关系和关联属性, 社区发现的过

程被看作是图聚类分析的过程, 因此, 基于图划分的单

视角聚类算法被相继提出, 如 K 均值 (K-means) 算
法[2]、谱聚类算法 (Spectral Clustering)算法[3]、规范割

集准则 (Ncu t ) 算法 [ 4 ]、对称非负矩阵因式分解

(symNMF) 算法[5,6]等. 这些算法有明显的两个特点[7]:

(1) 切割式聚类, 即节点被聚类到没有交集的聚簇中;

(2) 简单的图形构造, 即两个节点之间最多只有一条代

表关系的连边. 然而在很多实际应用中, 表示社区结构

的图数据往往来自于不同的视角 (领域), 单视角的划

分和构造难以综合考虑多种因素. 例如, 在现实生活中,

企业需要寻求某个研究领域中的专家. 根据论文作者

之间的引用及合作关系可以得到社团划分结果为

R1=({A, B, C, D, G, K}, {L, M, N, O, P, Q}, {P}); 同时,

根据项目合作和协助关系的社团划分结果为 R2=({A,

C, D, E, F, P}, {L, M, N, O, R}, {Q}). 可以看出, 第一个

视角不能将 P进行有效的划分, 同理, 第二个视角不能

将 Q进行有效划分, 所以, 这种划分结果考虑的用户关

系较为单一, 很难有效解决这种多维关系网络的问题.

针对以上这种同源异构的数据, 近年来基于多视

角聚类方法比较受关注, 文献[8,9]的算法都是图切割

原理结合不同的视角关系来定义的, 它们根据切割聚

簇内节点代价大、切割聚间节点代价小的原理, 提出

相应的目标函数公式, 将离散问题转换为连续问题, 对

其进行优化, 求出函数收敛后所对应的聚类结果. 这些

算法的关键在于收敛条件的确定, 而极值点和最值点

不易确定. 文献[10]的 CCA算法, 是用其它视角的聚类

结果来更新本视角下节点的初始状态, 用联合训练的

方法, 通过对拉普拉斯矩阵不断的更新迭代来改善聚

类精度. 文献[11]的 CSC 算法是对 CCA 的改进, 利用

拉普拉斯矩阵的特征向量对相似矩阵进行迭代更新,

使矩阵中同属一个聚簇的节点权值相近, 簇间节点的

权值不同, 最后串联个视角的特征向量进行融合, 并用

K-means 算法聚类结果. 文献[12]的 SCSC 算法针对

CSC 算法进行改进, 利用选择投票的方式, 对强视角

(节点信息完全)和弱视角 (显示部分节点信息)做不同

的选择处理, 最终实现多视角聚类. 但该处理方法较简

单, 主要针对多稀疏实例集的稀疏关系聚类, 精度提升

较差. 文献[12,13]都是使用正则化方法, 使用基于拉普

拉斯特征向量来调节缺失函数, 这样由每个拉普拉斯

矩阵得出的聚簇结果在所有的视角中是一致的. 这些

算法假设前提为不同视角下的节点分布是相同的, 假

设条件比较苛刻. 文献[14]提出的 CGC 算法利用节点

之间的关联矩阵关系, 对视角中不同的实例集进行一

对多和多对多的处理, 实现最后的聚类, 然而该算法中

选取关联关系困难, 没有明确的公式定义.

传统多视角聚类都有两个限制: (1) 每个视角下的

节点关系不同, 但每个视角要求使用相同的节点, 且每

个视角中的节点聚簇个数要求相同. (2) 每个视角基本

上必须拥有图结构中的充分划分信息. 以上限制条件,

导致这些方法往往不能反映真实的网络结构, 所以在

实际应用中的适应性比较差.
本文针对传统的单视角社区发现算法的局限性和

现有的多关系社区发现算法的不足提出一个协同选择

聚类的多视角社区发现算法, 并从多个方面对算法进

行改进, 本文主要贡献点包括以下 3个方面.
(1) 使用局部协同训练方法解决大多数多视角聚

类算法中实例和聚簇条件的限制, 允许不同视角中选

择不同数量的节点, 每个视角的划分数量也可以不同.

(2) 解决传统多视角算法中其他视角的决定性修

正而导致聚类不准确的问题. 本文只对各个视角中可

识别节点 (在其他视角中有关系)的聚类结果进行强促

进处理和弱促进处理, 迭代更新每个视角中识别节点

关系的相似矩阵, 促进各视角中部分结构的融合.
(3) 将局部学习和联合训练相结合, 利用每个视角

中的不可识别节点 (在其他视角中无关系)的邻居节点

划分情况, 来得到非标记节点的最终归属.
本文的结构分为以下几个章节: 第 1 节是对现有

社区发现的介绍和新算法的提出; 第 2 节提出多视角

局部协同选择聚类算法 (co-MLSC) 并介绍其原理; 第
3节介绍该算法中的核心公式; 最后, 通过实验, 验证算

法的有效性.

2   局部协同选择多视角聚类算法

2.1   谱聚类

谱聚类[3](CS) 方法是利用拉普拉斯矩阵特征向量

的性质来挖掘社团方法, 其定义为: 设 G = (V(G), E(G))
是网络图结构, 其中节点集为 V(G)= {v1, v2, ...vm}, 边集
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为 E(G). 谱聚类的算法流程如算法 1所示.
 
 

算法1. 谱聚类(CS)

输入: 相似矩阵S∈Rm×m, 聚类个数k∈N
输出: 该相似矩阵所代表的点的聚类结果C

D(i,i) =
∑m

j=1 S (i, j)1. 计算S的对角矩阵

2. 计算拉普拉斯矩阵L = D–S

U = LapEig(L,k)3. 计算L的前k个特征向量, 
4. 正规化U矩阵的每一行

5. 样例j属于聚簇c当且仅当通过K-means算法得到U的j行属于聚簇c

C =Cls(U,k)6. 计算并返回结果矩阵

聚类结果矩阵 C 表示聚类结果矩阵, 其中第 i 行
j 列的元素表示视角中实体 i 与实体 j 是否在同一个聚

簇中, 在则为 1, 反之则为 0.
2.2   co-MLSC 算法

本节设计一种多视角协同选择的聚类算法, 该算

法是基于多视角谱聚类算法的基础上提出的. 针对多

视角聚类算法应用到实际网络关系中的限制问题, 该
算法将每个视角中的实例分为两种, 当某个视角中的

两个节点在其他视角中存在并属于同一社团结构, 则
这两个节点在该视角中为可识别节点, 反之, 如果某一

个节点在其他视角中不存在或存在但没有对应的关系,
则节点在该视角中为不可识别节点. 所以, co-MLSC对

实例的处理也分为两种方法, 其中包括多视角中可识

别节点的强弱关系促进方法和各个单视角中不可识别

节点的划分方法, 其流程如算法 2所示.
xall = {x1, x2, ..., xn}

Kall = {K1,K2, ....Kn}

Call = {C1,C2, ....,Cd}

首先, 根据实体集 的不同属性, 我们

可以使用像径向基核函数的方法得到初始相似度矩阵

, 这里 d 表示视角个数, 当每个视角下

实例关系不同或者数量不相等时, 其构建的相似矩阵

维数也不同. 然后通过谱聚类方法 (如算法 1), 对各视

角下的实例关系进行初始划分, 得到初始的聚类结果

矩阵 , 在不同属性关系中, 我们将可识

别节点和不可识别节点进行分别处理 ,  先将视角

π(π∈d) 与其他视角 j(j≠π&j∈d) 结果矩阵中可识别节

点的聚类结果进行集成处理, 可得到该视角的调节矩

阵 Rπ(3.1 节中介绍其构建公式), 并通过对原始相似矩

阵进行更新得到修改后的相似矩阵 Sπ, 即更新 π 视角

下节点间联系的权重值. 再利用核岭回归估计的原理,
将不可识别节点的邻居节点集做为训练集, 来估计不

可识别节点的最终划分, 并得到划分后的局部优化矩

阵 Lπ(3.2 节中介绍构建方法), 该构建过程也可以看成

可识别节点利用多个视角协同集成后的聚类结构来确

定单视角 π 中不可识别节点的划分. 然后, 通过每个视

角中聚类后的节点集来更新各视角中的聚类中心. 最
后, 不断迭代该过程直到所有视角中的聚类中心不变.
 
 

算法2. 协同式多视角选择聚类算法(co-MLSC)

Kall = {K1,K2, ....,Kd}
{k1,k2, ...,kd}

输入: 各个view的相似度矩阵 , 各个view中聚类

个数 .

Call = {C1,C2, ...,Cd}输出: 最终聚类结果 .

Kall = {K1,K2, ...,Kd} , {k1,k2, ...,kd}1. Initialize:  .

C0
all = {C

0
j }2. 用谱聚类CS算法得到各视角初始聚类结果矩阵 , j∈d,

3. for i = 1 to iter do //iter表示迭代次数

4.　　for π = 0 to d–1 do

Ri
π = co_S O(Ci−1

all ,π)5.　　 ; //构建选择调节矩阵

Li
π = KRR(Ci−1

π ,R
i
π)6.　　 ; //构建局部优化矩阵

S π = Ri
π ◦Kπ7.　　 ; //修正相似矩阵

8.　　对更新后的相似矩阵S使用谱聚类算法;

Ci
π = {Ci

π}π∈d ◦ L̃i
π ⊕ L̃i

π9.　　 //修正结果矩阵

10.　　更新π视角聚类中心;
11.　　end for
12. end for
13. return Call;
 
 

3   核心矩阵的构建

这里我们提出针对两种实例的处理方法, 其中包

括选择调节矩阵的构建和局部优化矩阵的构建, 选择

调节矩阵主要是利用多个视角中可识别节点协同训练

的作用, 对可识别节点间相似度权值进行强促进或弱

促进处理, 其目的在于集成各视角中由可识别节点组

成的部分社团结构. 局部优化矩阵则是对各视角中不

可识别节点进行聚类, 这里利用机器学习中的核岭回

归分析方法, 将每个不可识别节点的邻居节点社团划

分结果做为训练集, 以估计不可识别节点最终的社团

归属并对最终社团结构进行完善.
3.1   选择调节矩阵

在这里我们要定义可识别节点对视角 π进行更新

的调节矩阵, 利用共识矩阵 (co-association)原理, 计算

各视角中可识别节点的同簇划分概率, 通过概率大小

值来调节视角 π的原始相似度矩阵, 构建方法如公式 (1)
所示:

co_S O(Call,π)=exp

 sel_Clπ+
∑d
π′=0,π′,π co_Clπ,π′

d

 (1)

公式 (1) 中, 不同于传统的共识矩阵构建方法, 为
了解决了其他视角的过度调整问题, 使其计算同簇划

分概率中分子的比重不同, 如果两个同社区的实例在
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其他多个视角中也在同一个社区, 则我们将这种促进

作用放大; 如果两个非同社区的实例在其他多个视角

中属于同一个社区, 虽同样有促进作用, 其分子影响比

重较小. 所以, 上式中可以认为选择调节矩阵是促进关

系结构的过程, 不存在其他视角的抑制作用而导致的

过度性调整, 只有当两个实例在所有视角中都属于同

一个社团结构时, 式中的同簇划分概率为 1, 影响值

2.7(e1), 属于强促进, 其他多种情况均为弱促进.

co_Clπ,π′(i, j) =
{

1 if Cπ(i, j) =Cπ′(i, j) = 1
0 else (2)

公式 (2) 表示 π 视角与其他视角可识别节点关系

聚类情况的整合. 例如, 节点 i 和节点 j 在 π 视角中同

一个社区, 并且在其他 h(h<d) 个视角中也在同一个社

区, 那么节点 i 和节点 j 在同一个社区的概率会变大,
促进作用会大幅度增强.

sel_Clπ(i, j) =
{

1
∑d
π′=0,π′,πCπ′(i, j) ≥ d/2

0 else
(3)

公式 (3) 表示其他视角中聚类效果明显的实例对,
对视角 π 是有促进作用的. 如果节点 i 和节点 j 在其他

大多数视角中属于同一个社区结构, 那么节点 i 和节

点 j 在同一个社区的概率也会变大, 促进作用会小幅度

增强.
下面用 3 个实例的关系来展示该更新过程. 假设

我们得到 3 个视角关系的聚类结果矩阵, 如图 1 所示.
其中 3 个视角的实例集聚类结果分别为{(a, b)(c)(d,
e)}, {(a, b, d)(c)(m)(e, t)}, {(a, b, c)(m)(d, e)}.
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图 1    3个视角的聚类结果矩阵

 

图 2 可以看出, 由于 3 个视角的共同影响, 实例

A 与实例 B 在同一个社区的可能性比较大, 在 3 个视

角中都是强促进关系. 在第 1个视角中, 尽管实例 c 和

实例 d 没有与实例 a, b 划分到一个簇中, 但在其他视

角的作用下对其相似度关系会起到弱促进的作用, 同
理 e 和 d; 在视角 2 中, m 实例在视角 3 中也出现了但

其聚类结构中没有和其他节点有任何促进关系, 所以

我们也可以将其当作不可识别节点处理, 参加不可识

别节点局部优化矩阵的构建, 这里 t 为不可识别节点;

在视角 3 中实例 c 在本视角中和 a, b 实例同簇, 在其

他视角中无促进作用, 所以在该视角中仍然作不可识

别节点处理来避免其划分不准确的问题 ,  如果节点

c 与节点 a 和节点 b 的关联度大则在下节优化矩阵构

建中仍然为同簇.
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图 2    3个视角的选择调节矩阵

 

3.2   局部优化矩阵

局部优化矩阵的构建是利用局部学习和联合训练

相结合的方法, 应用监督学习的思想来解决无监督学

习中的聚类问题. 我们将每个视角中无法通过其他视

角进行联合聚类的节点集称为不可识别节点集, 那么

局部优化矩阵构建的基本原理, 就是基于核岭回归函

数[15], 利用节点的邻居节点来估计不可识别节点集的

划分. 通过提出优化函数的方式来得到不可识别节点

集的最好的聚类结果如公式 (4)所示:

min
F∈Rn×c

c∑
l=1

n∑
i=1

( f l
i −ol

i(xi))
2
=

c∑
l=1

|| f l−ol||2 (4)

f l
i

ol
i

{(
x j, f j

l
)}

ol
i

其中, n 表示不可识别节点个数, c 表示聚簇个数,  表

示节点 i 在 l 聚簇中的标签值, 这里 Fn×c 为标准划分矩

阵 (FTF  = I) ,  公式中 (*) 表示核向量机的输出函

数[16], 利用核函数的监督方法, 训练节点 i 的邻居节点

标签集 , 得到其在聚簇 l 下的估测划分值. 其

中 (*)的计算如公式 (5)所示:

ol
i(xi) =

∑
x j∈Ni

βl
i jK(xi, x j) (5)

其中 K(xi, xj) 是径向基核函数, 这里 xi 为核函数中心,
Ni 表示 xi 的邻居节点集, β 为回归参数.
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3.2.1    利用核岭回归计算 F
我们将求解公式 ( 4 ) 的问题转换成求解公式

(6)的问题:

minλ(βl
i)

TKiβ
l
i+ ||Kiβ

l
i− f l

i ||2 (6)

f l
i

[
f l

j

]T
βl

i = (Ki+λI)−1 f l
i

其中, Ki 为 xi 邻居节点集的相似矩阵,  表示向量 .

这里利用核岭回归 (KRR) 算法求得公式 (6) 中回归参

数为 带入公式 (5)得公式 (7):

ol
i(xi) = kT

i (Ki+λI)−1 f l
i = α

T
i f l

i (7)

kT
i [K(xi, x j)]T(x j ∈ Ni)

αT
i = kT

i (Ki+λI)−1

其中 表示核函数的输出向量 ,

. 将公式 (7)转换为以下公式 (8):

ol = A f l (8)

f l
i f l

ai j = αi ai j = 0

可以看出 是 的子向量, 在公式 (8) 中如果 xj 为

xi 的邻居节点则 , 否则 . 将公式 (8)代入公

式 (3)中得到公式 (9):

min
F∈ℜn×c

c∑
l=1

|| f l−A f l||2 =
c∑

l=1

( f l)
T

T f l = trace(FTT F) (9)

T = (I−A)T(I−A)上式中 , F 为 T 矩阵的拉普拉斯

矩阵前 d 个特征值对应的特征向量构成的结果阵.
3.2.2    获得最终局部优化矩阵 L

P = [pil] ∈ {0,1}n×c pil = 1
c∑

l=0
[pil] = 1

F = P(PTP)−
1
2

根据文献[17,18]中的聚类算法, 使用 (PM)P 表示

聚类划分结果, 其中 , 如果 表

示 xi 在 l 聚簇中且 . 上文中我们先使用标准

划分矩阵 (PM)F 表示划分结果, 其中 F 的初始定义为

, 这里通过公式 (10)可得到划分矩阵 P.

FTF = (PTP)−
1
2 PTP(PTP)−

1
2 = I (10)

上式中 I 是单位矩阵, 根据 F 矩阵可以很容易的

得到非标记节点的划分 L 矩阵如公式 (11):

L = PTP = (Diag(FFT)−
1
2 F)T(Diag(FFT)−

1
2 F) (11)

L̃

最终扩展将非标记和标记节点聚类结果进行整合,
得到扩展的 矩阵.

4   实验

4.1   实验环境和数据集

本文我们主要使用来自于 UCI 数据库的 Iris 和
Wine 数据集和 DBLP 数据集进行测试实验. Iris 数据

集包含 150 个鸢尾花实例样本, 每个实例包含 4 个属

性 (花瓣长度, 花瓣宽度, 叶子长度, 叶子宽度) 进行描

述, Wine数据集与 Iris数据集基本类似, 包含 178个葡

萄酒样本, 每个实例有 13 个属性信息 (化学分析指

标)描述, 其中如表 1所示, 实验中, 随机选取几种属性

构成一个多视角结构, 节点为实例向量, 边的权值表示

各实例间的相似度值, 聚类结果将数据集分配到各自

类别中.
 

表 1     UCI数据集
 

数据集 样本数 属性数 类别数

Iris 150 4 3
Wine 178 13 3

 
 

DBLP 数据集我们提取了与数据库方向相关的 4
个会议 (SIGMOD, VLDB, ICDE, SIGKDD) 的作者及

论文, 作者总数为 9628, 论文总数为 10175. 每个会议

形成一个社会网络, 节点为作者, 边表示作者间协作关

系. 最终形成的每个社区将代表具有相似研究兴趣的

课题小组. 如表 2所示.
 

表 2     DBLP数据集
 

会议 作者数 论文数

SIGMOD 2790 2684
VLDB 2024 2444
ICDE 2024 3120

SIGKDD 2790 1927
 
 

4.2   评价指标

规范化互信息 (Nomalized Mutual Information,
NMI)[19]用来度量网络的真实结构与经过算法所得到的

聚簇结构的相似性. 假定两个集合向量 X 和 Y, NMI
的定义如公式 (9)所示, NMI的取值为 0~1之间, 取值

越大 (接近 1时), 表示聚类结果越精确.

NMI(X,Y) =
I(X,Y)

√
H(X)H(Y)

(12)

模块度评价方法[20]是一种基于内部标准的聚类效

果衡量指标, 一般用于没有已知的聚簇结果对比时衡

量聚类效果的优劣. 模块化是指网络中连接社区结构

内部节点的边所占的比例和另一个随机网络中连接社

群结构内部节点的边所占比例的期望值之差.
模块度的计算如公式 (13)所示, 取值范围在 0到 1

之间, 并且值越接近 1表示簇内越紧密而簇间越分离.

Q(C) =
∑

i
(Eii−a2

i ) = Tr(E)− ||E2|| (13)

4.3   性能评估

实验 1. 本实验比较 Wine 数据集和 Iris 数据集的
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多视角聚类结果. Wine 数据集中随机选取 4 个属性表

示 4个视角, 同理, Iris数据集中选取 3个视角, 分别比

较节点重合率为 100%、75%、50%、25% 条件下的

协同聚类结果, 如图 3 至图 10 所示, 从图中可以看出,
随着各个视角中相同点个数的增加, 社区发现的准确

率逐渐提升, 当重复率为 100% 时, 迭代过程就变成传

统的多视角聚类算法. 同时, 对于属性条件区分能力差

的视角, 通过其他视角的相互影响, 能够有效提高该视

角社区发现的准确性. 并且, 随着迭代次数的增加, 每
个视角中可识别节点的局部社区结构得到集成处理,
各个视角的聚类结果都呈现收敛的状态.
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图 3    Wine多视角协同选择聚类 (重合率 100%)
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图 4    Wine多视角协同选择聚类 (重合率 75%)
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图 5    Wine多视角协同选择聚类 (重合率 50%)

 

实验 2. 图 11和图 12是显示在同样覆盖率的条件

下, 将 3 个视角的聚类精度与 2 个视角聚类精度进行

比较, 可以看出 3 个视角的属性关系比 2 个视角的属

性关系达到收敛状态后精度更高, 表明视角越多所包

含的实例关系属性越完全, 聚类效果越好. 这里我们选

取 100% 覆盖率, 是保证 1 视角和 2 视角的初始聚类

精度相同.
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图 6    Wine多视角协同选择聚类 (重合率 25%)
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图 7    Iris多视角协同选择聚类 (重合率 100%)
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图 8    Iris多视角协同选择聚类 (重合率 75%)
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图 9    Iris多视角协同选择聚类 (重合率 50%)

 

实验 3. 本实验将 co-MLSC 算法和 CSC 及 CS 算

法算法进行比较, 各视角间节点集重合率为 75%, 从
图 13中可以看出, 当将谱聚类算法选取固定的最优聚
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类中心的时候, 单视角的聚类结果呈持平状, 说明在单

视角聚类中 CS算法聚类结果已达到最优状态. 当重合

率为 75% 的时, 不能直接使用 CSC 算法, 所以我们必

须将各视角中的非识别节点添加到其他视角中并将相

似度进行填 0 处理. CSC 的过度调整过程使低精度视

角明显影响高精度视角的走势. 通过比较可以看出 co-
MLSC算法并没有过度调整的缺点.
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图 10    Iris多视角协同选择聚类 (重合率 25%)
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图 11    2个视角的 Iris数据聚类结果趋势图
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图 12    3个视角的 Iris数据聚类结果趋势图

 

实验 4. 使用 DBLP数据集构建真实的基于作者协

助关系的多维网络, 由于数据的重复率普遍较低, 所以

我们进行了一定的人工调节, 删除合作者为 1 的论文,
并对作者统一 ID值, 然而若将数据重复率控制太高的

话每个领域内数据数目将非常少, 所以我们只能将数

据集的重复率控制在 40% 以下进行变化, 具体实验结

果如图 14 所示 .  这里我们仅取 SIGMOD, VLDB,

ICDE3 个视图关系结构, 该实验表现了本文提出的局

部协同聚类算法在数据重复率较低的情况下有促进其

他视角的作用, 并且也体现出该算法在真实构建的多

维网络中有很好的适用性.
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图 13    co-MLSC、CSC、CS算法的比较结果图
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图 14    DBLP数据集社团发现精度走势

 

5   总结

针对现有社区发现技术的不足, 本文提出一种基

于局部协同选择聚类的多视角社区发现算法 co -
MLSC, 该算法充分考虑了各视角间聚类的协同作用,
利用联合选择的方法相互促进来确定聚类中心结构,
同时也是对多个视角的聚类中心进行融合的过程, 以
此来提升社区发现的准确性. 另外, 使用核岭回归估计

的方法将每个视角下的不可识别节点进行划分, 最后

通过实验验证了该算法的可行性和有效性.
下一步工作将对迭代式协同聚类算法的计算复杂

度进行分析, 提出优化策略来降低社区发现算法的执

行代价.
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