
 

 

自调节步长果蝇优化的自适应密度峰值聚类①
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摘　要: 为了解决密度峰值聚类算法 (Density Peaks Clustering algorithm, DPC)设置截止距离和选择聚类中心过程

中的问题, 一种新的自调节步长果蝇优化算法被用于密度峰值聚类的重要参数截止距离的计算, 设计了一种自适应

选择聚类中心的方法. 在截止距离计算过程中, 根据迭代过程中每一步之间的最优浓度与最差浓度的差值变化率动

态的调节寻优步长, 其寻优效率与精度均优于现存的改进果蝇算法. 在聚类中心的选择过程中, 由局部密度与距离

乘积的分布情况, 自适应的选择聚类中心. 本文提出的自调节步长果蝇优化的自适应密度峰值聚类算法的计算精度

和效率均优于现存的密度峰值聚类改进算法, 并能完全自适应的实现数据的聚类.
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Adaptive Density Peak Clustering Based on Fruit Fly Optimization of Self-Adjusting Step-Size
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Abstract: In order to solve the problem of setting cut-off distance and selecting clustering center in Density Peak
Clustering algorithm (DPC), a new self-adjusting step-size fruit fly optimization algorithm is used to calculate the cut-off
distance and the important parameters in density peak clustering, an adaptive method for selecting clustering centers is
designed. In the cut-off distance calculation process, the search step-size is dynamically adjusted according to the rate of
change of the difference between the optimal concentration and the worst concentration in each step of the iterative
process, and its optimization efficiency and accuracy are better than the existing improved fruit fly algorithm. In the
selection process of clustering center, the clustering center is selected adaptively according to the distribution of the
product of local density and distance. The computational accuracy and efficiency of the proposed algorithm are both better
than the existing improved DPC algorithm, and it can realize data clustering completely adaptively.
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聚类是一种常用的属于无监督学习的数据处理方

法, 由聚类所挖掘出的信息可以为进一步深入地分析

数据提供理论基础[1]. 聚类采用定量数学思想, 按照数

据间的相似程度将其归到几个群, 其结果满足各个群

内相似性较强, 而各群体之间相似性较小的特点. 同一

组样本有时会因为不同的目的、数据输入方式、所选

的分群特征或数据属性, 形成不同的分群结果. 聚类是

数据挖掘的重要手段[2], 聚类算法分为: 划分聚类、层

次聚类、密度聚类、网格聚类、图论聚类等[3].

快速峰值算法是 2014 年 6 月 Rodriguez Alex 在
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Science 上提出的一种新型聚类算法, 该算法能自动选

出样本的类中心, 而且能克服一般方法对数据要求的

缺陷, 可以实现对非球形数据进行高效聚类[4]. 该算法

选定聚类中心: 1)较大的局部密度, 即中心点相邻点的

密度值均小于该点; 2)与其他密度更高的点之间的“距

离”较大. DPC 算法原理简单、聚类高效[5], 在各个领

域都有广泛的应用[6,7], 例如应用于高速公路收费数据

分析[8]及异常事件挖掘[9]等. 然而, 通过聚类算法的评

价[10], DPC算法的缺点也十分明显, 需要根据经验值设

定参数截断距离; 需要根据计算出的局部密度以及距

离两个值生成用于选择聚类中心的决策图, 并人为在

其中选取这两个值都较大的点为聚类中心. 这种选择

存在较高的主观性与不稳定性, 严重影响后续非中心

点的分配、优化以及噪声点的发现[11].

现今为止, 已有多种改进的 DPC算法, 例如: K近

邻密度峰值聚类[12–14], 结合 K 近邻的概念重新定义截

断距离和局部密度的度量方法, 避免截止距离的人为

设置; 基于果蝇算法的密度峰值聚类[15–17], 利用果蝇优

化算法得到最优截止距离, 进而完成对局部密度和与

密度更高的点的距离的计算; 布谷鸟优化的密度峰值

快速搜索聚类算法[18], 利用布谷鸟优化截止距离, 引入

余弦相似度原理, 将方向与实际距离相结合, 能够更好

的划分边界区域内的数据点; 除此之外, 还有热扩散密

度峰值聚类[19]、自适应聚合策略优化的密度峰值聚类

算法[20]等等. 但是现有的改进算法仍有改进的余地.

果蝇优化算法 (Fruit fly Optimization Algorithm,

FOA)是一种新的群体智能方法[21,22], 通过迭代搜索寻

找最优解. 与此同时, 已有诸多学者致力于改进 FOA

算法, 例如新型改进果蝇优化算法[23]、改进的变步长

果蝇优化算法 [ 2 4 ]、改进步长与策略的果蝇优化算

法[25]等. 但是果蝇优化算法还存在许多不足.

本文引入改进的自调节步长果蝇优化算法[26], 该

算法根据当前浓度差值变化率, 对步长进行相应调整,

用过迭代计算, 得到最佳截止距离. 本文以更高的效率

与准确率的得到这一关键参数, 并计算密度与距离的

乘积, 根据乘积值自适应的选出备选聚类中心, 再从备

选聚类中心中, 以同一类仅有一个中心为原则选出真

正的聚类中心, 然后对其他非中心数据点进行分配, 最

后通过类的边缘区域对聚类结果进行优化.

1   算法原理

1.1   密度峰值聚类算法

DPC 算法主要分 3 个步骤进行: 计算距离矩阵、

选取聚类中心、剩余点的分配及优化.
1.1.1    计算距离矩阵

d(xi, x j)

密度峰值算法的输入为待处理数据点的距离矩阵,
即每个点之间相似性. 在进行距离计算之前, 首先将原

始数据的不同字段进行标准化处理, 使各维度的数据

具有相同的量级; 然后计算数据间的距离, 最后输出距

离矩阵. 本文选取欧几里得方式来计算距离 , 并
输出为若干行、三列的矩阵, 其中前两列表示两个数

据点的序号, 第三列为前两列表示的两个数据点之间

的距离, 例如矩阵的第 1 行为: 1 号数据、2 号数据、

1 号 2 号数据间的距离, 第 2 行为: 1 号数据、3 号数

据、1 号 3 号数据间的距离, 以此类推, 与此距离矩阵

即为快速峰值算法的输入.
1.1.2    聚类中心的选择

聚类中心的特征是局部密度大而且与其它密度更

大的点相距很远.
ρi某点的局部密度 是以截止距离为半径的圆内的

点的个数:

ρi =
∑

j
χ
(
di j−dc

)
(1)

i j

χ (a) = 1 χ (a) = 0 di j i j dc

dc

δi

dc

式中 ,   与 为两个互异的数据点 ,  当 a 小于 0 时 ,
, 反之 .  为 点与 点之间的距离,  为

截止距离, 由用户根据经验值设定. 一般而言  的选取

原则为: 将距离 按递增方式进行排序并编号, 找出所

有距离个数的 1%~2%所对应的序号, 将 设置为该序

号对应的距离值.
δi某一数据的 值被定义为:

δi = min
j:ρ j>ρi

(
di j

)
(2)

δi

对于密度最高的点, 由于不存在更高点, 故将其

值定义为该点与其余所有的数据之间距离的最大值.

δi =max
j

(
di j

)
(3)

ρ δ

计算出各点的这两个量之后, 将所有的数据点以

和 作为两个维度进行可视化输出, 所输出的图形称

为决策图.
1.1.3    非聚类中心点的分配及优化

在找到聚类中心之后, 确定类的数量, 然后合理分
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配剩余点. 分配原则是: 每个剩余点逐个被分到与其距

离最近的有较高密度的点所在的类簇, 且此操作以单

步执行, 直到把所有的点全部分配到对应的类为止.

dc

ρb

ρb

一般的聚类方法优化都是以使目标函数在每一次

的迭代中达到最优为原则而实现的. 本文提出的算法

中优化的方法为: 先为每个类划分一个边界区域, 边界

区域的定义是分配给某一类簇的点距离另一类簇的点

的距离小于截止距离 ; 接着在每个边界区域内找出

密度最高的点并标记其密度为 , 遍历类内的各个点,
密度大于 的点被分到类内, 反之被标记为噪声.
1.2   自调节步长果蝇优化算法

1.2.1    果蝇优化算法

FOA 模仿果蝇搜寻食物源, 果蝇通过嗅觉可以轻

易的捕捉到范围内目标源散发的气味, 然后利用其视

觉进行追踪, 不断的更新果蝇群位置, 逐渐靠近目标源.
算法的主要步骤如下:

1)初始化种群:
S ize_num

Max_times

S tart_X S tart_Y

果蝇数量为 和算法所需循环执行总次数

. 在确定活动区域中随机给定果蝇群体一个起

点 ,  .

2) 给每个果蝇个体随机的方向与距离, 用嗅觉寻

找食物:

Xi = S tart_X +Random_Value (4)

Yi = S tart_Y +Random_Value (5)

Di

S i

3)计算果蝇到坐标原点的距离 以及味道浓度判

别值 :

Di =
(
X2

i +Y2
i

)0.5
(6)

S i = 1/Di (7)

S i Function (S i)

S mell_i

4) 将浓度判别值 带入判定函数 求出

其 , 此处判定函数为使用果蝇优化算法对某一函

数求解最优解时的判定函数 ,  根据实际被求解函数

而定:

S mell_i = Function (S i) (8)

5) 找出群体中浓度最优的果蝇 (本文以最小值为

最优解): [
best_S mell_best_index

]
=min(S mell) (9)

S mell_best6)保留最佳浓度值 与其坐标, 果蝇群体根

据视觉飞往最优位置:

S mell_best_i = best_smell (10)

S tart_X = X
(
best_smell

)
(11)

S tart_Y = Y
(
best_smell

)
(12)

S mell_best_i < S mell_best_i−1

7) 迭代寻优 :  重复步骤 2)、3)、4)、5), 判断 :
, 如果上式取值为真, 则转到步

骤 6), 否则继续迭代进行优化.
1.2.2    自调节步长果蝇优化算法 (SFO)

传统的 FOA算法的搜索半径是固定不变的, 即每

一代果蝇以固定步长随机在寻找食物. 在算法迭代开

始时, 较大的步长有利于全局搜索寻优, 而且可以有效

的跳出局部最优. 但是, 寻优后期, 较大的步长会导致

较弱的局部搜索, 可能会错过最佳值, 同时收敛精度也

会减小. 较小的步长虽然可以提升收敛度, 但是在迭代

前期降低了寻优速率. 传统的 FOA算法难以权衡全局

搜索能力和局部探索能力, 自调节步长果蝇优化算法

根据浓度差值变化率的大小对步长进行动态更改; 并
且在改变步长过程中引入指数与三角函数机制, 使步

长变化具有非均匀性和随机性. 在迭代初期为了加快

全局搜索速率, 适当增加步长值, 迭代后期为了能让算

法能对局部进行精细搜索, 适当减小步长值, 该算法针

对原果蝇算法的全局寻优速率慢和局部收敛精度不高

而做出了改良. 算法的主要改进步骤如下:

min(
S mell_i

)
max

(
S mell_i

)
min

(
S mell_i−1

)
max

(
S mell_i−1

)
S Rate

1 ) 求出当前迭代果蝇群中的最优浓度

与最差浓度 之差, 前一代果蝇群中

的最优浓度 与最差浓度 之

差, 将差值作对比, 得出浓度差值变化率 :

S Rate =
min

(
S mell_i

)
−max

(
S mell_i

)
min

(
S mell_i−1

)
−max

(
S mell_i−1

) (13)

本文将最小值设为最优值, 将最大值设为差值. 由
图 1可以看出果蝇寻优迭代前期的浓度差值变化率变

化较大, 需要适当增加步长加快全局寻优, 而随着进入

迭代后期, 浓度差值变化率变小, 逐渐趋近于 1, 并稳定

在 0.7~1.3的范围内, 说明果蝇群体距离食物源已经非

常靠近, 浓度波动较小, 这时需要减小步长, 以提升精

确度.
S Rate2)步长改进: 根据 的取值范围, 对步长进行相

应的修改:
S Rate ≤ 0.7 S Rate ≥ 1.3如果 或者 :
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Li = Li−1−
(
1−

times_i

Maxtimes

)
×Dynamic_factor×0.7 (14)
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图 1    浓度差值变化率

 

步长调节因子:

Dynamic_factor = exp
(
mup×S Rate

)
× sin

(
rem

(
times_i,π

))
(15)

0.7 < S Rate < 1.3如果 :

Li = Li−1−
(
1−

times_i

Maxtimes

)
×Dynamic_factor×1.3 (16)

步长调节因子:

Dynamic_factor = exp(mdown×S Rate)× sin
(
rem

(
times_i,π

))
(17)

Li Li−1

mup mdown

mup

mdown times_i

Maxtimes

S Rate

式中,  与 分别为当前果蝇寻优迭代步长和上一次

果蝇寻优迭代步长;  和 分别在不同所属浓度

差值变化率时所采用的步长动态变化参数, 需要增大

步长时采用 (取值大于 1, 本文取 1.3), 需要减小步

长时采用 (取值为 (0,1), 本文取 0.7);  为当前

执行算法所处的运行次数;  为算法所需循环执

行次数的最大值. 根据每次求的浓度差值变化率 ,
确定其所属范围, 对步长进行相应的修改.

图 2为步长调节因子在取值连续的情况下所显示

的结果. 指数机制可以使步长变化具有非均匀性, 在果

蝇寻优迭代过程中, 如果浓度变化较大, 那么要适当增

加步长, 非均匀变化的步长相对于原果蝇算法中的固

定步长更容易捕捉到最优值, 有利于全局搜索.
3)果蝇个体位置计算:

Xi = S tart_X +Li×Xi−1×Random_Value (18)

Yi = S tart_Y +Li×Yi−1×Random_Value (19)

当浓度差值变化率较小时, 浓度变化率比较稳定,

这时候果蝇迭代寻优可能进入两种状态, 第一种状态

是进入迭代后期, 要适当的减小步长进行局部探索, 第
二种状态是果蝇寻优迭代陷入局部最优化, 那么引入

三角函数机制是利用三角函数变化的特性, 使得步长

变化随机, 提高了算法跳出局部极值的能力.
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图 2    步长调节因子变化曲线

 

在同样设置种群规模为 20 ,  最大迭代次数为

1000时, 对比 FOA和 SFO的测试性能, 采用平均值代

表平均精度值, 方差代表测试稳定性. 对于不同的测试

函数, FOA在多数猜测是函数下未能达到理想精度, 容
易陷入局部最佳, SFO算法均达到了目标精度, 且方差

相对较小, 证明本文算法具有更好的稳定性和优越性.
1.3   基于自调节步长果蝇优化的自适应密度峰值聚类

算法

1.3.1    信息熵

D = {x1, x2, · · · , xn}
信息熵为系统不稳定性的度量. 已知空间中的数

据集 包含 n 个数据, 每个数据的密度

函数值为:

φi =

n∑
j=1

e

( ∥xi−x j∥
σ

)2

(20)

则密度估计可以定义为:

H = −
n∑

i=1

φi

Z
log

(
φi

Z

)
(21)

Z =
n∑

i=1

φi其中,  为标准化因子.

1.3.2    基于自调节步长果蝇优化的自适应密度峰值

聚类

对小规模数据集进行聚类时, 密度峰值聚类算法
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采取指数方式计算数据密度, 计算公式如下:

ρi =
∑
j,i

exp

−(di j

dc

)2 (22)

dc σ

σ dc

σ σ

dc

对比式 (20)、(22) 发现, 如果选择高斯核函数进

行每个数据点密度的计算, 截断距离参数 与 具有的

意义是统一的, 优化 本质上就是对截断距离参数 的

优化. 而且, 若将整个数据集看成一个系统, 一个好的

聚类结果是系统最稳定, 数据间关系确定性最好的状

态, 因此, 以信息熵最小值为判定依据, 利用 FOA算法

的全局寻优特性, 对 进行优化, 优化后得出的 值即

为最优的截断距离参数 .

Function (S i)

σ dc ρi δi

将式 (21)所示的信息熵函数作为自调节步长果蝇

优化算法的浓度判定函数 进行优化, 求出最

优 值, 即截断距离 . 按式 (1)~(3) 计算得到 和 后,

自适应的选择聚类中心.
ρi δi γi聚类中心的 和 两个值都较大, 本文引入

γi = ρi×δi (23)

γi

γi γi

γi

P γ[1∼P] γ[P∼n] γi

则 较大的点, 就很有可能是聚类中心; 换言之, 聚类

中心的 一定较大, 可以先挑出 值较大的点, 在从中

去选择真正的聚类中心. 将 值按降序排序. 定义临界

点 , 表示 与 变化程度最大的点, 本文用 值

降序排列图的斜率来表示其变化程度, 则 P 服从以下

条件:

P =max {i |||ki| − |ki+1|| ≥ β, i = 1,2, · · · ,n−2 } (24)

β = α( j)/(n−2) (25)

α( j) =
n−2∑
j=1

∥∥∥k j| − |k j+1
∥∥∥ (26)

ki i i+1

α ( j) γi

β i

β

式中,  表示第 个点和第 个点之间的线段的斜率;
表示在 值降序排列图中两个邻居点的斜率差的

总和;  表示斜率差的平均值;  是斜率差大于等于均值

的点中序号最大的点及临界点.
那么聚类中心就可能存在于式 (27) 表示的范围

内, 称这个范围内的点为伪中心.

spq =
{
q
∣∣∣γq ≥ γp,q = 1,2, · · · , p

}
(27)

在同一范围内存在多个伪中心, 因此需要将同一

范围内多余的伪聚类中心排除. 在密度峰值算法中, 聚
类中心与密度点更高的点相距较远, 因此, 本文取同一

区域中的第 1 个伪中心作为聚类中心, 判断其他的伪

d (xi,Nk (xi))中心到该点的距离, 若小于 则将其消除; 如
果大于, 则将其作为新的聚类中心. 在聚类过程中自适

应的根据实际数据选出聚类中心, 聚类中心个数即为

最终聚类数目.
1.4   算法流程及复杂度分析

1.4.1    算法流程

算法 1. 基于自调节步长果蝇优化的自适应快速峰值聚类算法

输入: 样本数据集 X, 参数 m, n
输出: 数据的分类标签 y
1)初始化果蝇群体规模以及最大迭代次数;
2)将浓度测定值带入信息熵函数, 确定果蝇个体的味道浓度;

σ dc3)按式 (14)~(17)自调节步长并得到最优 值, 即截断距离 ;
4)计算原始数据的距离矩阵作为输入并根据式 (1)(2)(3)计算局部密

度和到高密度点的距离;
5)按式 (23)~(27)选择聚类中心;
6)分配其他非中心点并完成结果优化;
7)聚类结果可视化并输出分类标签.

1.4.2    算法复杂度分析

假设果蝇群体大小为 S, 最大迭代次数为 M, 个体

浓度跟新计算量为 O(1), 计算浓度差值变化率所需的

时间复杂度为 O(M), 并且动态调整步长的时间复杂度

为 O(M), 所以计算最优截止距离部分的时间复杂度为

O((N+2)*M). 假设由自调节步长果蝇优化的自适应密

度峰值聚类算法 (Adaptive Density Peak Clustering
based on Fruit fly Optimization of Self-adjusting step-
size, SFO-ADPC)处理的数据集有 N 个数据点, 则存储

每个数据点与其他点的距离的时间复杂度为 O(N2), 计
算每个数据点的局部密度及距离所需的时间复杂度为

O(2N), 计算边界区域需要的时间复杂度为 O(N2). 综
上, 本文所提算法的时间复杂度为 O((N+2)*M+(N+1)*N).

2   实验与结果分析

2.1   实验数据集

为测试所提 SFO-ADPC 算法的准确性和有效性,
本文选择了 5个人工数据集和 5个常用于聚类测试的

真实数据集. 表 1中为本文所用数据集, 包括环形、月

牙形、聚集、火焰、螺旋形、Iris、Wine和 Soybean数
据集. 5 个人工数据集的数据分布情况如图 3 所示, 图
中数据点横纵坐标均为数值, 无具体物理意义, 故无单位.

聚集和火焰数据是典型的聚类算法性能测试数据,
环形、月牙形和螺旋形数据为测试算法能否准确地对

非球形数据聚类的典型数据集. Iris 是鸢尾花卉数据

集, 其中有 150个样本, 属于 3个类别, 每个类别有 50个
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样本, 每个样本具有 4个属性, 即花萼长宽以及花瓣长

宽. 3 个类别分别为 Setosa, Versicolour 和 Virginica.
Wine是酒数据集, 有 178个样本, 每个样本有 13个属

性, 属于 3个类别, 每个类别数量不同. Soybean数据集

是大豆疾病数据集, 包含 47 个数据, 每个数据包含

35 个属性, 分为 4 类, 是线性可分的, 其所有属性都可

作为分类属性 .  Eco l i 数据集是大肠杆菌数据 ,  由
336 个样本组成 ,  每个样本有 7 个属性 ,  分为 8 类 .
Seeds 数据集包含 210 个样本, 每个样本有 7 个属性,
每个样本分为 3个类.

表 1     实验数据集
 

数据集 维度 类簇数 数据量

环形数据 2 2 1000
月牙形数据 2 2 1000
聚集数据 2 7 788
火焰数据 2 2 240
螺旋形数据 2 3 312
Iris数据 4 3 150
Wine数据 13 3 178

Soybean数据 35 4 47
Ecloi数据 7 8 336
Seeds数据 7 3 210
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图 3    原始数据集

 

2.2   实验数据集

本文主要使用两个评价指标来测试所提的算法:

内部轮廓系数 (Silhouette)和外部 F值 (F-measure).

1) Silhouette指标

i

a (i) b (i)

对于其中的一个样本点 来说, 需要计算两个量:

与 ,

i那么 向量轮廓系数就如下式:

S (i) =
b (i)−a (i)

max {a (i) ,b (i)} (28)

a (i) i:   向量与同一类中每个点的不相似性的平

均值.

b (i) i:   向量与其他类的点的不相似性的最小平

均值.

使用所有数据 S 平均值评估簇的紧密性和可索引

性. S 介于–1和 1范围内, 对于同一数据集, S 越大聚类

越好.

2) F-measure指标

P j Ci

P (i, j) R (i, j)

F-measure 是一种结合准确率和召回率的外部评

估指标. 对于真实类 与聚类所产生的类 , 分别定义

准确率 和召回率 . 其表示为:

P (i, j) =

∣∣∣P j∩Ci
∣∣∣

|Ci|
(29)
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R (i, j) =

∣∣∣P j∩Ci
∣∣∣∣∣∣P j

∣∣∣ (30)

P (i, j) R (i, j)和 的都介于 0 和 1 之间, 且两者的数

值大小与相对应的正确率和召回率成正比.

相应的 F-measure指标计算:

F
(
P j,Ci

)
=

2×P
(
P j,Ci

)
×R

(
P j,Ci

)
P
(
P j,Ci

)
+R

(
P j,Ci

) (31)

将各类 F-measure 指标作平均则可以求出最终 F-

measure值, 其表示为:

F =
∑

j

∣∣∣P j
∣∣∣

N
max

i
F

(
P j,Ci

)
(32)

上述公式中 N 为数据总个数, 计算所得 F-measure
值越大, 则算法准确程度越高.
2.3   实验结果与分析

本文将所提算法 SFO-ADPC 与 FODPC、DPC、
DBSCAN、K-Means 在数据集上比较. 图 4 中分别为

K-Means在环形、月牙形、聚集、火焰、以及螺旋数

据集上的聚类结果, 图 5 中分别为 DBSCAN 在环形、

月牙形、聚集、火焰、以及螺旋数据集上的聚类结果,
图 6中分别为 DPC在环形、月牙形、聚集、火焰、以

及螺旋数据集上的聚类结果, 图 7 中分别为 FODPC
在环形、月牙形、聚集、火焰、以及螺旋数据集上的

聚类结果, 图 8 中分别为 SFO-ADPC 在环形、月牙

形、聚集、火焰、以及螺旋数据集上的聚类结果.
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图 4    K-Means算法聚类结果
 

测试算法中使用的数据集分布大多为非球形的,

K-Means无法准确对其进行聚类, 同时, 聚集数据集虽

然是球形分布的, 但由于样本量分布不均匀, K-Means

仍然无法达到最好的聚类效果. DBSCAN 可以有效地

对测试数据集进行聚类, 但其参数确定过程较为繁琐,

不同的数据集的聚类参数相差较大, 用户需要花费大

量的时间用于调参.

DPC及其改进算法可以有效对非球形数据进行聚

类, 同时聚类的准确率大大提高, FODPC 及本文提出

的 SCFO-ADPC给出了更好的截断距离, 克服 DPC需

要人工设置截断距离的缺陷; 同时, 本文算法提供的截

断距离更好, 提升了聚类准确率. 并且, 本文所提算法

能够自适应的选择聚类中心, 改善了原始 DPC算法需

要手动选取聚类中心的缺陷.

表 2中列出了上述 5种算法在 5个人工数据集及

5个真实数据集的聚类效果评价得分.
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图 5    DBSCAN算法聚类结果
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图 6    DPC算法聚类结果
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图 7    FODPC算法聚类结果
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图 8    SCFO-ADPC算法聚类结果
 

上述 5种聚类算法应用于实际数据时, SCFO-ADPC

的准确率及召回率更高, 本文所提算法能有效的对任

何形状的数据进行聚类, 对于具有较高维度的数据集

也可有效进行聚类, 并且聚类效率及效果有一定提高.
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表 2     聚类结果评价
 

数据集 性能 K-Means DBSCAN DPC FODPC SCFO-ADPC

环形数据
S 0.349 556 0.241 050 0.250 468 0.248 161 0.256 485
F 0.501 000 0.946 000 0.912 000 0.958 000 0.984 000

月牙形数据
S 0.484 504 0.228 626 0.285 164 0.305 468 0.254 654
F 0.751 000 0.981 000 0.729 000 0.985 000 0.988 000

聚集数据
S 0.480 982 0.479 736 0.456 456 0.465 774 0.416 489
F 0.803 299 0.965 736 0.997 462 1 1

火焰数据
S 0.378 494 0.199 965 0.154 596 0.187 913 0.201 564
F 0.837 500 0.925 000 0.754 100 0.781 569 0.804 561

螺旋形数据
S 0.360 163 0.134 429 0.126 546 0.156 464 0.156 448
F 0.346 154 1 0.803 679 1 1

Iris数据
S 0.680 813 0.686 393 0.751 657 0.751 964 0.781 640
F 0.893 333 0.666 667 0.906 667 0.931 567 0.944 564

Wine数据
S 0.571 138 0.564 847 0.516 489 0.648 941 0.601 654
F 0.696 629 0.231 068 0.703 567 0.729 546 0.731 649

Soybean数据
S 0.320 398 0.523 664 0.284 684 0.305 645 0.315 468
F 0.723 404 0.255 3119 0.893 617 0.924 682 0.957 892

Ecoli数据
S 0.273 145 0.074 971 0.562 589 0.645 305 0.683 154
F 0.616 071 0.399 2857 0.809 524 0.824 682 0.857 892

Seeds数据
S 0.471 933 0.250 138 0.501 382 0.530 645 0.544 689
F 0.895 238 0.419 048 0.895 476 0.914 862 0.919 278

 
 

3   结语

本文提出了一种基于自调节步长果蝇优化的自适

应密度峰值聚类算法 (SCFO-DPC). SCFO-DPC算法通

过可自调节步长的果蝇优化算法得到最佳截止距离,

解决了需要根据人工设置截止距离参数的问题, 并且

得到的参数优于其他优化算法; 能够自适应的选择聚

类中心, 有效的解决了人工选择聚类中心为聚类算法

带来的不稳定性. 通过测试, SCFO-DPC算法在对人工

数据集、UCI真实数据集的处理上具有相当大的优越

性, 比 FODPC、DPC、DBSCAN 和 K-Means 算法更

准确有效, 且受人为影响更少.
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