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基于卷积神经网络的烟瘾渴求脑电分类① 
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摘 要: 脑电信号分类问题是脑-机接口应用中的重点, 而脑电信号分类的关键问题是如何寻找合适的特征. 目

前虽然有支持向量机、浅层神经网络等方法可以对脑电信号有效的分类, 但是这些方法大都需要大量先验知识

寻找数据的特征. 由于脑电信号容易受到噪声干扰, 尤其是在烟瘾渴求这种高级认知过程中, 不同被试个体间具

有很大差异, 很难找到具有代表性的有效特征, 脑电分类的准确率很难提高. 为解决以上问题, 本文采用一种基

于卷积神经网络的方法对烟瘾患者在不同烟瘾渴求状态下的脑电信号的进行分类, 与传统分类方法比, 卷积神

经网络不需要手动提取特征, 能够直接训练原始的脑电信号数据, 可以满足在实时反馈的烟瘾治疗过程对获取

分类结果的快速需求.  

关键词: 卷积神经网络; 深度学习; 脑电信号; 烟瘾渴求 
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Abstract: Electroencephalography (EEG) classification is the key point of brain-computer interface application. How to 

find effective feature is the major issues in EEG classification. Although several effective methods like support vector 

machines or neural networks have already been applied to EEG classification, but these methods need a large amount of 

prior knowledge to find the features of the data. Since the brain electrical signal appears to be more susceptible to noise 

interference and there are wide individual differences, so that effective features are difficult to been found. Meanwhile, it 

is difficult to improve the accuracy of the EEG classification, especially in the advanced cognitive process in the 

cigarette craving. In order to solve this problem, we use convolution neural networks (CNN) to classify EEG of cigarette 

craving patients under different status of cigarette craving. Compared with the traditional method, CNN does not need to 

manually extract features. It can directly train the original EEG data. More importantly, it can satisfy the demand which 

is to obtain the real-time feedback in the cigarette craving treatment process for classification results. 
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1 引言 

脑电信号(Electroencephalography, EEG)是记录人

大脑活动最常用的方法, 由此可以实现人脑和计算机

之间的交流. 由于在大脑相应区域安放电极记录大脑

神经活动产生的电信号可以反映大脑的功能状态, 通

过研究人体处于不同生理状态和不同脑功能状态时的 

 

 

 

脑电信号特征, 可以了解大脑的不同工作机制. 脑电

信号在认知心理学、生理学、精神病学等方面有广阔

的学术价值和应用前景. 在实际应用中, 经常利用脑

电信号来实现人脑-计算机接口(BCI), 人在不同认知

活动时的脑电的不同, 通过对脑电信号的有效特征提

取和分类达到某些控制目的.  
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  脑电信号的分类问题是脑-机接口应用中的难点, 

而脑电信号分类的关键问题是如何寻找合适的特征. 

目前, 已有大量研究应用于脑电信号的分类中, 例如

基于支持向量机(Support Vector Machine, SVM)的方

法[1,2]、一般神经网络[3,4]和隐马尔可夫模型[5]等. 传统

的机器学习方法大都需要大量先验知识寻找脑电信号

的特征. 然而由于脑电信号容易受到噪声干扰, 而且

特定行为的脑电信号可能同时混合有其他行为产生的

干扰. 尤其是在复杂的高级认知过程中, 不同被试个

体间具有很大差异性, 很难找到具有代表性的有效特

征. 因此脑电分类的精确度提高十分困难.  

  同传统方法相比, 深度学习可以不需要很多先验

知识以及手工提取特征, 能够直接对复杂的数据逐级

抽取特征. 近年来深度学习方法得到重视, 并且应用

于许多领域, 在图像分类领域[6,7]、语音识别领域[8]得

到了十分有效的应用. 考虑如何将深度学习的方法应

用到脑电分类问题中, 也成为脑-机接口研究中的热点. 

已经有将深度学习模型应用在脑电信号分类中, 并取

得不错的结果[9,10].  

本文主要关注烟瘾渴求高级认知过程中的脑电分

类问题, 采用深度学习中卷积神经网络对脑电信号进

行分类实验, 试图提高脑电分类的准确率和速度.  

 

2 基于CNN的烟瘾渴求脑电分类方法 

2.1 烟瘾渴求脑电信号的实验背景 

  在烟瘾治疗中有一种生物反馈治疗法的尝试, 通

过记录烟瘾患者的脑电信号, 进行处理分析后, 将对

烟瘾的渴求程度反馈给患者, 使患者有意识的学习抑

制自己的烟瘾渴求. 通过反复调节训练达到戒除烟瘾

的效果, 可以免除药物治疗带来的副作用. 但由于烟

瘾渴求属于高级认知, 脑电信号包含的信息更加复杂, 

分类的难度比较大.  

  本文的实验数据来源于中国科学技术大学脑功能

实验室. 实验中共有 13 个被试, 这些被试都具有 2 年

以上烟瘾, 每天吸烟数目大于 10 支, 而且在三个月内

没有接受过任何烟瘾治疗. 每个被试进行大约 500 次

左右的实验, 分别记录这些被试在看到能够引起烟瘾

渴求的图片和不能引起渴求的图片后 2 秒内的脑电信

号. 因为脑电信号的应激反应集中在被试看到图片后

的 1 秒内, 所以我们采用 1 秒内的数据进行分类识别. 

实验中脑电信号由 64 个电极通道记录, 脑电信号的采

集频率为 250 Hz.  

2.2 烟瘾渴求脑电数据处理 

  烟瘾渴求实验得到的数据集共包括 13 个被试, 其

中每个被试约 500 个样本, 样本平均分为两类: 有渴

求和无渴求两种状态.  

  实验记录的脑电信号常受到多种因素的干扰, 例

如基线漂移、眼动、白噪声等等. 首先采用 0.5-100 

Hz 的滤波器对脑电信号进行滤波, 除去脑电信号中的

直流成分和高频噪声部分. 然后采用独立成分分析

(Independent Component Correlation Algorithm ,ICA)[11]

去除眼动干扰, 以上脑电信号的预处理采用 EEGLAB

工具箱处理[12].  

  由EEGLAB 预处理后得到的脑电信号如图 1 所示. 

每一个样本的脑电信号包含 64 个电极通道, 每一个通

道是一个随时间变化的电压信号.  

 

图 1 脑电信号可视化 

 

  时间采集频率为 250 Hz, 本文采用 0 到 1 秒时间

段内的信号作为实验的输入. 因此每一个样本数据可

以表示为一个 64×250的矩阵, 每一行代表一个电极通

道在 1 秒内的电压信号, 共有 64 个电极通道.  

 

图 2 电极位置分布图 
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  采集脑电信号的 64 个电极在人头皮上的分布位

置如图 2 所示. 考虑到电极位置的分布具有连续性, 

而空间分布相邻的电极信息组合起来可以共同反映一

些脑部活动的信息, 为了CNN可以方便识别这些信息, 

我们将每个电极通道与其距离最近的四个电极通道组

合在一起输入来提取特征. 因此将原本大小为 64×250

的样本矩阵转化为大小为 5×250×64 的矩阵. 其中

5×250 代表每个电极通道与其距离最近的四个通道的

组合.  

  然后对5×250×64的样本矩阵进行归一化处理, 将

数据映射到[-1, 1]的范围内, 作为 CNN 的输入矩阵.  

  每个样本对应一个标签, 渴求或者无渴求两类. 

CNN 的输出为 1 为渴求状态, 0 为无渴求状态.  

2.3 卷积神经网络结构 

  CNN 是一种具有特殊卷积结构的多层人工神经

网络[13], 一般包括多个卷积层、混合层和全连接输出

层. 本文采用的 CNN 基本结构如图 3 所示.  

 

图 3 CNN 基本结构 

 

  由于输入的样本矩阵大小为 5×250×64, CNN 模型

的输入层设置为 64 个大小为 5×250 的矩阵.  

   在每个卷积层, 先将输入数据矩阵与卷积核矩阵

进行“卷积”运算, 再进行非线性转换后输出, 如下所

示:  
T

W, 1
( ) ( ) ( )

n

b i ii
h x f W X f w x b


    

其中 f是神经元非线性激活函数, b是偏置值, W是一个

共享权重的矩阵, 即卷积核, X 为输入. 本文的非线性

激活函数 f 采用 Relu (Rectified linear unit)函数[14], 表

达式为 ( ) max(0, )f x x .   

  混合层(pooling)通常跟在卷积层之后和卷积层成

对出现. 混合层是一个类似下采样的过程, 将卷积层

输出的特征矩阵划分为多个不相交的小区域, 用这些

区域的某些特征, 如最大值、平均值等, 作为新的特

征表示. 本文的混合操作采用平均值混合.  

  全连接层是卷积神经网络的最后一层, 将前一个

混合层的输出特征映射到输出层, 完成分类.  

  输出层采用 softmax 分类器. 本文 CNN 输出 1 为

渴求状态, 0 为无渴求状态.  

设卷积神经网络的训练样本个数为 m, 输入为 x, 

输出为 y, 卷积神经网络的层数为 L 层, 中间包含若干

对卷积层和混合层, 网络最后一层的输出值为 ( )if x . 

CNN 网络的代价函数代价函数采用交叉熵形式表示为:  

'

1

1
log ( )

m

i i
i

L y f x
m 

    

脑电信号在采集时, 不同时刻不同人之间都会有

很大变化, 对于这样复杂多变的信号, CNN 卷积层的

局部感知结构可以提取到信号的一些不变的初级特征, 

可以有效降低这些变化对结果的影响. CNN 的共享权

重结构保证 CNN 可以在不同位置上提取到同样的特

征, 能够在位移变化上保持不变性. 因此脑电信号采

集过程中电极的位置发生偏移或者被试反应快慢造成

的时移, 都不会导致提取特征的不同. CNN 混合层可

以降低后边网络层的参数数量, 而且使得数据具有平

移不变性, 脑电有小的位移时, 提取到的特征不会变, 

另外某种程度上可以降低数据的噪声.  

 

3 实验过程 

  使用CNN解决具体分类问题时, 比较重要的工作

是进行 CNN 结构参数和影响性能的超参数选择[15]. 

CNN 的结构参数包括卷积层、混合层和全连接层的

层数, 每层卷积核的大小和卷积核的个数的选择等. 

超参数主要有学习率, L2 规范化参数 λ, 小批量数据

(mini-batch)的大小, 动量梯度下降中的动量等.  

本文采用手动选取超参数的方法, 初始训练时随

机选择一些超参数组合进行尝试实验, 然后根据结果

逐个调整参数, 慢慢提高性能. 为了提高反馈的速度, 

训练前期采用简化的网络, 后期逐步增加网络的复杂

度进行实验. 表 1 列出了实验中的几组 CNN 结构和一

些需要进行选择的参数及取值范围, 在训练数据集上

通过多次交叉验证选出较优的参数. 

本文的卷积神经网络训练过程采用带动量的小批

量随机梯度下降法(Stochastic gradient descent)[16], 动

量大小设置为 0.95, 每次训练输入的小批量数据

(mini-batch)大小设为 90 个样本. 

为了降低网络规模, 使网络更加稀疏化, 在代价

函数上增加一个对权重的 L2 正则化项. 如下所示:  

2'

1 1

1
log ( ) ( )

m L

i i K
i K

L y f X sum W
m
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其中m为mini-batch的样本个数, 卷积神经网络共有 L 层, 最后一层输出为 ( )if X . L2 正则化项系数 λ 设为 0.5. 

 

表 1 CNN 结构参数选择范围 

 卷积层个数 每层卷积核大小个数 混合窗口大小 全连接层数 全连接层节点数 初始学习率 

A 1 [5,10~20]×1~20 [1 , 2~5] 1 10~100 0.002~0.1 

B 2 
[5,10~20] ×1~20 

[1,10 ~ 20] × 10 ~40 

[1 , 2~5] 

[1 , 2~5] 
1 10~100 0.002~0.1 

C 3 

[5,10 ~ 20] × 1 ~20 

[1,10 ~ 20] × 10 ~40 

[1,10 ~ 20] × 10~40 

[1 , 2~5] 

[1 , 2~5] 

[1 , 2~5] 

1 10~100 0.002~0.1 

D 2 
[1,10 ~ 20] × 1 ~20 

[1,10 ~ 20] × 10 ~40 

[1 , 2~5] 

[1 , 2~5] 
2 

10~100 

10~100 
0.002~0.1 

 

同时为了避免过拟合现象 , 在训练过程加入

dropout 的方法[17], 即在训练过程中每次更新权重时随机

让一部分隐藏层的节点的权重不更新, 这里设置 dropout

的系数为 0.3. 训练开始时, 每层的权重矩阵初始化为均

值为 0, 标准差为 1 的高斯分布, 偏差矩阵设为 0.  

 

4 实验结果分析 

  本文实验使用Matlab 在中国科学院合肥研究院物

质科学计算中心超算平台完成. 实验将数据的 5/7 作

为训练集, 1/7 作为验证集, 1/7 作为测试集, 实验重复

多次, 将测试集分类精度的平均值作为最终结果.  

CNN 在训练过程中的误差下降曲线如图 4 所示. 

训练过程共迭代了 180 次, 可以看到大约从 120 次开

始训练集的误差开始趋于平稳.  

图 4 CNN 训练误差下降曲线 

 

  本文主要目的在于检验卷积神经网络在烟瘾渴求

脑电信号分类中的有效性, 根据上节的实验设计, 实

验结果如表 2 所示.  

 

表 2 CNN 的分类结果 

被试 预测准确率 

Subject 1 0.7473 

Subject 1 0.7473 

Subject 2 0.7019 

Subject 3 0.6891 

Subject 4 0.757 

Subject 5 0.7152 

Subject 6 0.5848 

Subject 7 0.7696 

Subject 8 0.7061 

Subject 9 0.7113 

Subject 10 0.6736 

Subject 11 0.7327 

Subject 12 0.6105 

Subject 13 0.7148 

  将 CNN 方法和传统 SVM 方法[2]对烟瘾渴求脑电

信号的分类结果进行比较, 如图 5 所示. 其中选取脑

电 信 号 每 个 电 极 通 道 时 间 窗 为 300~350ms 、

370~460ms 和 470~600ms 的均值作为 SVM 分类时的

输入特征.  

  由图 5 实验结果对比可以得出, CNN 的平均分类

精度的优于SVM, 总体上CNN的分类结果较好, 但是

个别被试的结果稍差. 同时发现CNN在不同被试之间

预测率差异较大.  

  除此之外, 从时间上来讲, CNN 的训练过程计算

量较大, 模型建立过程比较耗时. 但是 CNN 在模型建

立后应用于生物反馈治疗时能够很快的得到分类结果, 

因为 CNN 不需要太多人工处理数据提取特征的过程.  
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图 5 CNN 和 SVM 的实验结果对比 

 

5 结论与展望 

  本文采用基于 CNN 的方法对烟瘾渴求脑电进行

分类, 发现分类精度可以达到SVM等传统方法的水平. 

而且如果用于生物反馈治疗过程中, CNN 分类器可直

接对得到数据进行分类, 不需要太多人工处理, 完全

可以满足实时反馈的治疗过程对获取分类结果的快速

需要. SVM 等传统的人工提取特征的方法在特征提取

过程耗时会比较久, 速度上很难达到要求.  

  除此之外, 如果可以进一步提高CNN对脑电的分

类结果, 通过分析CNN在分类过程中自动提取的特征, 

可以帮助发现脑电信号网络空间上的一些未知信息, 

有助于人工特征选取.  
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