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1 引 言

经典的主动声纳信号参量检测理论通常假设干

扰背景是高斯的, 这种假设下信号的最佳检测就是

匹配滤波( 或相关检测) , 而实际应用中, 如果目标回

波位于混响抑制区, 匹配滤波的性能会大为下降。因

此, 近些年来, 人们开始研究使用非高斯模型来拟合

混响的统计特性。而混合高斯概率密度模型( 简记为

GM 模型) 具有结构简明、模型参数少、拟合性能高、

适用范围广等突出优点, 在图象处理、医疗信号处

理、语音信号处理、通信等许多领域被广泛应用作一

种典型的非高斯信号概率密度( PDF) 模型。本文中

也采用 GM 模型来对混响进行概率密度建模。

目前常用的 GM 模型参数 估 计 方 法 是 EM 迭

代算法 [1]。虽然该法保证了在迭代过程中似然函数

不会减小 , 但它也存在一些不容忽视的缺陷 , 比如 :

估计精度过分地依赖于初值, 若初值设置不当, 则可

能收敛于错误的局部极值点; 无法估计模型阶数, 只

能根据经验先验地假定。为了克服 EM 迭代算法的

这些缺陷 , Verbeek 在图像处理中提出了一种改进

的算法-GreedyEM 算法 [2] , 它不依赖于初始值, 同时

还可允许自动地确定 GM 模型的最佳阶数。但文献
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中 , GreedyEM 算法针对的是图象处理中常用的多

维 GM 模型参数估计问题 , 结构庞杂 , 运算效率低

下。把这一算法加以合理简化 , 并给出模型自动定

阶方法 , 成功地应用到水声混响的一维 GM 建模

中。对混响实验数据的概率密度拟合结果表明 , 基

于 GreedyEM 算法得到的 GM 模型参数 , 能够很好

逼近海洋混响的 PDF。而且 , 新算法能适应不同的

数据长度, 具有很好的通用性。

2 GM 建模及 EM 迭代算法描述

一般地 , GM 模型概率密度( PDF) 表述如式( 1)

所示,

fM( xn) =! !m·"m( xn) ( 1)

这里, M 为模型阶数。!m 为混合参数( 亦称加权系数) ,

满足式( 2) 所示的关系。"m 为第 m 个高斯分量的概

率密度函数 , 表达式如式( 3) , #m、$m
2 分别为其均

值、方差。

! %m=1 ( 2)

"m( xn) = 1
2!$m

2"
exp - ( xn- &m) 2

2$m
2# $ ( 3)

可以看到 , GM 模型的 PDF 是一种级数形式 ,

是一个纯粹的数学模型。理论上可以对任何窄带或

宽带的单钟型、多钟型概率密度进行拟合。必须指

出 , 虽然 GM 模型是数学上的拟合 , 但并非没有物

理意义。事实上, 式( 1) 能反映多数非高斯源的物理

机理 , 即非高斯源是由多个高斯源依据一定的概率

分布抽选而成。

对于式( 1) 所示的 GM 模型参数估计问题可描

述为 : 给定样本数据 x ={x1, x2, ⋯ , xN}, 如何确定其

概率密度函数所包含的参数组 !={"1, ⋯, "M; &1, ⋯,

&M; $2
1, ⋯, $2

M; }的值, 使以下的对数似然函数 LM( ’)

最大。

LM( () =
N

n=1
!lnfM( xn) ( 4)

Aaron提出 EM 迭代算法 [3], 对事先给定的 GM

模型阶数 M, 用式(5) 对参数组 ! 进行更新, 直至 ! 满

足一定的终止条件, 此时的对数似然函数即为最大。

xn 属于第 m 个高斯分量的先验概率 P( m|xn) 表

示为:

P( m|xn) = %m "m( xn)
fM( xn)

( 5)

则 GM 模型第 m ( 1≤m ≤M) 个高斯分量的概

率密度函数, 其参数 !m=(%m, &m, $2
m) 的迭代公式为:

%m= 1
N
! P( m|xn)

&m=
! P( m|xn) xn

! P( m|xn)

$2
m=
! P( m|xn) ( xn- &m) 2

! P( m|xn)

3 GreedyEM 算法

GreedyEM 算法通过不断地向 GM 模型中加入

高斯分量 , 直至使似然函数达到最大来建立 GM 模

型, 从而估计出数据的 PDF。

假设已得到 k 阶的 GM 模型概率密度 fk( xn) ,

加入一个高斯分量 "( xn, "k+1) , 则可得到 k+1 阶的

GM模型概率密度 fk+1( xn) , 如下式所示:

fk+1( xn) =( 1- )) fk( xn) +)"( xn, "k+1) ( 6)

其中, ) 是权重系数( 或称加权系数) , )#( 0, 1) ,

高斯分量的参数 "k+1=( &k+1, $2
k+1) 。这样, 对于每一个

k( 1≤k≤M) , 此时可以认为 fk( xn) 是确定的 , 只要

选择合适的权重系数 )、高斯分量参数 "k+1, 就可以

使下式所示的对数似然函数 Lk+1( !) 达到最大。

Lk+1(!) =
N

n=1
!lnfk+1( xn)

=
N

n=1
!ln[ ( 1- )) fk( xn) +)"( xn, "k+1) ] ( 7)

由此可以看出 Greedy EM 算法不像 EM 迭代

算法那样 , 需要对所有的高斯分量参数都进行初始

化, 而是以一个高斯分量 f1( xn) 参数的初始化开始 ,

然后进行如下的迭代:

( i) 加入一个新的高斯分量;

( ii) 运用 EM 迭代公式直至收敛到所需精度。

重复以上两步 , 直至根据一定的判决准则找到

最佳阶数 M。由于 Greedy EM 算法每次只对两个

分量进行处理 , 这样就减少了对初始值的依赖。但

对于每一次加入的高斯分量 "( xn, "k+1) , 需要寻找

使对数似然函数 Lk+1(!) 最大的参数 "k+1, 以此作为

该高斯分量的参数。

3.1 关于寻找最佳高斯分量的方法

M
m=1

M
m=1

N
n=1

N
n=1

N
n=1

N
n=1

N
n=1
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假设已得到 k 阶的 GM 模型概率密度 fk( xn) ,

求 !、!k+1, 使式( 7) 最大。若先认为 Lk+1(") 只是 ! 的

函数, 运用泰勒公式在 !=0.5 处进行二阶展开, 求得

使 Lk+1(") 最大的 !; 而 !k+1 中的方差由理论公式给

出 , 在样本数据 x 中寻找均值使对数似然函数最

大 [4]。但这样运算量很大, 尤其当样本数据较大时 ,

实现起来更显得困难。同时 , 因高斯分量方差由理

论给定, 使得对数据小概率密度区域的逼近效果差,

下面介绍一种更有效的方法。

根据先验概率密度函数 P( m|xn) , 将给 定 的 样

本数据 x 分成 k 个互不相交的子集 Ai( 1≤i≤k) , 其

中 , Ai={xn ! x : P( i |xn) =max{P( m|xn) |k
m=1 }}, 为了提

高收敛精度, 可以对各子集 Ai 再进行分块。方法是

在 Ai 中均匀地选取两个数 a 、b, 把 Ai 分成互不相交

的两个子块 Ai1、Ai2, 其中, Ai1 中元素与 a 的距离比

与 b 的距离近, Ai2 中元素与 b 的距离比与 a 的距离

近。各子块的均值和方差作为新加入高斯分量的初

始参数, 权重a i 设为 "i / 2, 运用同样的方法 , 也可对

Ai1、Ai2 再进行分块, 直至达到所需要求。本文中, 将

各 Ai 分成两子块, 收敛精度较好, 符合要求。

有了初始化高斯参数和权重, 用式( 8) 对参量进

行更新( 即 partial EM 迭代算法) , 选择使对数似然

函数最大的一组参量作为新加入高斯分量的参数和

权重。式中 , Aij 表示对子集 Ai 进行分块产生的子

块, 本文中 j=1, 2, Nij 表示 Aij 中元素的个数。

P( k+1|xn) = a i"( xn, !k+1)
( 1- a i) fk( xn) +a i"( xn, !k+1)

a i=
" P( k+1|xn)

Nij

#k+1=
" P( k+1|xn) xn

" P( k+1|xn)

$2
m=
" P( k+1|xn) ( xn - #k+1) 2

" P( k+1|xn)

( 8)

3.2 算法流程

对给定的样本序列 x, GM 模型参数估计算 法

流程如图 1 所示。

f1( xn) 参量的初始化, 就是将样本序列 x 的均值

和方差作为 f1( xn) 的均值和方差 , 加权系数设为 1。

式( 5) 、式( 8) 的循环终止条件是

3M

j=1
" %

( i )

j - &
( i - 1)

j

&
( i )

j

<R ( 9)

这里 , &
( i )

j
表示第 i 次参数估计向量的第 j 个元素; R

为预先设定的估计改善上限。

随着高斯分量的不断加入 , 似然函数会不断变

化, 若加入高斯分量后使得似然函数变小, 则停止加

入新的高斯分量, 模型阶数随之确定。

4 混响实验数据建模实例

本文所用的基元级混响实验数据是 2004 年 11

月在海南三亚某区域测量的 , 激励信号是 650Hz~

850Hz 的线性调频信号, 脉宽为 432ms, 采样频率为

20kHz, 一个周期内的采样点数为 8640。对数据先进

行常规波束形成 , 然后疏样 4 倍 , 经过 FIR 带通滤

波后 , 得到的波束级数据在一个周期内的采样点数

为 2160。

本文用 Greedy EM 算法拟合混响的 PDF 曲线。

其中, 图 2 考察了不同点数下, Greedy EM 算法对

基元级混响数据的 PDF 曲线拟合能力, 图 3 表征了

Greedy EM 算法对疏样滤波后波束级数据的 PDF

曲线拟合能力。图 2、3 中数据的估计参量如表 1 所

示。图 4 通过 Greedy EM 算法与 EM 算法拟合精度

的比较, 说明了初始参数对 EM 算法拟合精度的影

响, 这两种方法对模型参量的估计结果如表 2 所示。

其中, EM 迭代采用文献[5] 所用的随机单一初值方案。

图 1 Greedy EM 估计算法流程图

Fig.1 The flow chart of Greedy EM algorithm

xn!Aij

xn!Aij

xn!Aij

xn!Aij

xn!Aij
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图 4 GreedyEM 与 EM 算法拟合 PDF 曲线比较

( 初始参量对后者精度有影响 , 对前者没有影响)

Fig.4 Comparison of GreedyEM and EM algorithm estimators

(initial parameters influence the latter algorithm but do

not influence the former)

为了考察 Greedy EM 算法对小容量数据概率

密 度 曲 线 的 拟 合 能 力 , 图 2( a) 对 200ms 长 ( 4000

点) 的基元级数据的 PDF 曲线进行模拟 , 拟合效果

较好 , 这说明 Greedy EM 算法对可用统计信息量

少的小容量数据是适用的; 在信号检测时, 通常是对一

个脉冲宽度的数据进行处理 , 因此 , 用图 2( b) 来模

拟一个脉宽的基元级数据的 PDF 曲线, 统计曲线与拟

合曲线的重合程度较高 , 这说明可以将Greedy EM

算法应用于混响信号的检测器中, 对信号进行 GM

建模及参量估计。图 2( c) 表明 Greedy EM 算法对

大容量数据的概率密度曲线的拟合精度较高, 这是因

为数据量大, 尽管其非高斯性强, 但已知的统计信息

多, 可以利用的信息就多, 也会得到较精确的结果。图

2 中 的 PDF 曲 线 拟 合 程 度 都 比 较 高 , 这 说 明

GreedyEM 算法不仅参数估计比较准确; 而且由于它

能适应不同的数据长度, 具有很好的通用性。

为了提高检测性能, 通常进入到检测器的信号

都是经过滤波处理的。因此, 有必要对基元级数据进

行疏样滤波处理, 考察 Greedy EM 算法对滤波后波

束级数据 PDF 曲线的拟合精度。图 3 表征了滤波疏

样后 Greedy EM 算法对一个脉宽( 2160 点) 波束级

数据的 PDF 曲线拟合能力, 由图可看出拟合曲线能

很好地反映出数据的概率分布, 准确地模拟出数据

的峰值, 与统计曲线重合程度很高, 比没有经过任何

图 3 波束级数据一个脉宽( 432ms) 的 PDF 曲线拟合

Fig.3 The PDF curve approximation of filtered

data for one period ( 432ms)
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表 1 图 2、3 中实验数据的 PDF 参量估计值

Table 1 Paramet er s est imat ion of t he dat a in

figure 2 and figure 3

数据

!1

"1

!2
1/106

!2

"2

!2
2/106

!3

"3

!2
3/106

!4

"4

!2
4/106

!5

"5

!2
5/106

!6

"6

!2
6/106

滤波处理的基元级数据的 PDF 曲线拟合精度略高,

这种效果是可以预料的, 因为滤波滤去了基元级数

据中的一些干扰频率成分, 使估计的精度变高。

图 4 中传统的 EM 算法拟合出数据 的 概 率 密

度曲线有两个分离地均值 , 这由表 2 也可以看出 ,

由此产生了两个峰, 与只有一个均值的统计曲线误差

较大 , 产生了比较严重的偏离 , 使拟合性能变差 , 这

主 要 是 由 于 该 法 对 初 始 值 的 高 度 依 赖 所 致 ; 而

Greedy EM 算法由于不依赖于初始值, 拟合曲线能

很好地反映实际统计曲线的特征。这说明, 与 EM

算法相比, Greedy EM 算法有更好的性能。

5 结束语

GM 模型是对非高斯数据进行 PDF 建模的最

有效模型之一。尽管 EM 算法是 GM 建模的最常用

的算法 , 但其存在需要先验地假定 GM 模型阶数、

精度对初始值过分依赖等缺点 , 而 Greedy EM 算

法 能 有 效 克 服 EM 算 法 的 这 些 缺 点 。 本 文 将

Greedy EM 算法进行简化与定阶处理, 成功应用到

混响的 GM 建模及参量估计中。实验结果表明: 该法

对混响 PDF 曲线的拟合性能比 EM 迭代算法的好,

并且能适应不同的数据长度, 有很好的通用性。这在

非高斯信号检测处理领域中有着重要的实际意义。

通常, 传统的 GM 建模方法( 如 EM 迭代算法) ,

在处理有色非高斯数据时, 需要先对数据进行有效

的预白化处理, 才能取得较好的建模性能, 而本文用

GreedyEM 算法对基元级( 没有经过任何处理, 有色

非高斯) 混响实验数据的 PDF 曲线的拟合结果表明:

不需要进行预白化处理, 也可得到较精确的结果。
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表 2 GreedyEM 与 EM 算法的参量估计值比较

Table 2 Compar ison of GreedyEM and EM algor it hm

paramet er s est imat ion

数据

!1

"1

!2
1/106

!2

"2

!2
2/106

!3

"3

!2
3/106

EM算法估计值

0.322
- 4.14
17.165
0.278

- 3.568
21.557
0.4
5.807

15.512

GreedyEM算法估计值

0.96
0.215

39.231
2.1×10- 3

- 19.633
0.233
3.79×10- 2

- 4.554
28.788
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