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1 引 言

混合高斯模型( 简记为 GM) 因具有结构简明、

参数精练、高效稳健等突出优点 , 被广泛于图像、医

疗、语音、通信、雷达、声纳等信号处理领域对非高斯

概率密度( PDF) 进行拟合。这种模型的参数估计方

法 有 很 多 种 , 比 如 最 大 似 然 估 计 ( MLE) 及 其 变 种

EM 迭代算法。MLE 作为有效估计 , 能够取得很高

的估计性能, 但一则其结构复杂难以实现, 二则可能

会因无法界定方差而得到无意义的奇异解[1]。而 EM

算法则以求解完全数据的似然函数之期望的极值代

替直接搜寻常规似然函数的极值, 也可以取得较高

的估计性能, 但估计结果依赖于迭代初值的设置, 一

旦初值设定不合理, 迭代就会收敛于局部的极值点,

甚至不收敛, 致使估计性能严重下降 [2]。文献[ 3] 中

提出了一种与上述各方法思想完全不同的 GM PDF

参数( 简记为 GM 参数) 估计全新方案--动态簇算法

( 简记为 DC) 。这是一种非迭代、非极值化的另类求

解方法。它基于最小累积方差准则把样本空间划分

为几个互不重叠的高斯簇 , 然后基于此得到 GM 参

数估计。但该文只是简要说明了 DC 的思想及实现
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DC的几个重要公式 , 并未给出详细的 DC 算法流

程, 也未就此作专门的实验验证。

在计算机上实现了 DC 算法, 并对其估计性能

作了大量的仿真实验研究发现 , DC 并不适用于所

有的 GM 情形 , 但只要 PDF 满足一定条件 , 它就能

以更快的运算速度取得接近正确收敛的 EM 估计精

度。综合考虑 , 它仍不啻于为一种优秀的 GM 参数

估计算法。本文首先对 GM 模型及其参数估计问题

进行了有针对性的描述, 然后阐述了 DC 算法的思

想和具体实现流程, 明确了其适用前提, 并分析了其

局限性之根本所在。然后结合数值仿真实例 , 详细

探讨了其估计性能。

2 GM 模型及估计问题描述

一般地, GM 模型的概率密度表述如式 1 所示,

f( u n) =! !m·fm( u n) ( 1)

这里, u n 为非高斯序列 u=[ u 1, u 2, ⋯, u N] T 的第 n 个

样本 ; M 为模型阶数 ; !m 为混合参数 , 满足式( 2) 所

示的关 系 ; fm 为 高 斯 分 布 N( u m, "m
2) 的 PDF, 如 式

( 3) 所示。

! !m=1 ( 2)

fm( u n) = 1
2!"m

2"
exp[ - ( u n- u m) 2

2"m
2 ] ( 3)

可以看到, 拥有级数形式 PDF 的 GM 是一种纯

数学模型, 它的导出不基于特定的物理模型, 它的使

用不受具体物理意义的限制 , 这与仅适用于窄带

PDF 建模的 Class A 模型有着明显的区别。当然 ,

它仍有自己明确的物理解释。事实上, 式( 1) 所示的

GM, 恰能解释非高斯信号形成的物理机理 , 即非高

斯信号是由多个高斯源信号依据一定的概率分布

组成的。具体而言 , M 代表了组成非高斯信号的高

斯源( 亦称高斯分量) 数量; fm 就是第 m 个高斯源的

PDF; !m 为当前样本 u n 来自第 m 个高斯源的概率。

显然, 通过简单地调整 GM 参数 g=[!1, ⋯, !M, #1,

⋯, $M, "1
2, ⋯, "M

2] T 就可以拟合几乎任意的单钟型

或多钟型 PDF。

经过简单的数学推导 , 我们可以得到混合高斯

序列 u 的一阶矩 $( 亦称为均值 ) 和二阶中心矩 "2

( 亦称为方差) 分别如式( 4) 、( 5) 所示。

$=! %m $m=1 ( 4)

"2=! !m Dm ( 5)

这里 , Dm 称为第 m 个高斯源的类二阶中心矩

( 或类方差) , 如式( 6) 所示。显然, 若均值 $=0, 则 Dm

就变成了相应高斯源的真正方差, 即 Dm="m
2。

Dm=
∞

- ∞# ( u n- $) 2fm( u n) du n ( 6)

图 1 是一段非高斯序列的 PDF, 粗实线为使用

二阶混合高斯参数 g=[!1, !2, $1, $2, "1
2, "2

2] T 描述的

PDF 曲线, 而粗虚线则为使用高斯参数 g=[ $, "2] T

描述的 PDF 曲线。显然, 二者已经非常不一致了, 这

时如果无视序列的非高斯性, 仍使用高斯 PDF 描述

之, 则定会造成极大误差。

图 1 中还标示出了三个量: |$2- $1|、E1、E2。|$2- $1|

就是两个高斯分量均值之距离; 而 E1、E2 则称为各

自的 & 样本量半宽 , 即 & 样本量宽 ( 以均值为中心

包含了 &·100%样本的区间宽度) 的一半 , 这里 & 为

取值在 0~1 之间的指定概率。一般地 , 高斯分布 N

( u m, "m
2) 的 & 样本量半宽可按式( 7) 计算。

Em=$m- ’- 1
m [ ( 1- &) /2] ( 7)

其中, ’- 1
m ( p) 为如式( 8) 所示的累积分布逆函数。

’- 1
m ( p) =

{u n|
1

2!"m
2"

u n

- ∞

#exp[ - ( t- #m) 2

2"m
2 ] dt=p} ( 8)

可如式 9 所示使用这三个量来判断混合高斯 PDF

中两个相邻的高斯分量能否被以 &·100%的成功率

清楚区分:

若|#j- #i| > ( Ei+Ej) , 则能够清楚区分

若|#j- #i| > ( Ei+Ej) , 则不能清楚区分

若|#j- #i|≈( Ei+Ej) , 则处于临界状

%
’

&
’

( 态

( 9)

这里, i , j 是 1~M 间的数, |i - j|=1。

PDF 中的各高斯分量能否被清楚区分 , 这关系

到 DC 算法能否取得好的估计性能, 原因将在下文

阐述, 这里只给出能否清楚区分的判断方法。

这样 , 式 ( 1) 所示的 GM 模型参数估计问题可

M
m=1

M
m=1

M
m=1

M
m=1

图 1 混合高斯 PDF 示例

Fig.1 An example of GM PDF
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描述为 : 如何基于观测样本序列 u =[ u 1, u 2, ⋯ , u N] T

确定其混合高斯 PDF 参数 g =[!1, ⋯ , !M, "1, ⋯ , "M,

#1
2, ⋯, #M

2] T。这里必须指出, GM 模型地定阶问题,

即如何确定 GM 模型阶数 M, 也是数据 GM 建模应

当要解决的关键技术之一。限于篇幅 , 本文对此不

做研究, 只是简单地假定 M 为先验已知。

3 参数估计的 DC 算法

既然非高斯信号是由多个高斯源信号按一定概

率分布组合而成的 , 那么 , 可以直观地想象 , 若根据

一定规则, 将非高斯序列 u 的样本空间划分为 M 个

子集 ( 簇 ) , 每个子集都属于 一 个 高 斯 源 , 那 么 GM

参数估计问题就会迎刃而解。关键是如何划分 , 亦

即如何确定划分的原则。一般而言, 划分出来的这M

个高斯簇相互间会有重叠 , 致使样本重复利用而估

计不准确, 为使其尽量不相重叠, 要令如式( 10) 所示

的这 M 个簇的累积方差达到最小。

J=! !m#m
2 ( 10)

这就是所谓的最小均方差准则 , 它是大多数应用的

首选准则。下面我们就在这一准则下进行动态簇算

法的推导。

将信号 u 的样本 u 1, u 2, ⋯, u N( 简记为 u N
1) 按照

由小到大的顺序重新排列为 v1≤v2≤⋯≤vN( 序列 v

样本则简记为 vN
1) 。而要将 uN

1划分为 M 个不相重叠

的簇, 也就是在实整数轴上将 vN
1的下标 1, 2, ⋯, N分

割为 M 段, 分界点 n 1≤n 2≤⋯≤n M- 1。定义第 1 个簇

的左边界为 n 0=0、第 M 簇的右边界为 n M=N。同样

简记边界下标序列为 nM
0。现在要做的就是, 确定( 亦

即估计) 使得均方误差 J 为最小的边界下标的具体

值n! 1≤n! 2≤⋯≤n! M- 1。

用区间( n m- 1, n m] ( 不包括左边界点 , 但包括右

边界点 ) 表示第 m 簇 , 簇内样本均值为"m, 方差为

#m
2, 混合参数为 !m, 定义如式( 11) 所示。

"m|n m

n m- 1+1

! vn

n m- n m- 1

#m
2|n m

n m- 1+1

! ( vn- "m|n m

n m- 1+1 ) 2

n m- n m- 1

( 11)

!m|n m

n m- 1+1
n m- n m- 1

N

对于给定最右边界 n m 的前 m 簇样本, 其最小

累积方差 $m( n m) 可以通过一组边界点 n N
1 , 由第 1

簇到第 m 簇累加求得:

$m( n m) = min
n 1<n 2<..<n m- 1

m

j=1
!!j|

n j

n j- 1+1#j
2|n j

n j- 1+1 ( 12)

当 m=M 时, 最小累积方差也就是最小均方差,

即 minJ=$M( n M) 。

最小均方差可通过动态编程用下述递归法求

出。设第 m 簇的最佳右边界点为 n m, 则第 m- 1 簇

的最佳右边界点为n#m- 1, 依此类推 , 则动态编程算法

如下:

第一步: 初始化( m=1)

1≤n 1≤N- M+1 ( 13)

n#0=n 0=0 ( 14)

$1( n 1) =!1|
n 1

1 #1
2|n 1

1 ( 15)

第二步: 递推迭代( m=m+1, 1<m<M)

m≤n m≤N- M+m ( 16)

n#m- 1=argminnm- 1
{$m- 1( n m- 1) +!m|n m

n m-1+1#m
2|n m

n m-1+1 } ( 17)

$m( n m) =$m- 1( n#m- 1) +!m|n m

n m-1+1#m
2|n m

n m-1+1 ( 18)

第三步: 终止迭代( m=M)

n M=N ( 19)

n#M- 1=argmin nM- 1
{$M- 1( n M- 1) +!M| n M

n M-1+1 #M
2|n M

n M-1+1 } ( 20)

$M( n M) =$M- 1( n#M- 1) +!M|n M

n M-1+1#M
2|n M

n M-1+1 ( 21)

考 察 上 述 步 骤 , 当 m =1 时 , 式 ( 13) 表 明 n 1 有

N- M+1 种可能值, 于是 $1( n 1) 也随之有 N- M+1 种

可能值; 当 m=2 时 , 式( 16) 表明 n 2 也有 N- M+1 种

可能值 , 对应每一个 n 2 可能值 , 根据式( 17) 所示的

argmin 运算可以求出 N- M+1 个 n 1 值中令花括弧

内二阶累积均方差取得最小的 n 1 值n#1, 再根据式

( 18) 求出对应的最小二阶累积均方差 $2( n 2) , 而 n 2

具有 N- M+1 种可能值 , 所以n#2、$2( n 2) 也都相应具

有 N- M+1 种可能。m=3, 4, ⋯, M- 1 时各变量值, 皆

可以此类推获得。直到最后一步, 当 m=M 时, 根据

定义, n M 只有一种可能值 , 即n#M=n M=n , 于是根据式

( 20) 即可确定出第 M- 1 个分界点 n M- 1 的值n#M- 1=n#

M- 1, 由此倒推回去, 可以逐次得到划分的最佳边界点

估计为:

n! M- 1=n#M- 1

n! m- 1=n#m- 1 ( 22)

n! 1=n#1

根据上述迭代算法 , 在最小均方差准则下得到

序列 u 样本的最佳划分{n 0, n! 1, n! 2, ⋯n! M- 1, n M}后, 将

之代入式( 11) 即可得到各高斯分量参数的估计值。

M
m=1

n m

n=n m- 1+1

n m

n=n m- 1+1 ⋯
⋯

=
!

=
!

=
!
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这就是序列 GM 参数估计的动态簇( DC) 算法。

4 DC 算法的适用条件

DC 算法的巧妙之处在于它把排序后的样本划

分成了几个互不重叠的子集 , 但这也正是它的缺陷

之所在, 决定了它只能适用于一定条件的 PDF 参数

估计。比如说 , 两个均值很接近的高斯源信号 x 和

y, 按某一概率分布抽取样本 , 组合称为二阶 GM 序

列 u , 则 u 的某个样本空间中势必既有来自于 x 的

样本, 又有来自于 y 的样本。如是, 就无法把 u 的样

本划分为两个互不重叠的区间 , DC 算法得到的估

计将很不准确。

以二阶 GM 模型为例, 来说明 DC 算法的实质

和应用限制。设 x、y1、y2 分别为服从分布 N( 0, 36) 、

N( 10, 81) 、N( 40, 81) 的高斯序列 , 分别以 [ 0.7, 0.3]

的概率从 x 和 y1 中随机抽取样本组成了 GM 序列

u 1, 以同样的概率分别从 x 和 y2 中随机抽取样本组

成了 GM 序列 u 2。它们的波形及相应的 PDF 曲线

分别如图 2 和 3 所示。为便于对比, 波形和 PDF 都

被分别归一化到同一坐标系中。

使用 DC 算法得到 u 1、u 2 的 GM 参数估计 , 并

将据此绘出的 PDF 拟合曲线也相应绘制在图 3 中

( 真值用实线表示, 拟合值用虚线表示) 。

若设置两高斯源 PDF 清楚区分概率为 !=98%,

则根据式( 7) 计算可得 u 1 的两个高斯源的 ! 样本量

半宽分别为 Ex=13.958 1、Ey1=20.937 1, 而其均值距

离为|u y1- u x|=10, 显然属于式( 9) 中所示的不能清楚

区分情形。更加直观地反映在图上 , 二阶 GM 序列

PDF 参数估计的 DC 算法, 就相当于在其波形图上恰

当位置划一条横线( 如图 2 中 u 1n 波形上的立体线所

示) , 希望其值超过线的样本属于一个高斯源 y1, 而未

超过线的属于另一个高斯源 x。但遗憾的是, 由于两

个高斯源 x 和 y1 的样本有大量重叠 , 这个“恰当位

置”就难以确定。所以, 可以想见, DC 算法得到的 u 1

的 GM 参数估计将不准确 , 图 3 中的 f( u 1n) 图印证

了这一点 : 图上使用参数估计值拟合的 PDF 曲线

( 虚线) 与用真值描述的 PDF 曲线( 实线) 不一致, 这

表明参数估计不准确。高斯源 y2 的 ! 样本量半宽 Ey

2与高斯源 y1 的 ! 样本量半宽 Ey1 相等, 但|u y2- u x|=

40, 已满足式( 9) 中所示的清楚区分条件。所以 , 应

用 DC 算法将会得到 u 2 的高精度 GM 估计。反映在

图 2 所示的波形上 , y2 和 x 的样本值本来就属于两

个几乎毫不干涉的区间中 , 于是 , u 2 波形图上可以

图 2 不同高斯源组成的 GM 序列波形

Fig.2 GM processes with different Gaussian sources
( u 1n comes from x and y1n while n 2n comes from x and y2n)

图 3 不同高斯源组成的 GM 序列 PDF

Fig.3 GM PDFs with different Gaussian sources
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找到一个恰当位置放置分隔横线( 如图 2 中 u 2n 波形

上的立体线所示) 将样本值划分为两个不相重叠的

簇, DC 算法将奏效。图 3 中的 f( u 1n) 图也印证了这

一点: 图上使用参数估计值拟合的 PDF 曲线( 虚线)

与用真值描述的 PDF 曲线( 实线) 几乎完全重叠, 这

表明参数估计很精确。

根据使用经验, 混合高斯 PDF 中任意相邻两高

斯分量若能够以 !≥98%的概率清楚区分 , 则使用

DC 算法就能取得很高 GM 参数估计性能 , 同时还

能取得高于 EM 迭代三倍以上的运算速度。

那么 , 在工程实用中应当如何判断一段数据能

否使用 DC 算法进行 GM 建模呢? 也就是说, 对于一

段数据, 应当怎样判断它的 PDF 是否由能够清楚分

离的高斯分量所构成的呢? 要从理论上严格地推导

出一个界定规则 , 将是一件非常麻烦的事情。事实

上, 对于某一领域要处理的专业数据, 我们完全可以

根据此类数据样本分布的柱状统计图来先验地判定

其是否可以使用 DC 算法进行 GM 建模。下节将结

合实例来说明这种经验判定法。

5 实 例

为便于考察估计效果 , 使用参数可控的仿真数

据。首先舍取抽样法仿真产生参数为 g=[ 0.7, 0.3, 5,

50, 9, 25] T 的 2 阶混合高斯白序列 u , 然后对之使用

本文所述 DC 算法进行 GMAR 模型参数估计。每段

观测样本长度为 2 000 点 , 共进行 500 次蒙特-卡罗

试验。对于这样的参数设置, 由式( 4) 、( 5) 计算可得

其真均值为 18.5, 真方差为 439.05。设置清楚区分

概率 !=98%, 则由式 ( 7) 计算可得两个高 斯 源 的 !
样本量半宽分别为 E1=6.979 0、E2=11.631 7, 而|"2-

"1|=45, 所以满足式 ( 9) 中所示的可清楚区分条件 ,

属于 DC 算法的适用范围。注意, 因为这是参数可控

的仿真数据 , 我们才可以如此根据参数判断出它是

可以使用 DC 算法进行 GM 建模的。现在, 我们将说

明如何使用柱状图统计法来判断 DC 算 法 是 否 可

行。取其中某一段长度为 2 000 点的样本序列, 其波

形如图 4 所示。绘制出其样本分布的柱状统计图 ,

如图 5 所示。

这种柱状图的绘制方法比较简明 : 首先把样本

取值区间等分为 Q 个互不重叠的子集( 图 5 中 Q=

40) , 然后统计每个子集中的样本个数作为该子集

的响应。这实质上是一种对样本数据 PDF 的简单的

非参数拟合。得到这种柱状图后, 究竟能否使用 DC

算法对数据 PDF 进行 GM 建模, 就一目了然了。显

然, 对于具有图 5 所示柱状图的数据, 应该可以使用

DC 算法进行 GM 建模。

根据真值绘出的 PDF 如图 1 所示 , 而根据前

100 次试验估计值绘出的 100 条 PDF 曲线叠合如

图 6 所示。可以看到 , 图 6 中的各条曲线高度重叠

汇聚称为一条与图 1 真值极其一致的粗线 , 这表明

了参数估计的无偏性和有效性都很好。而表 1 为基

于 500 次试验 GM 参数估计结果得到的统计数字。

可以看到 , 各 GM 参数估计均值非常接近其真值 ,

而估计方差也很低 , 这再次印证了估计的无偏性和

有效性之高。

图 4 一段仿真数据波形

Fig.4 A segment of numerical data

图 5 样本分布的柱状图

Fig.5 Histogram of samples′distribution

图 6 DC 算法得到的 PDF 估计( 前 100 次试验叠合)

Fig.6 Fitting of PDF with DC algorithm
( 100 estimations overlaid)
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GM是对非高斯数据进行 PDF 建模的最有效模

型之一, 而当 GM PDF 中各高斯分量能够以 98%左

右的概率清楚区分时, 本文所述的 DC 算法将能取

得很好的 GM 参数估计性能和理想的运算速度 , 这

是依赖于初值设置的 EM 迭代算法所不能比拟的。

使用 DC 算法估计 GM 参数, 在非高斯信号处

理领域有着重要的实践意义。比如, 在雷达、声纳等

信号检测领域 , 可以使用估计得到的 GM 参数构建

高斯化滤波器以高斯化检测背景 , 从而提高后续匹

配滤波( 或相关检测) 检测性能。再比如 , 非高斯有

色序列预白滤波器的构建需要功率谱( PSD) 参数估

计, 而它的精确获得必须与 PDF 参数估计相耦合,

DC 算法就可以被结合进来。

使用柱状图法来判断可否使用 DC 算法对数据

进行 GM 建模 , 还存在一定的局限性 , 比如 : 若柱状

图中的某一独立“钟形包”本身即非高斯的 , 那么这

种判断显然就是不准确的了。因此 , 这个问题还有

待于以后进一步研究。
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表 1 DC 算法 GM 参数估计性能( 500 次试验之统计)

Table 1 Per formance of DC algor it hm
( 500 exper iment s )

项目

!1

!2

"1

"1

!1
2

!2
2

真值

0.7
0.3
5

50
9

25

均值

0.699 3
0.300 7
5.002 7

50.004 3
8.975 5

24.949 8

方差

1.0308e- 4
1.0308e- 4
7.1519e- 3
4.1046e- 2
1.1575e- 1
2.0452e+0

746


